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Zusammenfassung

Es wird ein verteiltes modulares System vorgestellt, das in Anlehnung an die corticale Infor-
mationsverarbeitung in columnaren Strukturen eine intracolumnare Hauptkomponentenanalyse
realisiert. Dieses neuartige Architekturprinzip erlaubt durch intercolumnar verteilte, parallele
Analyse eine ähnlichkeitserhaltende, lokal translationsinvariante Beschreibung lokaler Aufmerk-
samkeitsregionen (Bildregionen) mit minimaler Parameteranzahl.

1. Einleitung

Kognitive Leistungen, wie sie für die Analyse oder Interpretation natürlicher visueller Szenen er-
forderlich sind, können durch rein paralleles Patternmatching mit Sicherheit nicht erklärt werden.
Naheliegender ist vielmehr eine gesteuerte Dekomposition der hochparallelen visuellen Szene in eine
Sequenz niedrigdimensionaler Komponenten (bedeutungsvolle Bruchstücke), wobei datengetriebene
und auf internem Systemwissen basierende Verarbeitungsprinzipien (preattentive, attentive vision)
von entscheidender Bedeutung für die Steuerung des Dekompositionsprozesses sind [1]. Diese Re-
gionen, die entweder von syntaktischer Bedeutung (datengetriebene Bildanalyse ) oder aufgrund ak-
tivierbarer interner Hypothesen über die Szene oder einzelne Inputsegmente (attentive oder wis-
sensbasierte Komponente) von hohem Interesse für ein aktives Szenenanalyseregime (active vision
system) sind, werden im folgenden als Aufmerksamkeitsregionen (regions of interest) bezeichnet.
Das Hauptaugenmerk dieser Arbeit richtet sich auf ein neuartiges Architekturprinzip zur verteilten
parallelen Analyse der internen Aufmerksamkeitsregionen, die durch oben genannte spezielle Auf-
merksamkeitsmechanismen innerhalb der visuellen Szene selektiert wurden.
In dem hier präsentierten Modellkonzept wird diese Analyse durch ein Array corticaler Verarbei-
tungscolumnen, deren Aufbau sich strukturell und funktionell an den Minicolumnen des primären
visuellen Cortex [7] orientiert, realisiert. Dieses columnare Array analysiert parallel die durch präat-
tentiv oder attentiv gesteuerte Aufmerksamkeitsmechanismen nacheinander selektierten Aufmerk-
samkeitsgebiete (internal foei) innerhalb der visuellen Szene. Jede Verarbeitungscolumne extrahiert
elementare Bildmerkmale aus ihrem lokalen Analysegebiet innerhalb der Aufmerksamkeitsregion mit
Hilfe komlexer rezeptiver Felder. Diese werden jedoch nicht algorithmisch vorgegeben, sondern in ei-
nem adaptiven Selbstorganisationsprozeß auf der Basis einer neuronal motivierten Hauptkomponen-
tenanalyse strukturiert. Oja zeigte in [3], daß ein spezieller Hebb-ähnlicher Selbstorganisationsprozeß
ein rezeptives Feld mit synaptischen Wichtungen herausbildet, das gerade die Hauptkomponente des
gesamten dargebotenen Eingangsdatensatzes darstellt. In Erweiterung nach [5] führt die Selbstorga-
nisation der eigenwertgrößten Hauptkomponenten für zufällig gewählte lokale Bildausschnitte auch
für sehr unterschiedliche natürliche Grauwertszenen zu qualitativ ähnlichen Sätzen rezeptiver Felder
(siehe Abb. 1). Diese Ergebnisse führten zu der Vermutung, daß ein universeller Satz von komple-
xen rezeptiven Feldern für jede corticale Verarbeitungscolumne unabhängig von ihrer Lokalisation
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Abbildung 1: Die genutzten rezeptiven Felder (Hauptkomponentenarrays) w(1), ... , w(i), ... ,w(n)

(links), die durch zufällig gewählte Eingangsmuster aus der (rechts) dargestellten natürlichen Grau-

wertszene innerhalb eines neuronalen Selbstorganisationsprozesses herausgebildet wurden und für
nachfolgende Analyseprozesse innerhalb einer jeden Verarbeitungscolumne des columnaren Arrays
zur Verfügung stehen (nähere Erläuterungen im Text).

innerhalb der Modellarchitektur für die Bildanalyse optimal geeignet wäre. Anliegen dieser Arbeit
ist die Vorstellung der neuronalen Mechanismen, die erstmalig eine ähnlichkeitserhaltende Haupt-
komponentenanalyse innerhalb einer jeden Verarbeitungscolumne garantieren und so eine lokale
translationsinvariante Beschreibung des zugehörigen lokalen Analysegebietes mit minimaler Anzahl
beschreibender Parameter zuläßt.

2. Theoretische Betrachtung der Hauptkomponentenanalyse

In natürlichen Bildern sind benachbarte Bildpixel meistens stark miteinander korreliert. Somit ist
eine wesentlich kompaktere Kodierung der Bildinformation z.B. mittels einer Hauptkomponenten-
analyse möglich. Im allgemeinen Fall liegt eine Anzahl von Bildausschnitten x(1),X(2), ... vor, wobei
x = (xl, ... ,Xj, ... ,xmf die Folge von Grauwertpixeln eines Bildausschnittes darstellt. Die einzelnen
Grauwertpixel Xj variieren nicht völlig unabhängig voneinander, sondern sind mehr oder weniger
korreliert, wobei die genaue Art der Abhängigkeit oft unbekannt ist. Von Interesse ist es nun festzu-
stellen, inwieweit man die beobachtete Variation von Grauwertpixeln auf eine Abhängigkeit der Xj

von einer kleineren Anzahl unbekannter Parameter Yl, ... , Yi, ... , Yn, n < m zurückführen kann. Ist
das möglich, so kann man m Funktionen fI, ...,/j, ...,Jm der unbekannten Parameter finden, für die

Xj = /j(Yl, ... , Yi, ... , Yn), j = 1,2, ...,m, (1)

gilt. Gegenüber den direkt zugänglichen Pixelgrauwerten Xj ermöglichen die Variablen Yi eine spar-
samere Beschreibung der beobachteten Grauwertverteilungen. Insbesondere entsprechen sie eher
den wirklich beteiligten Freiheitsgraden, deren Anzahl in vielen Fällen geringer als die der beobach-
teten Meßparameter (Grauwertpixel) Xj ist. Mathematisch kann man diese Parametrisierungen als
Koordinatensystem auf einer abstrakten Mannigfaltigkeit deuten. Dabei wird die einschränkende
Annahme eines linearen Zusammenhanges zwischen Yi und x j gemacht. Diese Annahme läßt sich
geometrisch als Einführung einer n-dimensionalen Hyperebene [4] deuten, die im rn-dimensionalen
Raum der Daten liegt und deren Lage und Orientierung so gewählt werden, daß sich jeder Bildaus-
schnitt möglichst gut durch einen Punkt der Hyperebene approximieren läßt. Das entspricht einer
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Abbildung 2: Prinzipielle Darstellung der Kor-
relation zweier Variabler Xl und X2. Die Daten-
verteilung ist nicht mittelwertfrei. Somit ist hier
zuerst der Mittelwert zu extrahieren, bevor die
Bestimmung eines günstigeren orthogonalen Ba-
sissystems erfolgen kann. Wird dieser Umstand
nicht berücksichtigt, ist die dekorrelierende Wir-
kung des neuen Basissystems nicht optimal.

Darstellung jedes Bildausschnittes in der Form

Abbildung 3: Prinzipielle Darstellung der Kor-
relation zufällig gewählter Paare nebeneinander-
liegender Grauwertpixel Xl und X2 der visuellen
Szene aus Abb. 1. Hier sind Schwerpunktsvektor
der Datenverteilung w(O) und eigenwertgrößter
Eigenvektor w(1) identisch (nähere Erläuterun-
gen im Text).

n

X = w(O) +L w(i)Yi(X) + dw(x),
i=l

(2)

wobei w(O)...w(n) Vektoren sind, die die Hyperebene spezifizieren und Yl(X) ... Yn(x) die zum Bild-
ausschnitt x gehörenden neuen Parameter sind. In der Regel fallen nicht alle Bildausschnitte in die
Hyperebene, so daß sich für jede Hyperebene zu den meisten Bildausschnitten ein nichtverschwin-
dender senkrechter Abstand ergibt, der durch dw(x) gegeben ist. Die optimale Wahl der Hyperebene
ergibt sich dann, wenn die Vektoren w(i) so bestimmt werden, daß der mit der Wahrscheinlichkeits-
dichte P(x) der Daten gewichtete mittlere quadratische Restfehler (dw(x)2) seinen kleinstmöglichen
Wert annimmt, d.h.

n 2J" x - w(O) ~ Lw(i)Yi(X) " P(x) dmx = M in!
, i=O

(3)

Man kann zeigen, daß die Lösung dieser Minimierungsaufgabe für w(O) den Schwerpunkt der' Daten-
verteilung ergibt.

(4)

Die übrigen Vektoren w(i), i = 1,2, ...,n bilden eine Basis des von den neigenwertgrößten Eigen-
vektoren der Korrelationsmatrix

c = J (x - w(O))(x - w(O)f P(x) dmx (5)

aufgespannten Eigenraumes [4]. Eine möglichst spezielle Wahl für die w(i) (i > 0) sind die n
normierten, eigenwertgrößten Eigenvektoren von C. Es ergeben sich die neuen Parameter Yi als die
Projektionen der Datenvektoren entlang der n Hauptachsen ihrer Verteilung.

Y' - w(i)x ; - 1 2 n'l - , (, - , , ••• , (6)
Geometrisch bedeutet dies, daß die Hyperebene durch den Schwerpunkt w(O) der Datenverteilung
verläuft und von den n Hauptachsen der Verteilung, die zu den größten Eigenwerten gehören, auf-
gespannt wird. Man kann zeigen, daß die dadurch festgelegte Orientierung der Hyperebene die
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Varianz der senkrechten Projektion der Datenpunkte maximiert. Die Variablen Yi lassen sich also
dadurch charakterisieren, daß sie den mit n Parametern größtmöglichen Anteil der Datenvariation
beschreiben. Die Güte einer derartigen Beschreibung wird jedoch entscheidend vom Grad der Gültig-
keit der zugrunde gelegten Linearitätsannahme bestimmt. Je mehr die tatsächliche Verteilung der
Bildausschnitte von einer Hyperebene abweicht, desto größer wird der mit der Projektion auf die
Hauptachsen der Verteilung erzwungene Komprorniß [4].

3. Selbstorganisation rezeptiver Felder zur neuronalen Hauptkomponentenanalyse

Während der Trainingsphase wurde eine Vielzahl von Bildern mit 512 X 512 Pixeln und jeweils 8
bit Auflösung untersucht. Dabei wurde ganz bewußt kein Versuch unternommen, optische Unre-
gelmäßigkeiten zu korrigieren. Es wurden Bildausschnitte der Dimension 16 X 16 zufällig aus der
Inputszene ausgewählt. Die Vorverarbeitung bestand lediglich in einer Normierung der Grauwerte
der Bildausschnitte auf das Intervall <0, 1>. Das wurde möglich, da der Schwerpunktsvektor w(O)
bei Grauwertbildern gerade dem ersten Eigenvektor w(l) entspricht (siehe Abb. 3). Da somit eine
Bestimmung des Schwerpunktsvektors nicht mehr erforderlich ist, ist es auch nicht notwendig, die
gesamte Lernstichprobe a-priori kennen zu müssen. Das ist die Voraussetzung für einen adaptiven
Lernprozeß zur gleichzeitigen Bestimmung aller Hauptkomponenten eines günstigeren Basissystems.
Für die Simulationen wurde eine von Oja [3] 1982 für ein einzelnes Neuron vorgestellte Lernregel
verwendet und im weiteren Verlauf der Arbeiten modifiziert.

Wj(t + 1) = Wj(t) + ,(t) y(t) [Xj(t) - y(t) Wj(t)), j = 1,2, ...,m (7)

Hierbei bezeichnet x = (Xl, ... , Xj, ... , xm)T den Eingangsvektor der auf das Intervall <0, 1> normier-
ten Grauwertpixel eines zufällig gewählten Bildausschnittes, y das Ausgangssignal, Wj die Wichtung
des Eingangsknotens x j und , die Lernrate. Man kann nun zeigen, daß diese Lernregel einen
Wichtungsvektor werzeugt, der gerade dem Eigenvektor der Korrelationsmatrix aller dargebote-
nen Bildausschnitte x mit dem größten Eigenwert entspricht. Sie extrahiert somit die dominanteste
Hauptkomponente der Eingangsdaten. Gleichzeitig gewährleistet die Lernregel eine Normierung des
Wichtungsvektors w auf die Einheitslänge [3]. Die Lernregel wurde auf n Ausgangsneuronen erwei-
tert [5), um so nacheinander die stärksten Hauptkomponenten bestimmen zu können. Dabei handelt
es sich für jedes der n Neuronen um einen zweiphasigen Prozeß, in dem zunächst vom Eingangs-
vektor x(i-l) die Anteile abgezogen werden, die durch den Wichtungsvektor w(i) bereits dargestellt
werden können.

(8)
Erst danach erfolgt die eigentliche Aktualisierung der Komponenten w;i) des Wichtungsvektors w(i).

(i)( 1) _ (i)() () () (i)() . .wj t+ - wj t +1'i t Yi t xj t, z = 1,2, ...,n, J = 1,2, ...,m (9)

Die Anzahl der Neuronen wurde experimentell bestimmt. Dabei zeigte sich, daß 45 Hauptkomponen-
ten genügen, um nahezu die gesamte Information aus beliebigen 16 X 16 Pixel großen Bildausschnit-
ten natürlicher Grauwertbilder zu extrahieren. Das Netz wurde durch Setzen aller Wichtungen w(i)

auf einen zufällig kleinen Wert initialisiert, so daß die Quadratsumme der Komponenten eines jed~n
Wichtungsvektors w(i) gleich eins war. Das Training bestand in der Analyse der zufällig gewählten
Bildausschnitte und einer sofortigen Aktualisierung aller Wichtungen. Durch die Rückkopplung des
Outputs eines Neurons auf den Input des folgenden:

x(i) = x(i-l) - YiW(i), i = 1,2, ... , n

wirkt sich jede Änderung der Wichtungen des Neurons i auf das Neuron i+ 1 aus.

(10)



LEARNING RATE

LEARNING STEPS

Abbildung 4: Der kontinuierlich abfallende Lernratenver-
lauf für die Neuronen i.

285
Daher muß sich der Wichtungsvek-
tor w(i) des Neurons i erst stabi-
lisieren, bevor der Wichtungsvektor
w(i+l) des Neurons i+ 1 mit der glei-
chen Effektivität belehrt werden kann
(siehe Abb. 4). So wird die Konver-
genz der Wichtungen durch eine sich
kontinuierlich verringernde Lernrate
bestimmt:

a
'Yo(t) = t + 1 (11)

li(t) = 'Yi-l (t) V, i = 1,2, ...,n (12)

Hierbei ist 'Y = (,1, ..., li, ... , In)T
die Lernrate für die Neuronen n =
(nt, ... , ni, ... , nn)T, v der Abklingpa-
rameter , t der aktuelle Lernschritt
und ader Ausgangswert. Nach zirka
50.000 Lernschritten kam es zu einer

Stabilisierung der Wichtungen auch des 45. Neurons (siehe Abb. 1). Die Wichtungsänderungen
unterschritten jetzt einen festgelegten Schwellwert, so daß hier der Lernvorgang abgebrochen werden
konnte. Dieser Selbstorganisationsprozeß, hervorgerufen durch visuelle Stimulationen der Umwelt
und resultierend in der Herausbildung komplexer rezeptiver Felder könnte funktionell mit der Bildung
orientierungsselektiver rezeptiver Felder im visuellen Cortex junger Kätzchen verglichen werden [6].
Die Fähigkeit der gelernten rezeptiven Felder zur nahezu vollständigen Informationsextraktion zeigen
die folgenden Abbildungen.

Abbildung 5: Beide Grauwertszenen wurden wie angedeutet segmentartig unter Nutzung der 45
für die in Abb. 1 dargestellte Grauwertszene gelernten Hauptkomponentenarrays (rezeptive Felder)
analysiert. Die Projektion der 16 x 16 Grauwertpixel eines Bildsegments entlang der 45 Hauptkom-
ponentenarrays ergab pro Segment einen 45-dimensionalen Fitwertvektor, der nahezu die gesamte
Information des analysierten Grauwertsegments beinhaltete. Die Ergebnisse der Rücktransformation
der 45 Fitwerte eines Segments entlang der Hauptkomponentenarrays sind bildlich dargestellt.
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(13)

4. Intracolumnare Verarbeitung mit lokalen rezeptiven Feldern

In unserer Modellarchitektur (siehe Abb. 6) analysiert jede Verarbeitungscolumne einen definierten
Bereich der Aufmerksamkeitsregion mit den innerhalb ihres Analysebereiches lokalisierten und durch
den oben beschriebenen Selbstorganisationsprozeß entstandenen rezeptiven Feldern. Ein Analysege-
biet umfaßt in unserem Modell einen Bereich von 32 X 32 Quadratpixeln. 16 X 16 Modellcolumnen
analysieren parallel bei 75 %iger Überlagerung ihrer Analysegebiete eine Aufmerksamkeitsregion
von 152 X 152 Grauwertpixeln innerhalb einer natürlichen Grauwertszene. Setzt man die Grauwert-
verläufe in natürlichen Grauwertbildern als additive Überlagerung periodischer Teilverläufe voraus,
entspricht somit die Faltung der 16 X 16 Quadratpixel umfassenden rezeptiven Felder mit diesem
Bereich, der Analyse einer durch das rezeptive Feld erster Ordnung w(l) bestimmten Periode. Diese
Faltung war erforderlich, da die zwei Fitwertvektoren für ein um lediglich einen Pixel verschobenes
Analysegebiet keine Zusammenhänge erkennen ließen. Die Faltung gleicht lokale Translationen aus,
indem sie für ähnliche Grauwertverläufe auch ähnliche Fitwertvektoren liefert, was jedoch mit einem
Präzisionsverlust sowie einer Unumkehrbarkeit dieses Analyseschrittes einhergeht. Somit bestimmt
jede der 16 X 16 Verarbeitungscolumnen die mittleren Aktivierungen aller in ihrem Analysegebiet
innerhalb der Aufmerksamkeitsregion befindlichen Neuronen mit gleichen rezeptiven Feldern.

N-IN-l

fi = ;2 L L "w(i)Xkl 11, i = 1,2, ... ,45
k=O 1=0

WEIGHT X
WEIGHT Y

KOHONEN MAP

COLUMNS WITH RECEPTIVE FIELDS
OUTPUT Y

Ein auf diese Weise für jede Verarbeitungscolumne bestimmter 45-dimensionaler Fitwertvektor f
beschreibt die mittlere Übereinstimmung der
gelernten rezeptiven Felder mit dem korrespon-
dierenden Analysegebiet. Hierbei beschreibt
f = (fI, ..., fi, , f45l den mittleren Fitwert-
vektor, w(l), , w(i), ... , w(45) die zweidimen-
sionalen Hauptkomponentenarrays oder rezep-
tiven Felder, x die Grauwertpixel des Analyse-
gebietes. Die Information der 1024 Grauwert-
pixel eines Analysegebietes wird somit auf 45
Fitwerte reduziert. Die erste, den Gleichan-
teil beschreibende Komponente fI des Fitwert-
vektors wird für die weitere Verarbeitung un-
terdrückt, um eine vom lokalen mittleren Grau-
wert unabhängige Analyse zu ermöglichen.

OUTPUT X C 0 C 0 C 0 E F E F

F

Abbildung 6: Das verteilte multicolum-
nare System zur primären Analyse natürli-
cher Szenen, bestehend aus einem Teilsystem
für die zweistufige Hauptkomponentenanalyse
(siehe Text) sowie einem Teilsystem für die
sequentielle Auswahl topologisch benachbarter
columnarer Analyseergebnisse. AB und EF
sind columnare Aktivierungen (Analyseergeb-
nisse), die verschiedene Grauwertverteilungen
(z.B. Texturen) in natürlichen visuellen Szenen
beschreiben. Die Aktivierung CD beschreibt
eine Grenzregion sich überlappender visueller
Strukturen.

Eine einfache Clusterung der so bestimmten 16 x 16 Fitwertvektoren innerhalb verschiedener Auf-
merksamkeitsgebiete einer visuellen Szene zeigte, daß dies mit dem visuellen Empfinden des Men-
schen übereinstimmt. Weitere Untersuchungen zeigten recht bald einen prinzipiell exponentiell fal-
lenden Verlauf für alle ermittelten Fitwertvektoren. Somit war eine zweite Hauptkomponenten-
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transformation möglich. Die jetzt 44 Fitwerte eines Vektors konnten so sogar auf 2 (x, y) pro
Verarbeitungscolumne reduziert werden. Eine weitere Clusteranalyse der jetzt zweikomponentigen
Fitwertvektoren zeigte, daß die Beschreibung der Analysegebiete immer noch repräsentativ war, um
eine dem visuellen Empfinden des Menschen äquivalente Gruppierung zu erzeugen. Anschließend
überträgt jede Columne ihre Fitwerte x und y auf eine zweidimensionale verteilte Kohonenkarte
[2]. Alle Aktivierungen innerhalb eines Aufmerksamkeitsgebietes (d.h. 16 X 16 Aktivierungen (x,
y)) führen innerhalb der zweidimensionalen Kohonenkarte durch Superposition zu lokalen Aktivie-
rungshügeln. Die vorab mit (x, y)-Datenpaaren trainierte Kohonenkarte beinhaltet ein Alphabet
aller möglichen natürlichen Grauwertverläufe in Form von Wichtungspaaren (x, y). Im Ergeb-
nis interner Konkurrenz- und Selektionsmechanismen innerhalb der Kohonenkarte kann sich nur
ein Cluster für eine bestimmte Zeit an einem durch die columnaren Aktivierungen definierten Ort
durchsetzen, während die anderen bis zur Deaktivierung dieses Clusters unterdrückt werden. Eine
topografisch korrekte Rückprojektion von der Kohonenkarte zum multicolumnaren System sorgt
für eine sequentielle Aktivierung der zum jeweiligen Aktivierungshügel und damit zum jeweiligen
Cluster gehörenden Verarbeitungscolumnen (siehe Abb. 7). Durch diesen rückgekoppelten Kohonen-
basierten Clustermechanismus können nacheinander zusammengehörende Bildsegmente hervorgeho-
ben und zu nachfolgenden Verarbeitungsebenen weitergeleitet werden.

5. Ergebnisse und Schlußfolgerungen

Die Nutzung einer zweifachen intracolumnaren Hauptkomponentenanalyse ermöglichte eine ähnlich-
keitserhaltende Beschreibung natürlicher Grauwertverteilungen (32 X 32 Quadratpixel) mit lediglich
zwei Fitwerten (x, y). Damit wurde eine topologieerhaltende Abbildung innerhalb einer zweidimen-

Abbildung 7: Zwei ausgewählte Aufmerksamkeitsregionen innerhalb einer natürlichen Grauwert-
szene und die drei durch columnare Analyse nacheinander aktivierten Hypothesen über ähnliche
Grauwertverteilungen innerhalb dieser Aufmerksamkeitsregionen.

sionalen verteilten Kohonenkarte sinnvoll. Ein Überlapp der columnaren Analysegebiete von 75%
führt bei ähnlichen Grauwertverläufen innerhalb der zu analysierenden Aufmerksamkeitsregion zu
sehr kompakten Aktivierungshügeln innerhalb der Karte. Die hier vorgestellte multicolumnare Ar-
chitektur wurde anhand einer umfangreichen Stichprobe natürlicher Grauwertszenen getestet. Ein
typisches Klassifikationsergebnis ist in Abb. 7 dargestellt.
Zur Beurteilung der Leistungsfähigkeit des vorgestellten Verfahrens, ist es zweckmäßig festzustellen,
welche Information über die ursprüngliche Grauwertszene mittels der gewonnenen Fitwerte (x, y)
extrahiert werden kann. Einen ersten Eindruck vermittelt die Darstellung der Fitwerte aller über
einer Grauwertszene operierenden Verarbeitungscolumnen in Form eines Grauwertbildes. Die mögli-
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che Aktivierung einer Verarbeitungscolumne im Bereich <0.0, ... , x, ... , 1.0> wird dabei auf das
Grauwertintervall <0, 255> abgebildet. Dies wird in Abb. 8 anhand zweier Grauwertszenen für

Abbildung 8: Zwei zu analysierende
Grauwertszenen und die als Grauwert dar-
gestellten resultierenden columnaren Akti-
vierungen (Fitwertkomponente x) aller über
der Grauwertszene operierenden Columnen.
Bei einer Grauwertszene von 512 X 512 Pi-
xeln sind dies 60 X 60 Verarbeitungscolum-
nen (nähere Erläuterungen im Text).

die Aktivierungskomponente x gezeigt. Abschließend sollte erwähnt werden, daß diese Modellarchi-
tektur auch zur Analyse von Farbszenen in speziellen Farbräumen (H SI oder W MrgMyb) geeignet
erscheint, was derzeit Inhalt weiterführender Untersuchungen ist.
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