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Zusammenfassung

Dieser Beitrag stellt einen antizipativen Na-
vigationsansatz vor, welcher auf einer Vor-
hersage sensorischer Konsequenzen von hy-
pothetisch ausgefithrten Aktionen basiert.
Auf dieser Priadiktion aufbauend, konnen
ganze Aktionssequenzen mit ihren Konse-
quenzen fiir das System intern simuliert und
die beste Aktionssequenz real ausgefiihrt
werden. Basierend auf diesem antizipieren-
den Ansatz stellen wir eine neuronale Archi-
tektur vor, welche ausgehend von einem re-
aktiven Verhalten ein vorausschauendes und
planendes Verhalten entwickelt.

1 Einleitung

Die derzeit in der Robotik existierenden Na-
vigationsansitze lassen sich einerseits bzgl.
des Einsatzes eines Weltmodells und ande-
rerseits hinsichtlich ihres Planungshorizon-
tes einteilen. Typische, aus der Literatur be-
kannte, modellbasierte Verfahren werden in
[12, 17, 16] beschrieben, wobei [12, 16] auch
durch interne Simulation auf dem Weltmo-
dell einen entsprechend groflen Planungsho-
rizont beriicksichtigen. Modellfreie Ansiitze,
welche im Gegensatz zu reaktiven Verfah-
ren [4] auch zukiinftige Folgesituationen mit
in die Aktionsauswahl einbeziehen, werden
u.a. in [20, 1] beschrieben. Prinzipiell ge-

statten sowohl die Nutzung eines Weltmo-
dells als auch ein méglichst groBer Planungs-
horizont eine Verbesserung des Navigations-
verhaltens. Deshalb beschiftigt sich die vor-
liegende Arbeit mit einer neuronalen Archi-
tektur zur modellbasierten antizipierenden
Navigation eines mobilen Roboters.

Dieser Beitrag basiert auf Arbeiten von
[13], welche die Trennung von Wahrneh-
mung und Verhaltensgenerierung aufheben
und in einem neuronalen Prozefl verschmel-
zen. Der Kerngedanke dieses Konzeptes be-
steht in der Wahrnehmung einer sensori-
schen Situation durch Generierung und Aus-
wertung der sensorischen Konsequenzen von
hypothetisch ausgefithrten Aktionen. Nach
erfolgter interner Simulation wird die Ak-
tion ausgefiihrt, welche die héchste Bewer-
tung beziiglich des Systemziels (z.B. Hinder-
nisvermeidung) verspricht. Auf diese Wei-
se wird der visuelle Eindruck des Systems
nicht direkt, sondern durch mogliche Ver-
haltensalternativen charakterisiert.

Dieses neuartige Wahrnehmungskonzept
wird von verschiedenen Autoren mitgetra-
gen [2, 12, 10]. Die sensorische Pradiktion
von Aktionskonsequenzen wurde bereits in
[19, 18] vorgestellt, die Tragfihigkeit dieses
antizipativen Konzeptes zur Navigation ei-
nes realen mobilen Systems wurde bisher je-
doch noch nicht nachgewiesen.

Um die Vorteile eines antizipierenden An-
satzes zu nutzen, miissen mehrere Aktions-



sequenzen intern simuliert werden, um dann
die beste real auszufiihren. Das Problem
bei dieser internen Simulation von Aktio-
nen liegt in einer exponentiell wachsenden
Anzahl moglicher Aktionsketten im Such-
baum, da in jedem Zustand in der Regel
mehrere alternative Handlungen ausfiihrbar
sind. Da aus Rechenzeit- und Kapazitits-
griinden nicht der gesamte Suchbaum unter-
sucht werden kann, war ein neuer Zugang zu
finden, der eine Suche iiber den fiir das sen-
somotorische System relevanten Aktionshy-
pothesen realisiert.

2 Modellarchitektur

Zur Antizipation und Bewertung sensomo-
torischer Aktionskonsequenzen nutzen wir
eine sequentielle Verschaltung von meh-
reren sogenannten Sequentiellen Sensomo-
torischen Hypothesenpridiktoren (SSMHP)
(Abb. 1). Jedes dieser Module kann dabei
die sensorischen Konsequenzen genau einer
hypothetischen Aktion schitzen und bewer-
ten.

simulation time elapsed

Abbildung 1: Verschaltung von 3 SSMHPs
zur internen Sitmulation von Handlungsse-
quenzen der Linge 3. Das erste Modul ar-
beitet auf dem realen sensorischen Input,
das nachgeschaltete Modul operiert auf des-
sen hypothetischer Folgesituation usw. Wei-
terfilhrende Betrachtungen werden in [6, 7]
vorgestellt.
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Abbildung 2: Aufbau eines SSMHPs. Fine

Beschreibung wird im Text gegeben.

2.1 Sequentieller Sensomotori-
scher Hypothesenpriadiktor

Das Modul SSMHP integriert verschiedene
Submodule, welche ausgehend von einer sen-
sorischen Situation (real oder hypothetisch)
eine Sequenz von alternativen Aktionsvor-
schligen generieren und deren Bewertun-
gen sowie die sensorischen Folgesituationen
pradizieren (Abb. 2).

Das Modul Action Suggestion liefert eine
topologisch kodierte Menge an alternativen
Handlungsvorschldgen in Form einer Motor-
karte. Durch Modulation dieser Karte kann
eine im vorherigen Simulationszyklus gene-
rierte und am besten bewertete Aktion im
Sinne einer Persistenz und der Aktionsvor-
schlag einer iibergeordneten Verhaltensebe-
ne auf die Aktionsselektion einwirken und
somit die lokale Navigation in ein globales
Navigationskonzept integrieren.

Aus der resultierenden Motorkarte wer-
den im Modul Action Selection, unter Nut-
zung eines neuronalen Feldes [15, 5], se-
quentiell einzelne Aktionsvorschlige in ab-
steigender Reihenfolge bzgl. deren Bewer-
tung extrahiert. Die Optical Flow Predicti-
on schitzt die jeweiligen sensorischen Fol-
gesituationen fiir die selektierten Aktions-
vorschldge und abschlieSend liefert die Hy-
pothesis Fvaluation das zugehdrige Aktions-
bewertungssignal. Somit kénnen sequentiell
je nach verfiigbarer Zeit mehrere alternative
hypothetische Aktionen fiir einen Schritt in
die Zukunft intern simuliert werden.



Die Lernprozesse in den Modulen Action
Suggestion und Optical Flow Prediction sind
vollstindig voneinander entkoppelt. Das be-
deutet, dafl in einem initial untrainierten Sy-
stem beide Lernvorginge parallel ablaufen
kénnen, da einerseits eine schlechte Pridik-
tion keinen Einflul auf das Abbilden von
Aktionsbewertungen hat und andererseits
eine ungenaue Aktionsbewertung das Ler-
nen der Folgezustandsabbildung nicht be-
eintrichtigt.

2.2 Sensorischer Eingaberaum

Ein zentraler Anspruch dieses Beitrages ist
der Einsatz des antizipierenden Navigati-
onssystems in einer Real-World—Umgebung
unter Nutzung visueller Informationen. Es
ist deshalb eine Sensorik erforderlich, welche
eine fiir das mobile System relevante Situa-
tionsbeschreibung erméglicht und moglichst
robust gegeniiber Stérungen ist. Wir nutzen
deshalb den optischen Flufi, welcher durch
ein Korrelationsverfahren [14] aus einer mo-
nokularen Bildfolge geschitzt wird.

Da zur Navigation ausschliellich Informa-
tionen {iber die Objektanordnung der Um-
gebung relevant sind, eliminieren wir die Ei-
genbewegungseinfliisse aus dem geschitzten

optischen Fluff (Abb. 3).
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Abbildung 3: Darstellung einer Sequenz von
realen Kamerabildern (oben) und den dar-
in wdhrend einer Geradeausfahrt geschdtz-
ten optischen Fluffeldern (unten).
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2.3 Aktionsbewertung

Das Modul Action Suggestion liefert, aus-
gehend von der vorliegenden sensomotori-
schen Situation, eine Menge von bewerte-

ten Aktionsvorschligen, die in einer zwei-
dimensionalen Motorkarte (Lenkwinkel und
Geschwindigkeit) topologisch kodiert sind
(Abb. 4). Diese Motorkarten gestatten ei-
nerseits die Bewertung kontinuierlicher Ak-
tionen und haben andererseits den Vorteil,
dafl mehrere Aktionen unabhingig vonein-
ander reprisentiert werden kénnen. Das ist
eine wesentliche Voraussetzung fiir eine in-
terne Simulation, bei der auch alternative
Aktionen beriicksichtigt werden sollen.

Die neuronale Architektur zum Erlernen
der Aktionsbewertungen besteht aus einem
Neural-Gas-Clusterer [11], welcher auf der
sensorischen Situation operiert, und einer
nachgeschalteten zweidimensionalen Ausga-
bekarte, welche mit der Clusterschicht voll-
verschaltet ist und durch normierte Super-
position die Motorkarte generiert.

Abbildung 4: Typische, im realen Fxpe-
rimentalfeld gewonnene optischen Flufbil-
der (oben) mit zugehirigen erlernten Akti-
onsbewertungskarten (unten). Die Bewer-
tung einer Aktion (z-Achse) in einer Situa-
tion hdngt von deren Geschwindigkeit (y-
Achse) und deren Lenkwinkel (x-Achse) ab
und reprédsentiert ihren Wert (action value)
beziiglich der zu realisierenden Hindernis-
vermeidung. Hohe Werte entsprechen ho-
hen Bewertungen und umgekehrt. Im linken
Bildbereich des ersten Flufbildes verursacht
ein Hindernis im linken Bereich entspre-
chend grofle Verschiebungsvektoren. Das
Modul Action Suggestion hat gelernt, daf$ in
dieser Situation Linkswendungen zu Kolli-
sionen fiihren kénnen (erkennbar am Tal in
der Bewertungskarte unten links).

Das darin reprisentierte Bewertungssig-



nal ergibt sich aus dem skalaren Bewer-
tungssignal r aus der Umwelt bei realer
Ausfithrung der jeweiligen Aktion AMM
(immediate reinforcement). Fiihrte eine Ak-
tion zu einer Kollision, so wird ein reward
von r = (.0 geliefert, ansonsten betrigt das
reward r = 1.0. Wihrend des Lernens wer-
den nur die Motorkarten wMM der Cluster-
neuronen ¢ adaptiert, welche an der Gene-
rierung des zugrundeliegenden Aktionsvor-
schlages beteiligt waren, indem die normier-
te Wichtung der Superposition y/* genutzt
wird. Die Adaptionsvorschrift entspricht ei-
ner modifizierten Delta—Lernregel, wie sie
bei schwachen Reinforcementverfahren an-
gewendet wird (Gl. 1).

AwMM - —

s

MM

r

(= wl™)(1)

s

n-ylta

Die normierte Superpositionswichtung yZ»IP
garantiert situationsspezifisches, und der
Faktor aM realisiert aktionsspezifisches
Lernen. Die Action Suggestion erlernt so-
mit, in welchen Situationen welche Aktio-
nen zu Kollisionen fiihren, indem es diesen
gefahrlichen Aktionen kleine Bewertungen

zuweist (Abb. 4).

2.4 Aktionsauswahl

In der Motorkarte sind die Bewertungen al-
ler moglichen Aktionen enthalten. Um im
Sinne des antizipativen Wahrnehmungskon-
zeptes auch alternative Aktionen untersu-
chen zu konnen, ist es erforderlich, sequenti-
ell mehrere Aktionen aus dieser Motorkarte
zu selektieren, wobei mit der am besten be-
werteten Aktion begonnen werden soll.

Die in [15, 5] beschriebene neuronale Feld-
dynamik selektiert sequentiell einzelne Ak-
tionen aus dem Bewertungsgebirge, begin-
nend mit der am besten bewerteten. Auf
diese Weise werden zuerst die erfolgver-
sprechendsten Aktionen untersucht und, je
nach verfiigbarer Simulationszeit, im wei-
teren Verlauf auch weniger gut bewertete,

beriicksichtigt (Abb. 5).

Abbildung 5:  Beispiel der erweiterten
Amari—-Dynamik. Ausgehend von der sta-
bilen Fingabe (1, v.l.n.r.) werden zeitlich
nacheinander die Ausgaben (2) bis (4) ge-
neriert. Diese bleiben jeweils eine bestimmte
Zeit aktiv und zerfallen anschlieffend wieder.
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Abbildung 6: Neuronale Architektur des
SMixture of Experts“—Ansatzes mit Percep-
trons und Gating—Netzwerk.

2.5 Pradiktion sensorischer Kon-
sequenzen

Die selektierte Aktion wird mit dem aktuel-
len FluBbild im Modul Optical Flow Predic-
tion verkniipft, um die daraus resultieren-
de sensorische Folgesituation zu schitzen.
Die Performanz dieser Priadiktion ist von
entscheidender Bedeutung fiir die Leistungs-
fahigkeit des Gesamtsystems, so daf dieses
Modul bisher in zwei verschiedenen Archi-
tekturen realisiert wurde, welche im folgen-
den vergleichend untersucht werden sollen.

Modifizierter ,Mixture of Ex-
perts“—Ansatz mit Perceptrons: Da
der Folgeflul primdr vom aktuellen Flufifeld
abhingt und je nach ausgefithrter Aktion
verschoben oder skaliert wird, kann eine
einfache aber aktionsspezifische Transfor-
mation das aktuelle auf das zugehorige
folgende FluBibild abbilden.
eine Architektur aus lokalen Experten,
dhnlich dem ,,mixture of experts“—Ansatz

Dazu wird
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Abbildung 7:  Neuronale Architektur des
Ansatzes mit hierarchischem Clusterer.

[9], genutzt. Im Gegensatz zu [9] werden
die Ausgaben der Experten durch eine
Superposition fusioniert, es findet also
keine harte Expertenauswahl statt. Jeder
lokale Experte wird durch ein Perceptron
realisiert, ist auf eine Menge #hnlicher
Aktionen spezialisiert und erlernt die zu-
gehorige Abbildungsfunktion. Das Gating
der Experten wird von einem Selektor—
Netzwerk durchgefiihrt, welches nach dem
Neural-Gas—Ansatz nach [11] arbeitet. Die
Ausgaben der lokalen Experten werden
durch eine vom Selektor—Netzwerk gewich-
tete normierte Superposition in die finale
Prédiktion iiberfiithrt (Abb. 6).

Zum Training der Perceptronwichtungen
WP werden die sensorischen Eindriicke je-
weils vor (x9F) und nach einer real aus-
gefithrten Aktion (x0F ) genutzt (Gl 2).
Die Wichtungsinderung AW?Y wird je nach
Wert des Superpositionsgewichtes y/f und
der aktuellen Lernrate nf gemif der Delta-
lernregel berechnet.

AWE = Pyt (%08, - W x0T
. xOF T (2)

Dieser An-
satz nutzt eine hierarchische Verschaltung
mehrerer, hinsichtlich online-Lernfihigkeit

Hierarchische Clusterer:

spezialisierter Clusterer nach [3].

Auch diese Architektur arbeitet dhnlich
einem ,,mixture of experts® —Ansatz, wobei
hier zur Generierung der eigentlichen Aus-
gabe keine Perceptrons, sondern Zustands-
clusterer mit einer Ausgabeschicht (ZCA)
eingesetzt werden. Diese operieren auf dem
vollen Flufifeld und generieren aktionsspe-
zifisch das entsprechende Folgeflufibild. Das
aktionsspezifische Gating der Experten wird
vom Bewegungsclusterer durch gewichtete
normierte Superposition der Expertenaus-

gaben realisiert (Abb. 7).
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Abbildung 8: Sequenz von realen (oben) und
prddizierten Flufsituationen (unten). In
der ersten Situation ist im zentralen Bildbe-
reich ein Hindernis erkennbar, welches sich
wéhrend der Vorwdrtsbewegung mit leichter
Linksorientierung mehr und mehr in den
rechten Bildbereich verschiebt.

Auch bei diesem Ansatz erfolgt das Trai-
ning anhand des aktuellen und letzten rea-
len Flufifeldes nach realer Ausfiithrung ei-
ner Aktion. Ist der Priadiktionsfehler gréfer
als eine definierte Schwelle, so werden ent-
weder neue Clusterzentren eingefiigt (incre-
menteller Charakter) oder bereits vorhande-
ne Clusterzentren umfunktioniert (lifelong-
Lernen). Letzteres wird derart realisiert,
dal an solchen Positionen im Merkmals-
raum mit relativ geringem Pridiktionsfeh-
ler Clusterneuronen entfernt werden, um
sie an der Position der noch unzureichen-
den Vorhersage einzufiigen. Auf diese Wei-
se wird versucht, mit limitierten Ressourcen
die bestmogliche Pradiktion zu realisieren.

Ergebnisse: In Abb. 8 ist eine Beispiel-
sequenz von realen und pridizierten Folge-
flufibildern, welche im verwendeten Khepe-
raszenario erlernt wurden, dargestellt.



2.6 Hypothesenbewertung

Die Bewertung von Aktionshypothesen Hy-
pothesis Fvaluation basiert auf der Motor-
karte der Action Suggestion und liefert eine
skalare Bewertung fiir die jeweils selektierte
hypothetische Aktion. Dazu wird die mittle-
re Bewertung in der zugrundeliegenden Mo-
torkarte an der Position des selektierten Ak-
tionsblobs bestimmt.

2.7 Verkettung von SSMHP’s

Die  Verkopplung  mehrerer  SSMHPs
(Abb. 1) gestattet nun die interne Simula-
tion von mehreren sequentiell ausgefiihrten
Aktionen, so daBl ein entsprechend vor-
ausschauendes Verhalten realisiert werden
kann. Weiterfithrende Betrachtungen dazu
werden in [6, 7] vorgestellt.

3 Ergebnisse

In Abbildung 9 ist ein zeitlicher Ausschnitt
aus einem intern simulierten Suchbaum fiir
eine reale sensorische Situation dargestellt.
Der Roboter befand sich hierbei in einer Si-
tuation vor einem frontalen Hindernis, so
dafl er noch kollisionsfrei eine Geradeaus-
fahrt durchfiihren kénnte. Diese Gerade-
ausfahrt erfordert allerdings im n#chsten
Schritt drastische Motorkommandos, um ei-
ne Kollision zu vermeiden. Eine Alternati-
ve stellt ein frithzeitiges Ausweichman6ver
dar, weil auf diese Weise einerseits keine
extremen und energiezehrenden Motorkom-
mandos bendtigt werden und andererseits
ein groflerer Sicherheitsabstand zum Hinder-
nis gewahrt und somit die Kollisionswahr-
scheinlichkeit verringert wird.

Obiges Beispiel zeigt die vorausschauen-
de Arbeitsweise des antizipierenden Naviga-
tionsansatzes. Ein antizipierendes System
bewertet kurzfristige hohe Bewertungen im
Gegensatz zum rein reaktiven Ansatz nicht
iiber, sondern bezieht Bewertungen eines

grofleren Zeithorizontes in seine Aktionsaus-
wahl ein. Auf diese Weise wird das Hinder-
nis schon frither wahrgenommen, als bei-
spielsweise bei einem reaktiven Navigations-

ansatz (Abb. 10).

Abbildung  10: Ver-
gleich des reaktiven (ge-
punktete Linie) mit dem
antizipierenden Ansatz
(durchgezogene Linie).

antizipativ antizipativ
E/. = = . S "

reaktiv

Abbildung 11: Vergleich der Fahrirajek-
torien des KHEPERA in realen Umgebun-
gen verschiedener Komplezitit (zeilenwei-
se von oben nach unten wachsend) mit
verschiedenen Navigationsansdtzen.
wurden das antizipative Gesamtsystem mit
hierarchischem Clusterer (links) oder dem
SMiztures—of-Frperts“~Ansatz (mitte) als
Pradiktor, bzw.
(rechts) unter Nutzung identischer Action
Suggestion—Module eingesetzt. Kollisionen
sind durch rot gefiillte Kreise gekennzeich-
net.

Dazu

ein rein reaktiver Ansatz

In Abbildung 11 werden Fahrtrajektori-
en des KHEPERA in verschieden Umgebun-
gen vorgestellt, die durch drei unterschied-
liche Navigationssysteme erzeugt wurden.
Auf Verhaltensebene sind kaum Unterschie-
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Abbildung 9: Ausschnitt aus einem simulierten Suchbaum mit sensorischen Situationen
OF, Aktionsvorschligen AS und ausgewdhlten Aktionen A. Die zuerst untersuchte Akti-
onsequenz (obere Zeile) schligt die noch mégliche Geradeausfahrt vor, um danach durch
extreme Lenkmandver dem Hindernis auszuweichen. Die dritte Zeile zeigt eine Aktions-
sequenz, die von einer Linksbewegung schon im Initialzustand ausgeht, deshalb keine ex-
tremen Ausweichmandver bendtigt und héher bewertet wird.

de zwischen den zwei vorgestellten Pradikti-
onsansitzen erkennbar, beide erlauben eine
vorausschauende Hindernisvermeidung.

Es ist jedoch klar erkennbar, daff der re-
aktive Ansatz (jeweils rechts) deutlich mehr
Kollisionen verursacht, da ausschliefilich die
Bewertung der nichsten Aktion beriicksich-
tigt wird. So wird erst ein Ausweichmand&ver
eingeleitet, wenn eine Kollision unmittel-
bar bevorsteht. Fiir reale mobile Syste-
me existiert dann aber aufgrund physika-
lischer Gegebenheiten (eingeschranktes Ak-
tionsspektrum) oftmals keine Aktionsfolge,
die eine Kollision sicher vermeidet. Der in
diesem Beitrag vorgestellte antizipative Na-
vigationsansatz, welcher durch Vorhersage
und Bewertung sensorischer Konsequenzen
von hypothetisch ausgefiithrten Aktionen ei-
ne vorausschauende Verhaltensweise selbst-
organisierend entwickelt, kann in solchen Si-
tuationen deutlich sicherer agieren.

4 Ausblick

Verhalten realisie-
ren neben dem vorgestellten antizipierenden
Ansatz auch starke Reinforcementverfah-

Ein vorausschauendes

Abbildung 12: In der Situation (links)
im Labyrinth wurde die Differenz zwischen
Prddiktion und realem Folgeflufifeld (mit-
te) ermittelt. Die Region grofler Pradikti-
onsfehler korrespondiert mit dem dynami-
schen Objekt im Bild, welches somit detek-
tiert werden kann (rechts).

ren, wie beispielsweise das Q-Learning [20]
oder TD-(A)-Verfahren [1]. Deshalb sollen
in weiteren Untersuchungen systematische
Vergleiche mit diesen Ansétzen hinsichtlich
der online-Lernfihigkeit, Plastizitdt, Stabi-
litdt usw. durchgefiihrt werden.

Ein weiterer interessanter Aspekt ist die
Nutzung der Pridiktionsfehler zur Detek-
tion dynamischer Hindernisse, weil die-
se durch ihre Figenbewegung keinen all-
gemeingiiltigen und vom System erlernba-
ren sensomotorischen Zusammenhang dar-

stellen (Abb. 12).

In nachfolgenden Untersuchungen soll die



Eignung weiterer inkrementeller lifelong—
lernfihiger Netzwerke zur FluBpridiktion
und Aktionsbewertung untersucht werden.
Es ist dazu vorgesehen, ein am Fachge-
biet entwickeltes lebenslanges inkrementel-
les Lernverfahren (LLGNG) [8] auf seine
Eignung zu untersuchen.
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