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Kapitel 1
Einleitung

Deep Learning dominiert aktuell nahezu alle Bereiche des maschinellen Lernens. Deep-
Learning-basierte Klassifikatoren iibertreffen dabei teilweise menschliche Leistungen
und erzielen Fortschritte, die lange noch nicht zu erwarten waren. Die erfolgreiche
Anwendung setzt jedoch die Verfiigbarkeit von umfangreichen und korrekt gelabelten
Datensétzen voraus. Je umfassender und aussagekraftiger die prasentierten Beispiele
sind, desto hoher ist in vielen Féllen die letztliche Generalisierungsfahigkeit der trai-
nierten Klassifikatoren. Grofe Datenbestinde bilden somit einen wichtigen Grundstein

fiir den Erfolg von Deep Learning in unterschiedlichsten Anwendungsbereichen.

Gleichermafsen bedeutet dies aber auch, dass die Anwendung von Deep Learning in
abweichenden Einsatzfeldern nur eingeschriankt mdoglich ist. Oft existieren zwar grofse
Datenbesténde, jedoch ist nur ein Bruchteil dieser Daten mit Labelinformationen ver-
sehen und somit fiir das Training eines Klassifikators geeignet. Diese Tatsache ist hohen
Labelkosten geschuldet. Die Erhebung der Labelinformationen ist oft sehr zeitaufwen-
dig und kann zum Teil nur von menschlichen Operatoren durchgefiihrt werden. Fiir
den Lernprozess bedeutet dies, dass die verfiigbaren gelabelten Daten meist nicht alle
Facetten der zugrunde liegenden Problemstellung reprasentieren. Bei der Anwendung
auf unbekannte Daten kann dies vermehrt zu Fehlklassifikationen fiihren. Um diesem
Problem begegnen zu kénnen, miissen inkrementelle Lernverfahren in Betracht gezogen
werden. Im Anschluss an eine initiale Lernphase mit den verfiigharen gelabelten Da-

ten, soll der Klassifikator dabei schrittweise verbessert werden. Hierzu soll das System
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moglichst selbststédndig entscheiden, welche der unbekannten Datenpunkte informativ
sind. Anschliefsend werden die Labelinformationen fiir die ausgewéahlten Beispiele be-
stimmt, der Trainingsdatensatz erweitert und der Klassifikator erneut trainiert. Durch
diese iterative Vorgehensweise soll eine stetige Verbesserung erzielt werden.

Am Fachgebiet Neuroinformatik und Kognitive Robotik wird aktuell ein solcher An-
wendungsfall von Deep Learning betrachtet. Im Rahmen des ASINVOS-Projektes!
wird unter anderem an der visuellen Erkennung und Lokalisierung von Schadstellen auf
Fernstrafsen geforscht. Ziel ist es, das bereits seit vielen Jahren in Deutschland einge-
setzte Verfahren zur Zustandserfassung und -bewertung (ZEB) von Fernstrafen durch
den Einsatz von maschinellem Lernen zu verbessern. Der Zustand der Fahrbahnoberflé-
che wird dabei in regelméfigen Abstéanden mit einem speziell ausgestatteten Fahrzeug
aufgenommen. Zwei hochauflésende Kameras fertigen fortlaufend Einzelbilder an, wel-
che anschlieffend zu kompletten Fahrbahnbildern zusammengesetzt werden. Jedes Bild
repréasentiert hierbei einen zehn Meter langen Fahrbahnabschnitt. Abbildung [I.1] zeigt

das verwendete Fahrzeug und ein Beispiel fiir ein aufgenommenes Fahrbahnbild.

=

(a) Aufnahmefahrzeug (b) Zusammengesetztes Bild der Fahrbahn

Abbildung 1.1: Datenaufnahme im ASINVOS-Projekt
Dargestellt ist das Fahrzeug zur visuellen Aufnahme der Fahrbahnoberfliche und ein

aus den Finzelaufnahmen zusammengesetztes Fahrbahnbild.

Wihrend die Fahrbahn auf diese Weise verhéltnisméfig schnell erfasst werden kann,
ist die Beurteilung der Beschaffenheit sehr viel zeitintensiver und kann bisher nur von

menschlichen Operatoren durchgefiihrt werden. Da eine pixelgenaue Begutachtung eine

L ASINVOS - Assistierendes und interaktiv lernfahiges Videoinspektionssystem fiir Oberflichenstruk-
turen am Beispiel von Strafenbeldgen und Rohrleitungen




regelméfige Zustandserfassung unmoglich machen wiirde, wird die Fahrbahn in jedem
Bild in ein Raster, bestehend aus drei Zeilen und zehn Spalten, untergliedert. Jedes
Rasterelement beschreibt folglich einen circa einen Meter langen Fahrbahnausschnitt,
fiir welchen letztlich ein oder mehrere Label zur Bewertung des Zustandes vergeben
werden. Abbildung verdeutlicht die beschriebenen Labelinformationen fiir das
zuvor in Abbildung gezeigte Fahrbahnbild.

(a) Fahrbahn mit iiberlagerten Labelinformationen (b) GAPs-Datensatz

Abbildung 1.2: Datengrundlage im ASINVOS-Projekt

Dargestellt sind die Labelinformationen fir den bereits in Abbildung gezeig-
ten Fahrbahnabschnitt. Das beschriebene Raster ist hierbei rot hervorgehoben. Der
Fahrbahnabschnitt zeigt in allen drei Elementen der fiinften Spalte einen sichtba-
ren Riss. Zusdtzlich befinden sich im linken Teil der ersten Zeile weitere kleinere,
kaum erkennbare Risse im Strafienbelag. Fir den gesamten Fahrbahnbereich dieser
Rasterelemente wird daher das Label fiir einen Schaden vergeben (grin hervorgeho-

ben). Weiterhin ist ein Beispielbild aus dem GAPs-Datensatz zur Veranschaulichung

der in ,{EISENBACH et al., 201’7]/ angewendeten Labelvergabe dargestellt.

Wahrend der Zustand ganzer Strafenabschnitte auf diese Weise gut abgeschétzt wer-
den kann, wird die Realisierung eines Klassifikators deutlich erschwert. Fiir das Trai-
ning eines Neuronalen Netzes zur Erkennung und Lokalisierung von Schadstellen sind

die verfiigbaren Labelinformationen zu grob. Am Fachgebiet wurde daher zunéchst ein

neuer Datensatz erstellt. Der in [EISENBACH et al., 2017] publizierte GAPs-Datensatz?
enthélt, wie in Abbildung [1.2b] veranschaulicht, exaktere Markierungen der Schadstel-

len und ermoglicht somit das Training eines bildausschnittbasierten Klassifikators.

2 German Asphalt Pavement Distress (GAPs) Datensatz
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Eine in |[EISENBACH et al., 2017]* durchgefiihrte systematische Evaluation verschiede-
ner Netzwerkstrukturen hat jedoch gezeigt, dass bei der Anwendung auf unbekannte
Daten deutliche Defizite bestehen. Dies ist vor allem der Tatsache geschuldet, dass
die genau gelabelten Daten lediglich einen Bruchteil der verfiigharen Fahrbahnbilder
umfassen. Somit besteht die Gefahr, dass die verwendeten Daten nicht alle Facetten
der zugrunde liegenden Problemstellung reprasentieren.

In dieser Masterarbeit soll daher untersucht werden, ob die verfiigharen grofsflichig ge-
labelten Fahrbahnbilder fiir einen anschliefsenden inkrementellen Lernprozess genutzt
werden konnen. Hierzu soll zundchst nach geeigneten Methoden zur Erkennung von
Unsicherheit in den Entscheidungen des Klassifikators recherchiert werden. Aufbauend
auf einem Modell fiir die Unsicherheit soll der Trainingsdatensatz anschlieffend syste-
matisch erweitert werden. Neue Beispiele sollen dabei moglichst automatisiert ausge-
wahlt werden. Ein Operator soll nur dann eingebunden werden, wenn die schadhaften
Stellen durch den Klassifikator nicht lokalisiert werden konnen.

Im nachfolgenden Kapitel werden zunédchst wichtige theoretische Grundlagen erléu-
tert. Anschlieflend werden in Kapitel [3| bestehende Ansétze zur Extraktion von Un-
sicherheitsinformationen und zur Realisierung von inkrementellen Lernprozessen ana-
lysiert. In Kapitel [ erfolgt die Betrachtung der in dieser Masterarbeit verwendeten
Daten. Der Fokus liegt dabei auf dem Erstellungs- und Labelprozess der Fahrbahn-
bilder und daraus resultierenden notwendigen Vorverarbeitungsschritten. Aufbauend
auf den Erkenntnissen der State-of-the-Art-Betrachtungen und den vorverarbeiteten
Fahrbahnbildern wird in Kapitel 5| ein Gesamtsystem zur Realisierung des angestreb-
ten intelligenten inkrementellen Lernprozesses konstruiert. Kapitel [6] umfasst die in
dieser Masterarbeit durchgefiihrten Experimente. Neben Untersuchungen zu wichti-
gen Teilkomponenten des konstruierten Systems wird hierbei ebenfalls die Anwendung
auf die verfiigbaren Fahrbahnbilder betrachtet. Abschliefend werden in Kapitel [7] die
gewonnenen Erkenntnisse zusammengefasst und ein Ausblick auf zukiinftige Arbeiten

gegeben.

3 Die Publikation enthiilt eigene Beitriige zur Bestimmung der verwendeten Netzwerktopologien und

zur Festlegung der genutzten Lernparameter.




Kapitel 2

Theoretische Grundlagen

In diesem Kapitel erfolgt die Erlauterung von wichtigen theoretischen Grundlagen.
Zunéchst werden wesentliche Begrifflichkeiten fiir Lernparadigmen aus dem Bereich
des maschinellen Lernens abgegrenzt und deren Kernaspekte zusammengefasst. An-
schliefend werden die fiir diese Masterarbeit relevanten Deep-Learning-Techniken vor-
gestellt. Das Kapitel schliefst mit grundlegenden Betrachtungen zu Bayes’schen Neu-
ronalen Netzen. Hierbei werden wichtige Unterschiede zu herkémmlichen Neuronalen
Netzen herausgearbeitet und Verfahrensklassen zur Realisierung erlédutert. Die Aus-
fithrungen in diesem Kapitel dienen dem Verstédndnis der anschlieffenden Abschnitte

und konnen als eine Art Nachschlagewerk angesehen werden.

2.1 Lernparadigmen

Im Bereich des maschinellen Lernens werden viele unterschiedliche Bezeichnungen fiir
die realisierten Lernprozesse unterschieden. Im Folgenden werden die fiir diese Master-
arbeit relevanten Begrifflichkeiten eingeordnet und kurz zusammengefasst. Die Erlédu-
terungen erfolgen hierbei ausschlieflich im Hinblick auf Klassifikationsaufgaben und

mit Bezug zu Deep-Learning-relevanter Literatur.
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2.1.1 Supervised / Semi-Supervised / Unsupervised Learning

Die Verfahren des maschinellen Lernens konnen anhand der vorliegenden Daten in drei
Hauptparadigmen untergliedert werden. Abbildung stellt die Unterschiede dieser

drei Paradigmen durch einfache Beispiele grafisch dar.
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Abbildung 2.1: Grafische Darstellung der drei Hauptlernparadigmen

Dargestellt sind graphische Veranschaulichungen fir die drei Hauptlernparadigmen:
(a) Supervised Learning, (b) Semi-Supervised Learning und (c¢) Unsupervised Lear-
ning anhand eines Klassifikationsproblems mit den drei Klassen: griines Rechteck,
blaver Diamant und rotes Dreieck. Gelb hervorgehobene Punkte besitzen keine Klas-
senzugehdrigkeit. Wihrend Supervised Learning dem Lernen von korrekten Klassen-
zugehorigkeiten dient, soll bei Unsupervised Learning lediglich die den Daten zugrun-
deliegende Verteilung gelernt werden. Im Fall von Semi-Supervised Learning konnen
zusdtzliche ungelabelte Datenpunkte dazu beitragen, dass feinere Klassengrenzen ge-

lernt werden und somit die Klassifikationsergebnisse verbessert werden kénnen.

Existieren zu den Eingabedaten zusétzlich Zielinformationen, beispielsweise in Form
von Labeln, und werden diese fiir das Training des Klassifikators genutzt, wird der
Lernprozess als iiberwachtes Lernen (engl. Supervised Learning) bezeichnet. Liegen
hingegen nur die Eingabedaten vor, wird von uniiberwachtem Lernen (engl. Unsu-
pervised Learning) gesprochen. In diesem Fall reduziert sich das betrachtete Problem
oft auf das Einteilen der Eingabedaten in verschiedene Kategorien (engl. Clustering)
|GROsS, 2016|. In Deep-Learning-basierten Ansétzen werden beide Techniken jedoch

oft auch kombiniert [SEICHTER, 2015b]. So erfolgt hiufig zunéchst ein uniiberwachtes




2.1 LERNPARADIGMEN 7

Vortrainieren (engl. Pretraining) der Netzwerke mit Hilfe einer Vielzahl von ungela-
belten Eingabedaten. Anschliefend wird das Netzwerk in einem zweiten Schritt durch
einen iiberwachten Lernprozess mit gelabelten Beispielen in einem Klassifikator tiber-
fiihrt (engl. Fine-Tuning) [BENGIO et al., 2007]. Auf diese Weise konnen die oft in
geringer Anzahl vorliegenden Eingabedaten mit Labeln effektiver genutzt werden.

Neben diesen beiden typischen Lernparadigmen existiert zuséatzlich eine Mischform,
sogenanntes teil-liberwachtes Lernen (engl. Semi-Supervised Learning). In diesem Fall
kénnen beide Arten von Eingabedaten gleichzeitig fiir das Training eines Klassifika-
tors genutzt werden. Ahnlich zu der zuvor beschriebenen schrittweisen Kombination
von Unsupervised und Supervised Learning setzt diese Art des Lernens voraus, dass
Wissen iiber die zugrundeliegende Verteilung der Eingabedaten die Klassifikations-
leistung verbessern kann. Ist dies nicht der Fall, fiihrt Semi-Supervised Learning zu

vergleichbaren Ergebnissen wie Supervised Learning [CHAPELLE et al., 2006].

2.1.2 Incremental Learning

Herkommliche Lernverfahren gehen meist davon aus, dass der zum Trainingszeitpunkt
vorliegende Datensatz abgeschlossen und aussagekraftig ist. Es wird angenommen, dass
die enthaltenen Beispiele simtliches Wissen umfassen, welches notig ist, um einen Klas-
sifikator im Rahmen eines einzigen Lernprozesses zu trainieren. Da dies oft nicht der
Fall ist, bricht inkrementelles Lernen (engl. Incremental Learning) bewusst mit die-
ser Annahme. So liegt zum Trainingszeitpunkt oft nur ein Teil der bendtigten Daten
vor oder das verwendete Lernverfahren erlaubt nur dann ein zuverlassiges Training,
wenn nicht alle Daten verwendet werden. Um dennoch zuverlassige Klassifikationen zu
ermoglichen, soll der initial trainierte Klassifikator durch nachfolgende Lernprozesse
inkrementell verbessert werden. Sobald neue Eingabedaten verfiigbar sind, wird ein
weiterer Trainingsprozess zur Optimierung des Klassifikators (Fine-Tuning) gestartet
|GENG und SMITH-MILES, 2009]. Incremental Learning kann daher als eine Form des
on-line Lernens (engl. on-line Learning) bezeichnet werden. Wahrend beim klassischen
on-line Lernen jedoch davon ausgegangen wird, dass neue Eingabedaten nur fiir eine

begrenzte Zeit verfiigbar sind und das Training somit sofort erfolgen muss, arbeiten
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viele Deep-Learning-Ansétze mit Puffern von begrenzter oder unbegrenzter Grofe.
Neue Daten werden darin zunéachst zwischengespeichert. Erst, wenn eine bestimmte
Anzahl an Beispielen erreicht ist, wird ein neuer Trainingsprozess initiiert [HASAN
und ROY-CHOWDHURY, 2014|. In der Regel werden die neuen Beispiele zudem mit
vorherigen Daten kombiniert und beide Teile gemeinsam fiir das Training genutzt.
Weiterhin werden die neuen Daten nach Abschluss des Lernprozesses meist nicht ver-
worfen. Durch diese beiden Mafnahmen soll katastrophales Vergessen [GOODFELLOW
et al., 2013 KIRKPATRICK et al., 2016 verhindert werden. Im Kontext von Neuronalen
Netzen bezeichnet katastrophales Vergessen das Verdrangen von bisher aufgebautem
problemspezifischen Wissen, sobald neue Trainingsbeispiele prasentiert werden. In der
Folge ist das Neuronale Netz nicht mehr in der Lage, lange nicht gezeigte Beispiele
korrekt zu klassifizieren. Wird der beschriebene inkrementelle Lernprozess kontinuier-
lich iiber einen langeren Zeitraum fortgefiihrt, kann er auch als kontinuierliches Lernen

(engl. Continues Learning) bezeichnet werden.

2.1.3 Active Learning

Aktives Lernen (engl. Active Learning) kann als eine spezielle Realisierung von inkre-
mentellem Lernen angesehen werden und basiert auf der Annahme, dass ein System
bessere Klassifikationsergebnisse mit weniger Daten erzielen kann, wenn es selbst ent-
scheiden kann, welche Daten als néchstes in den Trainingsdatensatz aufgenommen
werden [SETTLES, 2010|. Active Learning geht daher meist von einem sehr kleinen
initialen Trainingsdatensatz aus und verwendet anschlieffend ein interaktives inkre-
mentelles Lernen um die Klassifikationsleistung schrittweise zu verbessern. Der bis-
herige Klassifikator wird dabei zunéchst auf unbekannte Daten angewendet. Im An-
schluss entscheidet das System auf Basis einer Akquirierungsfunktion, welche Daten
moglichst informativ sind und in den Datensatz aufgenommen werden sollen. Die aus-
gewahlten Beispiele werden im letzten Schritt einem sogenannten Orakel prasentiert.
In der Regel ist dies ein Mensch, welcher mit hoher Sicherheit die korrekten Label fiir

die unbekannten Daten zuordnen kann.
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Viele der beschriebenen Kernaspekte von Active Learning verstofien gegen wichtige
Voraussetzungen fiir die Anwendung von Deep-Learning-Techniken. So besitzen
Deep-Learning-basierte Klassifikatoren meist eine Vielzahl an zu lernenden Gewichten
und bendétigen daher fiir die korrekte Bestimmung enorm grofse Datenmengen. Ein
sehr kleiner initialer Datensatz und die manuelle Bestimmung von Labeln fiir neue
Daten sind daher undenkbar. Dennoch kann die iterative Vorgehensweise auf diese
Ansétze iibertragen werden. Im Rahmen der State-of-the-Art-Analyse in Kapitel

wird Active Learning daher erneut aufgegriffen.

Die in dieser Arbeit betrachteten Lernprozesse basieren hauptsichlich auf Supervised
Learning. Optional soll ein vielversprechendes Verfahren auf Basis von Semi-Supervised
Learning untersucht werden. Beide Ansétze nutzen Techniken aus dem Bereich Active

Learning, um ein intelligentes inkrementelles Lernen zu realisieren.

2.2 Deep-Learning-Techniken

Aktuell dominieren Deep-Learning-basierte Ansétze nahezu alle Bereiche des maschi-
nellen Lernens. Klassifikatoren auf Basis von Convolutional Neural Networks (CNN,
dt. faltende” Neuronale Netze) [FUKUSHIMA, 1980, LECUN et al., 1989| bilden den ak-
tuellen State of the Art in vielen Bereichen der Bildverarbeitung. Die in dieser Arbeit
verwendeten Klassifikatoren basieren aus diesem Grund ebenfalls auf Convolutional
Neural Networks. Fiir ausfiihrliche deutschsprachige Erlauterungen zur Funktionsweise
von Convolutional Neural Network sei an dieser Stelle auf [SEICHTER, 2015a,|SEICH-
TER, 2016] verwiesen. In diesem Abschnitt wird ausschlieflich auf ausgewéhlte Tech-

niken eingegangen, die fiir diese Masterarbeit von besonderer Relevanz sind.

2.2.1 Dropout

Dropout [HINTON et al., 2012, |[SRIVASTAVA et al., 2014] ist eine einfache, aber sehr
effektive Methode zur Vermeidung von Koadaptionen mehrerer Neuronen in einem

Neuronalen Netz. Infolgedessen kann ,Auswendiglernen (engl. Overfitting) unterbun-
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den und die Generalisierungsfiahigkeit verbessert werden. Beim Einsatz von Drop-
out wird zwischen der Trainings- und der Anwendungsphase unterschieden. Wah-
rend der Trainingsphase werden in jedem Lernschritt einzelne Neuronen entfernt
und das Netzwerk ohne diese trainiert. In der Regel werden fiir jede Gruppe von
Beispielen (engl. Mini-Batches) andere Neuronen entfernt. Abbildung zeigt eine

mogliche Verdanderung der Netzwerkstruktur durch die Anwendung von Dropout.

e
AV
L

(a) Ohne Dropout (b) Mit Dropout

Abbildung 2.2: Verédnderung der Netzwerkstruktur durch Dropout

Die linke Abbildung zeigt ein mormales vollverschaltetes Neuronales Netz mit zwei
Hidden-Schichten. Auf der rechten Seite ist eine mégliche Struktur des gleichen
Netzwerks nach der Anwendung von Dropout dargestellt. Neuronen, welche mit ei-
nem ,X“ gekennzeichnet sind, wurden hierbei aus dem Netzwerk entfernt. [SRIVA-

STAVA et al., 2014/

Mit Hilfe eines Parameters p) € (0,1] kann bestimmt werden, mit welcher Wahr-
scheinlichkeit die Neuronen der /-ten Schicht in der Netzwerkstruktur enthalten sind.
Ist ein Neuron nicht présent, so wird dessen Ausgabe auf Null gesetzt. Dadurch wer-
den ebenfalls alle Verbindungen, die von diesem Neuron ausgehen, eliminiert. Folglich
entspricht diese Vorgehensweise der Multiplikation der Eingaben einer Schicht mit ei-
ner bindren Maske oder dem Nullsetzen einzelner Zeilen in der Gewichtsmatrix einer
Schicht. Durch die Anwendung von Dropout konnen wéhrend der Trainingsphase bis zu
2" verschiedene Subnetzwerke betrachtet und gelernt werden, wobei n die Gesamtan-

zahl der Neuronen im betrachteten Netzwerk ist.
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Fiir die Anwendungsphase schlagen die Autoren in [SRIVASTAVA et al., 2014] das Beibe-
halten aller Neuronen in Kombination mit der Multiplikation der Eingaben der [-ten
Schicht mit dem Faktor p® vor. Laut |[SRIVASTAVA et al., 2014] approximiert dies
den Prozess der Mittelung iiber eine Vielzahl von kleineren Netzwerken in nur einem
Vorwartsprozess. Im Rahmen dieser Masterarbeit wird dieser Ansatz als Standard-
Bernoulli-Dropout bezeichnet.

Neben dieser Form von Dropout kénnen die Eingaben einer Schicht ebenso mit einer
Maske multipliziert werden, deren Elemente aus einer Gaufverteilung gesampelt wer-
den, sogenanntem Gaussian-Dropout [SRIVASTAVA et al., 2014]. In der Literatur gibt
es inzwischen zudem zahlreiche Erweiterungen dieser Idee. In [WAN et al., 2013] wird
gezeigt, dass es ebenfalls moglich ist, anstelle von Neuronen (Spalten der Gewichtsma-
trix) einzelne Gewichte (Elemente der Gewichtsmatrix) zu eliminieren, sogenanntem
DropConnect. Letztlich wird in [MCCLURE und KRIEGESKORTE, 2017| die Kombina-

tion beider Vorgehensweisen in Form von Spike-and-Slab-Sampling vorgestellt.

Die Anwendung von Dropout hat sich auch fiir die Klassifikatoren im Rahmen des
ASINVOS-Projektes bewahrt. Dropout ist daher ein wichtiger Bestandteil der in die-
ser Masterarbeit verwendeten Netzwerke. In Abschnitt (Seite wird Dropout
erneut aufgegriffen und um eine bayes’sche Interpretation ergénzt, welche eine mogli-

che theoretische Begriindung fiir den Erfolg von Dropout bietet.

2.2.2 Softmax-Klassifikation

Die Softmax-Regression’? ist neben der Support-Vector-Maschine (SVM) eine der
am héaufigsten genutzten Strukturen zur Realisierung von Klassifikationen und fester
Bestandteil vieler Deep-Learning-Ansétze. Durch das Verallgemeinern der logistischen
Regression konnen C' € N\{1} verschiedene Klassen unterschieden werden. Zudem
kann die Softmax-Klassifikation direkt als abschliefsende vollverschaltete Schicht in ein

Neuronales Netz integriert werden.

1 (CS231n: http://cs231n.github.io/linear-classify/ (Zuletzt aufgerufen: 19.03.2017)
2 UFLDL: http://deeplearning.stanford.edu/wiki/index.php/Softmax_Regression

(Zuletzt aufgerufen: 19.03.2017)
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Mit Hilfe der Softmax-Funktion kann die Eingabe x auf einen Vektor von Klassenzuge-
horigkeiten y abgebildet werden. Jedes Element y; dieses Vektors symbolisiert hierbei
die Zugehorigkeit zur Klasse ¢ mit ¢ € [0, C' — 1] und lésst sich wie folgt berechnen:

-y el (x.04) 51
Z/z'—P(yi—ZB, )-—W (-)

Hierbei sei f allgemein die Funktion des Neuronalen Netzes mit den Gewichten 6 bis
zur abschlieffenden Softmax-Schicht. Fiir die Klassenzugehorigkeiten y; gelten somit

die folgenden Bedingungen:

€1[0,1] und Zyizl

Aus diesem Grund werden die Ausgaben der Softmax-Schicht oft als Zugehorigkeits-
wahrscheinlichkeiten interpretiert. Es muss jedoch beachtet werden, dass es sich an
dieser Stelle um keine echten Wahrscheinlichkeiten und somit auch nicht um ein Mafs
fiir die Sicherheit der Klassifikation handelt. Im Folgenden wird diese Problematik

naher erlautert.

Wahrend des Lernprozesses wird meist die aus der Informationstheorie bekannte Kreu-
zentropie als Fehlermafs genutzt. Diese Kreuzentropie H(p, ¢) beschreibt die Qualitét
einer geschatzten Verteilung ¢ im Vergleich zu der wirklichen Verteilung p und ist

definiert durch:
=Y pi-loga (2:2)

Ziel ist es, die Kreuzentropie zwischen den Netzwerkausgaben und der bekannten wirk-
lichen Verteilung zu minimieren. Die wahre Verteilung wird hierbei durch einen Vek-
tor t € {0,1}¢ mit l-aus-n-Kodierung (engl. One-Hot) reprisentiert. Gehort ein Bei-
spiel zur Klasse ¢ € [0, C'— 1], so besitzt lediglich das c-te Element dieses Vektors einen
Wert von 1, alle anderen Eintrdge sind 0. Ausgehend von Formel lasst sich der

wahrend des Trainings des Netzwerks zu minimierende Fehler E formulieren als:

E(x,t,0) = Zt log y:(x, 0) (2.3)
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Die Minimierung dieses Zielfunktionals, beispielsweise durch Gradientenabstiegsver-
fahren wie Stochastic Gradient Descent (SGD), filhrt zu Maximum-a-posteriori-
Punktschétzungen fiir die Netzwerkgewichte 6. In der Folge kann keine Aussage zur Si-
cherheit einer Klassifikation getroffen werden. In Abschnitt 2.3 werden daher bayes’sche
Erweiterungen fiir Neuronale Netze betrachtet, welche das Ableiten von Unsicherheits-

informationen ermoglichen.

2.2.3 Adversarial Training

In [SZEGEDY et al., 2014] wird gezeigt, dass sowohl flache als auch tiefe Netzwerkstruk-

turen bereits von leicht verdnderten Eingabedaten getduscht werden konnen, sodass es
zu falschen Klassifikationen kommen kann. Oft geniigt es dabei, die fiir das Training
verwendeten Daten so minimal zu verdndern, dass der Unterschied fiir einen Men-
schen kaum erkennbar ist. Derartige Beispiele werden in der Literatur als Adversarial
Examples (dt. konfliktreiche Beispiele) bezeichnet. Abbildung [2.3| verdeutlicht den Zu-

sammenhang anhand der Anwendung des GoogLeNet [SZEGEDY et al., 2015| auf ein

Beispielbild des ITmageNet-Datensatzes [DENG et al., 2009].

Adversarial
Beispiel Modifikation Example

+0.007 x

Panda: 57.7% Gibbon: 99.3%

Abbildung 2.3: Beispiel fiir ein Adversarial Example

Dargestellt ist die Erzeugung eines Adversarial Examples fiir ein Beispielbild aus dem
ImageNet-Datensatz. Durch eine minimale Verdinderung kommt es bei der Klassifi-
zierung durch das GoogLeNet zu einer Fehlklassifikation mit hoher Softmax-Ausgabe.
,{GOODFELLOW et al., 2015]/
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Ziel von Adversarial Training ist es, das Netzwerk robust gegen diese Art von Beispielen
zu machen und somit die Generalisierungseigenschaften zu verbessern. Adversarial
Training kann daher neben Dropout als eine weitere wichtige Form der Regularisierung

angesehen werden.

In [GOODFELLOW et al., 2015] wird eine einfache, aber sehr effektive Methode zur Ge-
nerierung von Adversarial Examples beschrieben. So kann ein Adversarial Example X
auf Basis eines vorhandenen Beispiels x durch pixelweise Verdnderung in Richtung der

Gradienten Vy E(x,t,6) erzeugt werden (engl. Fast Gradient Sign Method)?:
X =x+esign(Vy E(x,t,0)) (2.4)

Hierbei bezeichnet E(x,t,6) den Fehler, der bei der Verarbeitung der Eingabe x durch
ein Netzwerk mit den Gewichten 6 unter Beriicksichtigung des korrekten Labelvektors t
entsteht. Der Parameter € definiert den Grad der Veréinderung und sollte im Rahmen

von Experimenten bestimmt werden.

Zur anschliefsenden Berticksichtigung wéihrend des Lernprozesses schlagen die Autoren
in |[GOODFELLOW et al., 2015 die folgende Modifikation des Zielfunktionals zu einer

zweigeteilten Kostenfunktion vor:
Eges(x,1,0) = a E(x,8,0) + (1 — a) E(X, t,0) (2.5)

Hierbei beschreibt Eg(-) die zu minimierenden Gesamtkosten. Der Parameter o
ermoglicht die Festlegung einer Gewichtung beider Teilkosten. In |[GOODFELLOW
et al., 2015| wird hierfiir der Wert 0,5 vorgeschlagen.

Im Vorfeld der Masterarbeit hat sich gezeigt, dass durch den Einsatz von Adversa-
rial Training deutlich hohere Klassifikationsraten erzielt werden kénnen. Aus diesem
Grund soll in dieser Arbeit ebenfalls die Eignung fiir ein inkrementelles Lernverfahren

untersucht werden.

3 In einer Implementierung sollte zudem sichergestellt werden, dass X nicht den festgelegten
Eingabewertebereich verldsst. Weiterhin muss der Parameter ¢ unter Berticksichtigung dieses Wer-

tebereiches gewéhlt werden.
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2.3 Bayesian Neural Networks

Bayes’sche Neuronale Netze (engl. Bayesian Neural Networks) erweitern herkémmli-
che Neuronale Netze um wahrscheinlichkeitsorientierte Aspekte |[NEAL, 2012|. Erste
Arbeiten in diesem Bereich gehen bis in die 90er Jahre zuriick [MACKAY, 1992|. Fir
umfassende Betrachtungen zur Geschichte und Entwicklung von Bayesian Neural Net-
works sei auf [GAL, 2016] verwiesen. Die Erlduterungen im Rahmen dieses Abschnitts
beschrénken sich auf die wichtigsten theoretischen Aspekte.

Bayesian Neural Networks zeichnen sich vor allem durch ihre Robustheit gegeniiber
Auswendiglernen (engl. Overfitting) aus und kénnen bereits mit kleinen Datenmengen
zielfiihrend trainiert werden. Durch ihren wahrscheinlichkeitsorientierten Charakter
ermoglichen sie zudem die Angabe von echten Klassifikationsunsicherheiten (im Ver-
gleich zur Interpretation der Softmax-Ausgabe in Abschnitt , Seite . Hierzu
werden die Gewichte 6 eines Netzwerks in Form von Wahrscheinlichkeitsverteilungen
definiert*. Wihrend des Lernprozesses soll, ausgehend von einer A-priori-Verteilung
tiber den Gewichten p(f), auf die A-posteriori-Verteilung p(6|X, T) nach Betrachten
der Eingabedaten X mit den Labeln® T geschlossen werden. Dieser Prozess erfolgt auf
Basis der bayes’schen Formel:

p(T|X, 0) p(0)

p(0|X,T) = P(TIX)

(2.6)

Hierbei ist p(T|X, ) die Wahrscheinlichkeit dafiir, dass die Daten beobachtet werden,
falls 6 die korrekten Gewichte wéren. Ferner beschreibt p(T|X) die Wahrscheinlich-
keit dafiir, dass die Daten durch das aktuelle Model erzeugt wurden. In der Literatur
wird letztere oft als Evidenz (engl. Evidence) bezeichnet. Die anhand von Formel
bestimmte Verteilung iiber den Gewichten ermoglicht die Bestimmung der Klassenzu-

gehorigkeit y fiir ein unbekanntes Beispiel x*:

Py = clx*, X, T) = / ply = clx*,0)p(91X, T) df (2.7)

4 Oft werden nur die Gewichte in den Gewichtsmatrizen auf diese Weise definiert. Bias-Gewichte

werden wegen ihrer geringeren Dimensionalitdt meist weiterhin als Punktschitzungen festgelegt.
° Die Labelangabe erfolgt in 1-aus-n-Kodierung (engl. One-Hot).
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Fiir Klassifikationsaufgaben kann p(y = c|x*,6) hierbei beispielsweise zur Softmax-
Funktion aus Abschnitt (Seite gewdhlt werden. Wahrend Bayesian Neural
Networks einfach zu beschreiben sind, ist die Realisierung mit vielen Herausforderun-

gen verbunden. Das Hauptproblem ist dabei die Bestimmung der Evidenz:

pTIX) = [ p(TIX. 0)p(6) a9 2.8)

Die in Formel dargestellte Berechnungsvorschrift beinhaltet die Integration iiber
alle Unsicherheiten in den Gewichten (Marginalisierung). Wahrend fiir einfache ein-
schichtige Netzwerke eine analytische Losung fiir dieses Integral angegeben werden
kann, ist die Bestimmung fiir komplexere Strukturen nicht moglich. Aus diesem Grund
existieren in der Literatur verschiedene Ansétze zur Losung dieses Problems. Im Fol-

genden werden zwei typische Verfahrensklassen beschrieben.

2.3.1 Markov-Chain-Monte-Carlo-Verfahren

Markov-Ketten-Monte-Carlo-Verfahren (engl. Markov Chain Monte Carlo)|HASTINGS,
1970, |GELFAND und SMITH, 1990] verfolgen das Ziel, die gesuchte A-posteriori-
Verteilung p(#|X,T) mit Hilfe von Stichproben (engl. Samples) zu approximieren.
Hierzu wird zunéchst eine Markov-Kette konstruiert, deren stationdre Verteilung der
zu approximierenden Verteilung entspricht. Anschliefsend kénnen Stichproben gezogen
und anhand dieser die gesuchte A-posteriori-Verteilung bestimmt werden. Aus dieser
Vorgehensweise ergibt sich jedoch auch ein entscheidender Nachteil. So werden bei kom-
plexen Netzwerken oder grofsen Datensétzen zum Teil sehr viele Schritte benétigt, bis
die konstruierte Markov-Kette in ihrer stationdren Verteilung konvergiert. Die genaue
Anzahl der notwendigen Schritte ist dabei stets unbekannt [BLEI et al., 2016|. Aus die-
sem Grund spielen Markov-Ketten-Monte-Carlo-Verfahren fiir Deep-Learning- Ansétze
eher eine untergeordnete Rolle. Fiir weiterfiihrende Literatur zu dieser Verfahrensklas-

se sei auf [GAL, 2016| verwiesen.
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2.3.2 Variational Inference

Variational Inference (dt. Inferenz durch Variation) [JORDAN et al., 1999| bildet eine
Alternative zu Markov-Chain-Monte-Carlo-Verfahren. Ziel von Verfahren dieser Art
ist es, die Berechnung der wahren A-posteriori-Verteilung p(6|X, T) durch eine Uber-
fiihrung in ein Optimierungsproblem zu umgehen. Hierzu wird eine approximierende
Verteilung ¢,(6) mit den Parametern ¢ und einer einfacher zu evaluierenden Struktur
definiert. Im Rahmen der Optimierung wird anschliefend, dhnlich wie bei der Be-
rechnung der Kreuzentropie in herkdmmlichen Neuronalen Netzen® (Abschnitt ,
Seite [11]), die Kullback-Leibler-Divergenz (KL) als Maf fiir Unterschiedlichkeit der

beiden Verteilungen minimiert:

3(0) = arg;ﬂin {K L(gs(0) || (01X, 1))} (2.9)

= argmin { / 4(6) 1og1%d9}

Hierbei ist ¢} (¢) die approximierte A-posteriori-Verteilung. Da die in Formel be-
schriebene Optimierung ebenfalls die Berechnung der Evidenz p(T|X) als Bestandteil
von p(A|X, T) beinhaltet, wird bei der Optimierung auf die dquivalente Maximierung
der sogenannten unteren Grenze der Evidenz (engl. Evidence Lower Bound)” zuriick-

gegriffen:

03(6) = angm { [ 4,(6) 08 (TIX.0) 9~ KL(3s(0) 100) 2.10)

Wahrend die Maximierung des ersten Terms aus Formel dafiir sorgt, dass ¢,(6)
die Daten moglichst gut erklart, dient die Minimierung des zweiten Terms dazu, dass
¢ (0) moglichst ahnlich zur vorher bestimmten A-priori-Verteilung p(#) wird.

Durch die Interpretation als Optimierungsproblem kénnen Bayesian Neural Networks

auch in Verbindung mit grofen Datensétzen, wie sie im Deep-Learning-Bereich iiblich

6 Die Berechnungsvorschrift fiir die Kreuzentropie aus Abschnitt (Seite enthédlt neben der
umgedrehten Kullback-Leibler-Divergenz KL(p(-) || ¢(+)) einen zusétzlichen Summanden fiir die

Entropie von p(+).
7 Anschauliche Erliuterung der Dualitéit: https://hips.seas.harvard.edu/blog/2013/03/22/

variational-inference-part-1/| (Zuletzt aufgerufen: 27.03.2017)
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sind, trainiert werden. Die Bestimmung des ersten Terms in Formel beinhaltet
jedoch in der Regel Berechnungen iiber den kompletten Datensatz oder kann fiir sehr
komplexe Netzwerkstrukturen wiederum nicht analytisch angegeben werden. Im Ge-
gensatz zu Markov-Ketten-Monte-Carlo-Verfahren kann zudem keine exakte Losung
garantiert werden. So ist es moglich, dass die Maximierung in einem lokalen Maximum
endet. Die genannten Griinde fithren dazu, dass Anwendungen in Verbindung mit Deep

Learning bisher eher untypisch und weniger populér sind. |[GAL, 2016,BLEI et al., 2016]

In den anschliefenden State-of-the-Art-Betrachtungen werden sowohl Markov-Chain-
Monte-Carlo-Verfahren als auch Ansétze auf Basis von Variational Inference erneut
aufgegriffen und jeder Verfahrensklasse konkrete Realisierungen zur Extraktion von
Unsicherheitsinformationen zugeordnet. Der Fokus liegt hierbei auf Publikationen aus

dem Deep-Learning-Bereich.
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Kapitel 3

State of the Art

Die Realisierung eines Systems zur Umsetzung von inkrementellem Lernen umfasst
mehrere aufeinanderfolgende Teilschritte. In diesem Kapitel wird der State of the Art
fiir jeden dieser Schritte betrachtet. Hierzu wird zunéchst eine Systematik erarbeitet.

Anschliefsend werden die einzelnen Unterpunkte beschrieben.

3.1 Ubersicht

Der untersuchte State of the Art lésst sich anhand der zu realisierenden Schritte un-
tergliedern. Abbildung zeigt eine Systematisierung fiir die anschlieffenden State-of-
the-Art—Betrachtungen.

Modellierung von @ Modifikation der @ Nachtraining des @
Unsicherheit Trainingsdaten Klassifikators

* approximierende * Auswahl neuer » Supervised Learning
bayes‘sche Ansitze Trainingsdaten . Semi-Supervised
* MCMC-Verfahren + Erweiterung des Learning
* Variational Inference Datensatzes + Ladder-Networks
* nicht-bayes‘sche
Ansatze

* Ensembles

Abbildung 3.1: Uberblick iiber State of the Art
Dargestellt ist die Systematik fiir die anschlieffenden State-of-the-Art-Betrachtungen.
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Die Realisierung eines Systems zur Umsetzung von inkrementellem Lernen umfasst
drei grundlegende Teilschritte. Zunachst miissen dem System unbekannte Daten préa-
sentiert werden. Auf Basis der Klassifikationsergebnisse und der Unsicherheit bei den
Klassifikationen kénnen anschliefend neue Daten fiir das Training ausgewéahlt werden.
In den State-of-the-Art-Betrachtungen werden zwei Verfahrensklassen zur Bestimmung
von Unsicherheiten untersucht. Hierbei handelt es sich um approximierende bayes’sche
Ansétze und nicht-bayes’sche Ansétze. Rein bayes’sche Ansétze zur exakten Angabe
von Unsicherheiten kénnen aufgrund der Komplexitit von Deep-Learning-Strukturen
hingegen nicht angewendet werden®. Bei der anschlieRenden Auswahl neuer Trainings-
daten gilt es, moglichst informative Beispiele zu wéhlen. Hierflir werden verschiedene
Mafse auf Basis der bestimmten Unsicherheit vorgestellt und Ansétze zur effektiven
Erweiterung der Trainingsdaten besprochen. Im letzten Teilschritt wird der betrachte-
te Klassifikator mit den angepassten Trainingsdaten erneut trainiert. An dieser Stelle
lassen sich die Betrachtungen anhand des verwendeten Lernparadigmas untergliedern.
Wiéhrend der Klassifikator im Fall von Semi-Supervised Learning auch ohne Labelin-
formationen nachtrainiert werden kann, sind diese bei Supervised Learning zwingend
erforderlich. Da im Rahmen dieser Masterarbeit nur sehr grob gelabelte unbekann-
te Daten verfiighar sind, werden beide Vorgehensweisen betrachtet. Der Schwerpunkt
liegt jedoch auf der Umsetzung mittels Supervised Learning. Die Ausfithrungen zur
Realisierung mit Hilfe von Semi-Supervised Learning beschréanken sich daher auf einen

ausgewahlten vielversprechenden Ansatz.

3.2 Modellierung von Unsicherheit

Wihrend Deep-Learning-basierte Ansétze aktuell viele Bereiche des maschinellen Ler-
nens dominieren, miissen sie haufig als gut funktionierende Black-Box-Modelle be-
trachtet werden. Durch ihre komplexe Struktur ist es oft nicht moglich, die Prozesse
im Netzwerk zu interpretieren oder nachzuvollziehen. In der Regel kann zudem kein

Maf fiir die Sicherheit einer Klassifikation angegeben werden. Bei der Anwendung auf

I Fiir Strukturen mit mehr als einer Hidden-Schicht kann die bayes’sche Gleichung nicht analytisch
gelost werden (siche Abschnitt Seite
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unbekannten Daten kann somit nicht beurteilt werden, ob es sich um ein korrektes
Ergebnis oder um eine Fehlklassifikation infolge von zu weit von den Trainingsdaten
entfernten Eingaben handelt. In [SZEGEDY et al., 2014] wird zudem gezeigt, dass viele
Netzwerkstrukturen bereits bei leicht verdnderten Trainingsdaten, sogenannten Adver-
sarial Examples (siehe Abschnitt , Seite , getauscht werden konnen. Um diesen
Problemen zu begegnen, gibt es in der Literatur aktuell vermehrt Bemiihungen, das
Versténdnis der verwendeten Strukturen zu verbessern und Deep-Learning mit bekann-
ten bayes’schen Verfahren zu kombinieren®. Im Folgenden werden geeignete Ansitze

zur Modellierung von Klassifikationsunsicherheiten vorgestellt.

3.2.1 Approximierende bayes’sche Ansitze

Da exakte bayes’sche Inferenz fiir Deep-Learning-Ansétze nicht moglich ist, miissen ap-
proximierende Methoden zur Modellierung von Unsicherheiten genutzt werden. In Ab-
schnitt [2.3] (Seite [15]) wurden hierfiir die zwei geldufigsten Verfahrensklassen: Markov-
Chain-Monte-Carlo-Verfahren und Variational Inference vorgestellt. Nachfolgend wer-

den wichtige Publikationen fiir beide Klassen erlautert.

3.2.1.1 Markov-Chain-Monte-Carlo-Verfahren

Markov-Chain-Monte-Carlo-Verfahren erméglichen die Bestimmung der A-posteriori-
Verteilung durch Stichproben. Die meisten klassischen Verfahren dieser Art konnen
jedoch nicht auf Deep-Learning-Strukturen angewendet werden, da fiir die Bestim-
mung der Stichproben meist viele Iterationen durch den kompletten Datensatz notig
sind. In [WELLING und TEH, 2011] wird erstmals ein anderer Weg vorgeschlagen. Die
Autoren kombinieren Markov-Chain-Monte-Carlo-Verfahren und stochastische Opti-
mierung auf Basis von sogenannten Langevin-Dynamiken [NEAL, 2011|. Hierzu wird
bewusst Rauschen in die Gewichtsdnderungen induziert, sodass die komplette A-
posteriori-Verteilung beim Training beriicksichtigt werden kann. Auf diese Weise kann

die Unsicherheit in den Gewichten auf die Ausgabe des Netzwerks iibertragen werden.

2 Bayesian Deep Learning Workshop (NIPS 2016): http://bayesiandeeplearning.org/ (Zuletzt
aufgerufen: 01.04.2017)
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Es wird zudem gezeigt, dass Gradienten iiber Mini-Batches zur Approximation genii-
gen und somit keine zeitaufwendigen Berechnungen iiber den kompletten Datensatz
notig sind. Seit den ersten Arbeiten von [WELLING und TEH, 2011| gab es zahlreiche
Erweiterungen dieser Grundidee. In |LI et al., 2016] und |[CHEN et al., 2016 werden
diese iibersichtlich zusammengefasst. In LI et al., 2016] wird zudem eine optimierte
Variante mit gewichtsspezifischen Lernraten in Anlehnung an das Optimierungsverfah-
ren RMSprop [TIELEMAN und HINTON, 2012 vorgeschlagen. Wéhrend diese Ansétze
im Vergleich zu herkémmlichen Markov-Chain-Monte-Carlo-Verfahren deutlich zeitef-
fizienter und somit skalierbarer sind, beinhalten die Updategleichungen noch immer
rechenintensive Terme. Zudem miissen die Parameter des Algorithmus sehr sorgfil-
tig gewdhlt werden, damit der Lernprozess nicht von dem zusétzlich eingebrachten
Rauschen dominiert wird. Aus den genannten Griinden werden in dieser Masterarbeit

keine derartigen Verfahren verfolgt.

3.2.1.2 Variational Inference

Der Grofsteil der Verfahren zur Bestimmung von Unsicherheiten basiert auf Varia-
tional Inference. Bei dieser Art von Ansétzen soll eine approximierte A-posteriori-
Verteilung g¢(6) tiber den Gewichten 6 durch das Losen eines Optimierungsproblems
bestimmt werden. In [GRAVES, 2011] wurde erstmals ein praktischer Weg fiir die An-
wendung in Verbindung mit Neuronalen Netzen gezeigt. Auf Grund mangelnder Leis-
tung konnte sich dieser jedoch nicht durchsetzen. Erst mit [BLUNDELL et al., 2015]
wurden Ansétze auf Basis von Variational Inference erneut aufgegriffen und erfolgreich
angewendet. In dem in [BLUNDELL et al., 2015| vorgestellten Bayes-by-Backprop-
Algorithmus wird die A-posteriori-Verteilung ¢qe(6) tiber unabhéngige Verteilungen

gs,(0;) mit den verdnderlichen Parametern ®; = {y;, 0?2} definiert:
go,(0;) = N(wi,07) V0 €6 (3.1)

Der Wert fiir jedes einzelne Gewicht #; wird somit nicht, wie sonst iiblich, in Form

einer festen Zahl definiert, sondern fortwéahrend aus einer Verteilung gesampelt:

0; = p; + oie;  mit: ¢, ~ N(0,1) (3.2)
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Wiéhrend des Lernprozesses muss fiir jedes Gewicht 6; ein Mittelwert p; und eine Stan-
dardabweichung o; gelernt werden®. Folglich verdoppelt sich die Anzahl der zu bestim-
menden Parameter. Abbildung [3.2] verdeutlicht die Definition der Gewichte anhand

eines einfachen vollverschalteten Netzwerks.

Abbildung 3.2: Definition der Gewichte
Dargestellt ist die Definition der Gewichte in Form von Verteilungen nach [BLUN-
DELL et al., 2015]. Hierbei bezeichnet X die Eingabe, I das Bias-Neuron und H

beziehungsweise Y die Ausgabe einer Schicht. [BLUNDELL et al., 2015]

Durch die Wahl der Gewichte nach Formel wird wahrend des Lernprozesses nicht
ein einzelnes Netzwerk, sondern eine Vielzahl von Netzwerken mit unterschiedlichen
Gewichten, gesampelt aus gemeinsamen Verteilungen, betrachtet. Daher kann dieser
Ansatz ebenfalls als eine Art Ensemble interpretiert werden, wobei die Anzahl der
Gewichte im Vergleich zu einem echten Ensemble, bestehend aus mehreren Netzwer-
ken, um ein Vielfaches kleiner ist. In einer Evaluation auf dem MNIST-Datensatz*
zeigen die Autoren, dass ihr Verfahren zu dhnlichen Ergebnissen wie der Dropout-
Ansatz nach [SRIVASTAVA et al., 2014] kommt. Allerdings werden an dieser Stelle nur
vollverschaltete Netzwerke untersucht. Dies konnte der Tatsache geschuldet sein, dass
aufbauend auf der beschriebenen theoretischen Grundlage nur dann eine exakte Ap-

proximation gewéahrleistet werden kann, wenn fiir jedes prasentierte Beispiel separate

3 Formel beschreibt eine vereinfachte Darstellung. Damit o stets positiv ist, wird die Stan-
dardabweichung in [BLUNDELL et al., 2015] zu o = log(1 + exp (¢)) gewéhlt und anschliefend ¢
optimiert.

4 The MNIST database of handwritten digits: http://yann.lecun.com/exdb/mnist/| (Zuletzt ab-
gerufen: 17.04.2017)
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Gewichte gesampelt werden. Im Hinblick auf Convolutional Neural Networks wére dies
besonders rechenintensiv und wiirde bisherige Konzepte zur Parallelisierung |CHET-
LUR et al., 2014] aufer Kraft setzen. In der kiirzlich erschienenen Publikation von
[OLIVEIRA et al., 2016| zeigen die Autoren jedoch, dass es moglich ist, die Gewichte
nur einmalig fiir alle Beispiele eines Mini-Batches zu sampeln, ohne dass es dabei zu
einem signifikanten Verlust bei der Schiatzung der Unsicherheit kommt. Leider werden
auch in dieser Publikation ausschliefslich vollverschaltete Neuronale Netze betrachtet.
Zudem liegt der Fokus einzig auf dem Vergleich der bestimmten Unsicherheiten. Eine

Betrachtung zu den erreichten Klassifikationsergebnissen fehlt génzlich.

Aufbauend auf dem beschriebenen Bayes-by-Backprop-Algorithmus [BLUNDELL et al.,
2015], wird in [KINGMA et al., 2015 ein interessanter Weg beschrieben, mit dessen Hil-
fe das aufwendige Sampeln der Gewichte umgangen werden kann. So wird gezeigt, dass
das Rauschen in den Gewichten durch geschickte Reparametrierung in ein Rauschen
in den Aktivierungen iiberfiihrt werden kann. Die Autoren bezeichnen dieses Vorgehen
als ,Local Reparameterization Trick und zeigen auffillige Parallelen zur Anwendung
von Dropout nach [SRIVASTAVA et al., 2014] (siehe Abschnitt[2.2.1] Seite[d)). Die Vorge-
hensweise lasst sich am einfachsten anhand einer vollverschalteten Schicht [ erldutern.
Hierzu seien W € RV V%N die nach Formel definierten Gewichte der Schicht
und X € RM*N'™ die Eingaben in Form eines Mini-Batches der Grofe M. Mit die-

RMXNU)

sen beiden Grofen kann die Aktivierung Z € der Schicht durch ein einfaches

Matrixprodukt bestimmt werden:
Z-XW (3.3)

Durch Nachvollziehen der dabei durchgefiithrten elementweisen Berechnungen kann
gut gezeigt werden, dass die resultierenden Aktivierungen durch eine Summation nor-
malverteilter Groflen berechnet werden und somit ebenfalls einer Normalverteilung

unterliegen:

qo(wi;) = N(pij,07;) Ywi; € W = qo(2m | X, W) = N(9, 05 ) (3.4)

m7j
N(=1) N(=1)
N _ _ 2 o
wobei: v, ; = g Tpptiy und O, 5 = E Tini0i
-1

i=1
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Folglich ist es moglich, die einzelnen Aktivierungen z,, ; direkt aus den auf diese Weise

definierten Verteilungen zu sampeln. Fiir jede Aktivierung z,, ; ergibt sich:

ZmJ‘ = ’}/m,j =+ +\/ 5m,j€m,j mit: ng’ ~ N(O, 1) (35)

Uber alle Beispiele betrachtet ist § hierbei eine Matrix mit der gleichen Groke wie
die Aktivierungen Z. An dieser Stelle sind deutliche Parallelen zu Dropout erkenn-
bar. So basiert Dropout ebenfalls auf dem Hinzufiigen von multiplikativem Rauschen
mit dem Unterschied, dass dabei die Eingaben einer Schicht verdndert werden und
die Gewichte in der Regel nicht in Form von Verteilungen definiert sind. Da sich die
Eingaben einer Schicht [ jedoch nur durch die Anwendung einer Ausgabefunktion von
den Aktivierungen der Schicht [ — 1 unterscheiden, kann Dropout ebenfalls als eine
Art Variational Inference interpretiert werden. Fiir weitere mathematische Details sei
an dieser Stelle auf Abschnitt 3 und Anhang B in [KINGMA et al., 2015 verwiesen.
Nach der Erlduterung dieses Zusammenhangs zeigen die Autoren, dass die Approxi-
mationseigenschaften von Dropout weiter verbessert werden kénnen, indem adaptive
Dropout-Parameter p verwendet werden. Hierfiir ergeben sich mehrere Moglichkeiten.
So kann eine individuelle Dropout-Rate fiir jede Schicht, fiir jedes Neuron oder fiir
jedes Gewicht gelernt werden. Letztere Wahl kommt der Definition der Gewichte in
Form von einer Verteilung sehr nahe. Auf Grund der Ahnlichkeit zu Methoden auf
Basis von Variational Inference wird Dropout mit veréanderlichem Parameter p in der

Literatur als Variational Dropout bezeichnet.

Parallel zu den bisher beschriebenen Publikationen wurde die Eignung von Dropout zur
Realisierung von Variational Inference von Yarin Gal im Rahmen seiner Dissertation
|GAL, 2016] und den zugehorigen Publikationen |GAL und GHAHRAMANTI, 2015d,GAL
und GHAHRAMANTI, 2015b,/GAL und GHAHRAMANI, 2015¢| betrachtet. Anders als in
IKINGMA et al., 2015] erfolgt die Argumentation in diesen Arbeiten auf der Basis
der Kostenfunktion. Anhand dieser wird gezeigt, dass die Verwendung von Dropout
der bayes’schen Approximation in tiefen Gauf-Prozessen gleicht und somit als eine
Form von Variational Inference interpretiert werden kann. In [GAL und GHAHRAMA-

NI, 2015d] werden hierfiir zunéchst beide Techniken vorgestellt und anschliefend die
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Dualitét hergeleitet. Ergénzende mathematische Erlduterungen werden in [GAL und
GHAHRAMANTI, 2015b| und |GAL und GHAHRAMANI, 2015¢| beschrieben. Der fiir diese
Masterarbeit relevante Teil zur Extraktion von Unsicherheiten soll anhand von einem
Netzwerk mit L vollverschalteten Schichten erlautert werden. Der Definition der ap-
proximierten Verteilung ge(0) mit 0 = {@(l)}le wird die Wirkung von Dropout auf
die Gewichtsmatrizen zu Grunde gelegt. So entspricht beispielsweise die Anwendung
von Bernoulli-Dropout der Multiplikation jeder Gewichtsmatrix W € RV"™ >N it
einer bindren Maske in Form einer Diagonalmatrix M), deren Elemente fiir jedes

prasentierte Beispiel aus einer Bernoulli-Verteilung gezogen werden:

—~(

w( ' w® diag([zi]fv:?) mit: z; ~ Bernoulli(p®) (3.6)
Die nicht-stochastischen Gewichtsmatrizen {W®}E | bilden hierbei die verinderli-
chen Parameter ® der Verteilung ¢¢(f). Durch die in Abschnitt (Seite
beschriebene Minimierung der Kullback-Leibler-Divergenz kann wahrend des Trai-
ningsprozesses mit den Daten X, T eine mdglichst gute Approximation der wahren
A-postiori-Verteilung p(|X, T) gelernt werden. Ausgehend von Formel (2.7]) aus Ab-
schnitt (Seite kann die Unsicherheit in den Gewichten letztlich durch Monte-

Carlo-Integration auf die Klassifikation {ibertragen werden:

ply=cx" X, T) = [ ply=cx",0)p0X,T)do (3.7)
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Hierbei ist K die Anzahl der zur Approximation verwendeten Sampel. Die in For-
mel dargestellte Beschrinkung auf Diagonalmatrizen ist noétig, um Dropout effi-
zient auf die Eingabe einer Schicht zuriickfiihren zu kénnen. Wahrend auf diese Weise
fiir jedes Beispiel individuelle Gewichte betrachtet werden koénnen, fiihrt es jedoch
auch dazu, dass nur komplette Zeilen in den Gewichtsmatrizen maskiert werden kon-
nen und die Genauigkeit der Approximation infolgedessen eingeschrankt wird. In Ab-

schnitt 3.3.2 in |GAL, 2016] wird daher angemerkt, dass Dropout Variational Inference,
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ahnlich wie andere Ansétze auf diesem Gebiet, dazu neigt Unsicherheiten zu unter-

schétzen. Dennoch wird Dropout Variational Inference bereits vielseitig verwendet. In

|GAL und GHAHRAMANTI, 2015a] wurde der Ansatz hierzu zunéchst auf Convolutional

Neural Networks, sogenannte Bayesian Convolutional Neural Networks (BCNN), iiber-

tragen. In der Folge wurden BCNN in den unterschiedlichsten Bereichen eingesetzt. So

werden sie in [KENDALL und CIPOLLA, 2016] zur Kamera-Lokalisierung im Rahmen

von visionbasierten SLAM (Simultaneous Localization and Mapping) oder in |[LEIBIG

et al., 2016| zur Erkennung von Netzhauterkrankungen angewendet. Weiterhin wur-

de in [KENDALL et al., 2015] ebenfalls eine der bekanntesten Netzwerkarchitekturen

zur semantischen Segmentierung von Szenen SegNet [BADRINARAYANAN et al., 2015]

um die Modellierung von Unsicherheiten erweitert. In der Folge konnte die Segmentie-
rungsfihigkeit deutlich verbessert werden. Abbildung[3.3] verdeutlicht die mit Dropout

Variational Inference extrahierten Unsicherheiten an einem konkreten Beispiel.

| b }';

t’« J'r’,‘ LR N
P./-j ‘
(a) Eingabe (b) Segmentierung (c) Unsicherheit

Abbildung 3.3: Bayesian SegNet
Dargestellt sind Ausgaben des Bayesian SegNet fiir ein konkretes Beispiel. Es ist

zu erkennen, dass die Unsicherheiten besonders hoch (dunkel dargestellt in (c)) an

Klassengrenzen und an Stellen mit teilweiser Verdeckung sind. [KENDALL et al.,

3.2.2 Nicht-bayes’sche Ansatze

Neben den Ansétzen von Verfechtern der bayes’schen Wahrscheinlichkeitstheorie gibt

es, besonders von Google DeepMind, Bestrebungen, Unsicherheitsinformationen mit

Hilfe von nicht-bayes’schen Verfahren zu extrahieren. In [LAKSHMINARAYANAN et al.,|

2016] und |[OSBAND, 2016| werden die Ansétze auf Basis von Dropout Variational In-
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ference scharf kritisiert. Die Autoren legen dar, dass die Interpretation von Dropout
als Mittelung iiber eine Vielzahl kleinerer Netzwerke plausibler ist, solange nicht jeder
Lernparameter und somit ebenfalls die Dropout-Raten hinsichtlich der Daten optimiert
werden. In |[LAKSHMINARAYANAN et al., 2016] wird als Alternative die Verwendung
von Ensembles in Kombination mit Adversarial Training (siche Abschnitt [2.2.3] Sei-
te vorgeschlagen. Die Autoren argumentieren, dass schon lange bekannt sei, dass
die Klassifikationsleistung durch den Einsatz mehrerer Netzwerke gesteigert werden
kann. Durch die Verwendung von Adversarial Training soll die Robustheit der Netz-
werke zusétzlich gesteigert und somit die Genauigkeit der Unsicherheitsinformationen
verbessert werden. Fiir das konkrete Training der Netzwerke wird eine unterschiedli-
che zufillige Initialisierung der Gewichte sowie eine abweichende Reihenfolge in den
prasentierten Daten vorgeschlagen. Beide Punkte seien ausreichend, um Netzwerke
mit geniigend Diversitdt zu trainieren. Die Experimente bestitigen diese Annahmen
und verdeutlichen, dass mit Ensembles deutlich hohere Klassifikationsergebnisse erzielt
werden konnen. Weiterhin wird gezeigt, dass unbekannte Daten zu Abweichungen in
den Ausgaben der einzelnen Netzwerke fiihren und dass auf deren Basis Unsicherheits-
informationen abgeleitet werden konnen. Im Rahmen der Experimente wird jedoch
auch deutlich, dass hierfiir mindestens fiinf, besser sogar zehn, Netzwerke notig sind.
Obwohl diese parallel und unabhéngig voneinander trainiert werden konnen, erfordert
das Training eines solchen Ensembles sehr viel mehr Ressourcen in Form von Rechen-
leistung oder Zeit.

In [OSBAND et al., 2016] wird ein sehr dhnlicher Ensemble-Ansatz vorgestellt. Obwohl
das Ziel dieser Publikation die Realisierung einer effizienten Explorationsstrategie fiir
einen Reinforcement-Agenten ist, kann die Grundidee auf die Fragestellung in dieser
Masterarbeit tibertragen werden. Anstelle einer Vielzahl von Netzwerken wird in |OSs-
BAND et al., 2016| lediglich ein Netzwerk, jedoch aber mit mehreren Ausgabeinstanzen
trainiert. Abbildung verdeutlicht die von den Autoren vorgeschlagene Netzwerk-
struktur. Die Grundidee basiert hierbei auf der Tatsache, dass in frithen Schichten
meist nur sehr allgemeine Merkmale gelernt werden, welche in den einzelnen Netzwer-
ken des Ensembles &hnlich sind. Aus diesem Grund koénnen die frithen Schichten zu

einem geteilten Netzwerk (engl. Shared Network) zusammengefasst werden. Die an-
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Shared network

Abbildung 3.4: Netzwerkstruktur nach [OSBAND et al., 2016|

Dargestellt ist die Netzwerkstruktur fir das in [OSBAND et al., 2016 realisierte En-

semble, bestehend aus einem geteilten Netzwerk (Shared Network) und K individuel-
len Ausgabeinstanzen (Heads). Die zu verarbeitende Eingabe wird durch ein einzelnes

Bild (Frame) gebildet. ,{OSBAND et al., 2016V

schliefenden Schichten werden fiir jedes Netzwerk des Ensembles getrennt in Form
eines Kopfes (engl. Head) realisiert. Auf diese Weise kann der benétigte Ressour-

cenbedarf deutlich gesenkt werden. Fiir das Training schlagen die Autoren eine an

Bagging |[BREIMAN, 1996] angelehnte Vorgehensweise vor. Bagging sieht individuelle

Datensétze fiir jedes Netzwerk vor, welche durch das Ziehen einzelner Datenpunkte
mit Zuriicklegen aus dem Trainingsdatensatz bestimmt werden. Zur Realisierung wird
eine zusiitzliche bindire Maske m € {0,1}® eingefiihrt, deren Elemente fortwihrend
aus einer Bernoulli-Verteilung gezogen werden. Jedes Element my dieser Maske be-
schreibt, ob der Head k im aktuellen Trainingsschritt lernt. Uber mehrere Epochen
betrachtet, kann auf diese Weise klassisches Bagging simuliert werden. Die beschrie-
bene Vorgehensweise erméglicht das Trainieren von mehreren Netzwerken in einem
Schritt, erfordert jedoch auch die Verrechnung der einzelnen Gradienten fiir die ge-
teilten Gewichte. Die Autoren schlagen fiir ihre Problemstellung die Verwendung von

zehn individuellen Heads (K = 10) und eine Skalierung der Gradienten mit /10 vor.

3.2.3 Modifikation der Trainingsdaten

In diesem Abschnitt der State-of-the-Art-Betrachtungen werden verschiedene Mafse zur
Beschreibung von Unsicherheit vorgestellt, auf deren Grundlage moglichst informative,

neue Trainingsbeispiele ausgewéahlt und anschliefsend in den Trainingsdatensatz tiber-
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nommen werden konnen. Die dabei untersuchte Fragestellung ist ebenfalls entschei-
dender Bestandteil bei der Realisierung von Active Learning (siehe Abschnitt ,
Seite [8). Daher kann an dieser Stelle vor allem auf Publikationen aus diesem Bereich
zuriickgegriffen werden. Aufbauend auf [[SLAM, 2016] werden in |GAL et al., 2016|
verschiedene Mafe, sogenannte Akquirierungsfunktionen, zusammengetragen und ver-
glichen. Grundlage fiir die folgende formale Definition dieser Grofen sind stets K
Ausgaben fiir ein unbekanntes Beispiel x* im Rahmen eines Klassifikationsproblems
mit C' zu unterscheidenden Klassen, den Trainingsdaten D = {X, T} und den Netz-
werkgewichten 0. In |[GAL et al., 2016] werden die Ausgaben durch Dropout Variational
Inference erzeugt. Die Akquirierungsfunktionen sind aber allgemeingiiltig und kénnen
somit auch in Verbindung mit einem Ensemble-Ansatz angewendet werden. Im Detail

werden in |GAL et al., 2016| die folgenden Mafe verglichen:

1. Auswahl von Beispielen, welche die Entropie H[y|x*, D] maximieren

C
Hlylx*, D] = =Y ply = c|x*, D) log p(y = c|x, D) (3.8)
c=1

Die Entropie bildet das Standardmaf zur Beurteilung der Sicherheit. Fiir unsichere
Klassifikationen wird ein hohes Maf an Unordnung im Ergebnis und folglich eine hohe

Entropie erwartet.

2. Auswahl von Beispielen, welche die Mutual Information I(y,6|x*, D)
zwischen Klassifikation und Verteilung iiber den Ausgaben maximieren

(Bayesian Active Learning by Disagreement - BALD)
Iy, 0lx", D] = Hlylx", D] — Epoip) [H[y[x", 0] (3.9)
K C
~ Hly|x", D] + Z Z ply = clx*,0") log p(y = c|x", 6%)
k: c=1
Beispiele, die diese Akquirierungsfunktion maximieren, besitzen eine hohe Varianz in
der Aktivierung der abschliefsenden Softmax-Schicht. Das Netzwerk ist sich fiir diese

Beispiele im Durchschnitt unsicher, es existieren zudem Ausgaben, die mit falschli-

cherweise hoher Sicherheit zu unterschiedlichen Klassifikationsergebnissen fiihren.
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3. Auswahl von Beispielen, welche die Variationsrate R(x*) maximieren

f K 1 yk — C*

R(x")=1—-+ it: f = ) und 6(y*) = (3.10)
K Z 0 y*#£c

Hierbei ist ¢* das am héufigsten vorkommende Label (der Modus) fiir das Beispiel x*.

Die Variationsrate beschreibt folglich die Abweichung von diesem Label.

4. Auswahl von Beispielen, welche die mittlere Standardabweichung & (x*)

maximieren

(x CZJE o) [p(y = clx*,0)] = Eyopp [p(y = clx*, 0))? (3.11)

Soll als Bewertungskriterium nicht die Breite, sondern die Stéarke der Streuung um
den Mittelwert angesetzt werden, kann an dieser Stelle ebenfalls die Varianz verwendet
werden. Durch die Allgemeingiiltigkeit beider Grofen kann dieses Mafs zudem auch fiir

Regressionsprobleme genutzt werden.

Die Eignung der unterschiedlichen Akquirierungsfunktionen wird in [GAL et al., 2016]
anhand eines konstruierten Active-Learning-Szenarios auf dem MNIST-Datensatz un-
tersucht. Fiir jede Funktion wird hierbei ein initialer Datensatz, bestehend aus zwei
zuféllig gewdhlten Beispielen pro Klasse, schrittweise um jeweils zehn neue Daten-
punkte erweitert bis eine Gesamtgrofse von 1.000 Beispielen erreicht wurde. Die ge-
naue Implementierung® zeigt, dass, anders als erwartet, in jedem Akquirierungsschritt
ein neues Convolutional Neural Network fiir 50 Epochen trainiert und anschlieffend
auf den Testdaten evaluiert wird. Die verschiedenen Mafse werden auf Basis von 100
Netzwerkausgaben berechnet und mit einer zufélligen Auswahl neuer Datenpunkte
verglichen. Im Rahmen der Analyse des Quelltexts wurde zudem festgestellt, dass die
Implementierung fiir eine Akquirierung mittels maximaler Standardabweichung einen

Fehler aufweist®. Bedingt durch eine fehlerhafte Indizierung wird lediglich eine der

5 https://github.com/Riashat/Active-Learning-Bayesian-Convolutional-Neural-Networks/

tree/master/ConvNets/FINAL_Averaged_Experiments/Final_Experiments_Run (Zuletzt auf-
gerufen: 17.04.2017)
https://github.com/Riashat/Active-Learning-Bayesian-Convolutional-Neural-Networks/
blob/master/ConvNets/FINAL_Averaged_Experiments/Final_Experiments_Run/N100_
Dropout_Segnet . py#L237| (Zuletzt aufgerufen: 17.04.2017)
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https://github.com/Riashat/Active-Learning-Bayesian-Convolutional-Neural-Networks/blob/master/ConvNets/FINAL_Averaged_Experiments/Final_Experiments_Run/N100_Dropout_Segnet.py#L237
https://github.com/Riashat/Active-Learning-Bayesian-Convolutional-Neural-Networks/blob/master/ConvNets/FINAL_Averaged_Experiments/Final_Experiments_Run/N100_Dropout_Segnet.py#L237
https://github.com/Riashat/Active-Learning-Bayesian-Convolutional-Neural-Networks/blob/master/ConvNets/FINAL_Averaged_Experiments/Final_Experiments_Run/N100_Dropout_Segnet.py#L237
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100 Netzwerkausgaben beriicksichtigt. In der Folge geht die Aussagekraft verloren und
die Akquirierung dhnelt, wie von den Autoren festgestellt, einer zufélligen Auswahl.
Im Rahmen der State-of-the-Art-Analyse wurde daher versucht, das Experiment zu
wiederholen. Anders als in der Publikation wurde der Klassifikator dabei nach jedem
Akquirierungsschritt lediglich fiir 10 Epochen nachtrainiert und nicht komplett neu
trainiert. Trotz dieser Modifikation in der Trainingsprozedur konnten die Ergebnisse
sehr gut reproduziert werden. Abbildung [3.5 zeigt den Vergleich der Akquirierungs-

funktionen fiir das vorgestellte Active-Learning-Szenario.
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Abbildung 3.5: Vergleich verschiedener Akquirierungsfunktionen

Dargestellt sind die Ergebnisse fir das reproduzierte Experiment aus [GAL et al.,
2016/. Hierbei wird anhand eines konstruierten Active-Learning-Szenarios die Ak-
quirierung neuer Trainingsdaten auf Basis der vorgestellten Funktionen mit der zu-

falligen Auswahl neuer Datenpunkte verglichen.

Es ist deutlich zu erkennen, dass die Akquirierung neuer Datenpunkte nach den vor-
geschlagenen Funktionen effizienter als eine zuféllige Auswahl ist. So kann bereits mit
1.000 der insgesamt 50.000 verfiigbaren Datenpunkte des Trainingsdatensatzes anné-
hernd die Leistung des Referenzklassifikators, welcher mit allen Beispielen trainiert
wurde, erzielt werden. Die Autoren schlussfolgern aus dem Experiment, dass neue

Daten auf Basis der Variationsrate ausgewahlt werden sollten.
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Neben den beschriebenen Gréfsen existieren in der Literatur weitere Mafse, beispiels-
weise fiir eine Auswahl auf Basis von Best-versus-Second-Best (BvsSB) [JOSHI et al.,
2009|, der Informationsdichte |L1 und GUO, 2013|, der maximalen Reduzierung der
Gesamtentropie [HOLUB et al., 2008| oder der Gradientenlinge |[HASAN und ROY-
CHOWDHURY, 2014|. Jedoch konnte sich keines dieser Mafe in der Praxis durchsetzen,
da entweder die Ergebnisse nicht auf andere Anwendungsbereiche iibertragen werden
konnen, es bei der Verwendung einer manuellen Nachkontrolle bedarf oder die Mafse
speziell fiir Support-Vector-Maschinen entworfen wurden.

Wiéhrend neue Datenpunkte meist, wie in |[GAL et al., 2016] beschrieben, einfach dem
bisherigen Datensatz hinzugefiigt werden, ist eine gezielte stérkere Gewichtung der
neuen Beispiele ebenfalls denkbar. In [ISLAM, 2016] wird hierfiir die Verwendung so-

genannter Sample Weights andiskutiert.

3.2.4 Nachtraining des Klassifikators

Nachdem der Datensatz erweitert wurde, muss der Klassifikator im néchsten Schritt er-
neut trainiert werden. Hierfiir ergeben sich grundséatzlich zwei Moglichkeiten. Wurden
dem Datensatz ausschlieklich gelabelte Beispiele hinzugefiigt, so kann das Nachtrai-
ning mittels Supervised Learning erfolgen. Ist dies nicht der Fall, kann auf Verfahren
aus dem Bereich von Semi-Supervised Learning zuriickgegriffen werden. Im Anschluss

werden beide Moglichkeiten vorgestellt.

3.2.4.1 Supervised Learning

Die meisten inkrementellen Lernansitze gehen davon aus, dass dem Datensatz aus-
schliellich gelabelte Daten hinzugefiigt werden. Liegen keine gelabelten Daten vor,
miissen die Label vor dem Training manuell durch einen Human-in-the-loop (HITL)
bestimmt werden. Die genaue Realisierung des Nachtrainings ist in vielen Féllen stark
von der vorliegenden Problemstellung abhéngig. In [KADING et al., 2016] werden an-
hand des MS-COCO-Datensatzes |LIN et al., 2014] verschiedene Fragestellungen mit
dem Ziel den Rechenaufwand moglichst gering zu halten, untersucht. Beginnend mit

einem sehr kleinen initialen Datensatz werden hierbei schrittweise zufillig gewéhlte
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Beispiele zu den Trainingsdaten hinzugefiigt und das Netzwerk nachtrainiert. Die Au-
toren kommen zum FErgebnis, dass bereits wenige Iterationen durch den Datensatz
geniigen, um den Klassifikator sukzessive zu verbessern und eine zum normalen Lern-
prozess mit allen Daten vergleichbare Leistung zu erreichen. Die Autoren stellen zudem
fest, dass keine alten Daten aus dem Datensatz entfernt werden diirfen und dass ein

Labelfehler von bis zu 10% toleriert werden kann.

3.2.4.2 Semi-Supervised Learning

Semi-Supervised Learning kombiniert {iberwachtes und uniiberwachtes Lernen, sodass
der Klassifikator auch von ungelabelten Daten profitieren kann. Der State of the Art
in diesem Bereich ist sehr umfangreich und geht bis in die 80er Jahre zuriick. In |[CHA-
PELLE et al., 2006 werden erste klassische Ansétze iibersichtlich zusammengefasst.
Konkrete Anwendungen im Deep-Learning-Bereich sind bisher jedoch sehr selten. In
den meisten Ansédtzen wird das Training in zwei aufeinanderfolgende Phasen unter-
gliedert. Mit Hilfe von Autoencodern und ungelabelten Daten werden zunéchst un-
iiberwacht aussagekriftige Représentationen in den einzelnen Schichten gelernt. An-
schliefend erfolgt ein Fine-Tuning durch den Einsatz von Supervised Learning und
gelabelten Daten. In [RASMUS et al., 2015a,[RASMUS et al., 2015b| werden, aufbauend
auf [VALPOLA, 2015|, erstmals beide Phasen in Form von einem sogenannten Ladder
Network kombiniert. Ermoglicht wird dies durch die spezielle Struktur dieser Netz-
werke. Diese erlaubt die gleichzeitige Minimierung von Rekonstruktionsfehlern und
Labelkosten. Die Autoren merken zudem an, dass nahezu jedes zuvor tiberwacht trai-
nierte Netzwerk zu einem Ladder Network erweitert werden kann. Hierzu wird zunéchst
ein mehrschichtiger Encoder konstruiert. Dieser besitzt die gleiche Struktur wie das
Ausgangsnetzwerk und verwendet die gleichen Gewichte. Der Encoder unterscheidet
sich vom Ausgangsnetzwerk lediglich durch das Hinzufiigen von Rauschen in jeder
Schicht. Anschliefsend wird ein Decoder erstellt, welcher die Umkehrung der Funktion
jeder Schicht des Encoders ermdglicht”. Im letzten Schritt werden zusitzliche latera-

le Verbindungen (engl. Skip Connections) zwischen korrespondierenden Schichten des

7 Bis zu diesem Zeitpunkt gleicht die erstellte Struktur einem mehrschichtigen Denoising Autoencoder
|[VINCENT et al., 2010,|SEICHTER, 2015b].
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En- und Decoders hinzugefiigt. Diese ermoglichen die Konzentration tiefer gelegener
Schichten auf abstraktere Merkmale und reduzieren den Druck zur Gewahrleistung
einer moglichen Rekonstruktion. Ahnlich wie beim herkémmlichen Autoencoder wird
die rekonstruierte Représentation in jeder Schicht mit Hilfe eines Fehlers bewertet.
Waihrend des Trainingsprozesses wird letztlich die Gesamtsumme dieser Rekonstrukti-
onskosten und der Kreuzentropie minimiert. Abbildung [3.6] veranschaulicht den sche-

matischen Aufbau von einem Ladder Network.
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Abbildung 3.6: Struktur eines Ladder Networks nach [RASMUS et al., 2015a]

Dargestellt ist die Struktur eines Ladder Networks mit L = 2 wollverschalteten
Schichten. Der Encoder wird auf Basis des Ausgangsnetzwerks durch das Kopieren
jeder Schicht | und deren Abbildung f(l)(-) gebildet. Im Encoder werden sowohl die
Eingaben x als auch die gelernten Reprisentationen zV) durch das Hinzufigen von
normalverteiltem Rauschen N(0,02) zu X beziehungsweise 2z verindert. Die einzel-
nen Decoderfunktionen g(-,-) erzeugen die Rekonstruktionen X beziehungsweise z(l),

)

welche anschlieffend mit je einem Kostenterm C’C(ll bewertet werden. Zur Erzeugung
der dafiir bendtigten unverrauschten Referenzgrifen ist ein zweiter Vorwdrtsprozess
ndtig. Die verrauschte Ausgabe des Netzwerks y wird zur Berechnung der Kreu-
zentropie genutzt. Die Klassifikation erfolgt anhand der unverrauschten Ausgabe y.

,{RASMUS et al., 201501/
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Fiir weiterfithrende Erlauterungen zu der Bedeutung der einzelnen Bestandteile sei
neben der Hauptpublikation auf |[PEZESHKI et al., 2016] verwiesen. In dieser Verof-
fentlichung wird der Einfluss der einzelnen Komponenten systematisch evaluiert.

Der Aufbau von Ladder Networks ermoglicht lokales Lernen in den einzelnen Schichten
des Netzwerks, auch wenn keine Labelinformationen verfiighar sind und macht Pre-
training tiberfliissig. Anhand von umfangreichen Experimenten zeigen die Autoren,
dass auf diese Weise verschiedene State-of-the-Art-Netzwerke verbessert werden kon-
nen. Als besonders effektiv hat sich der Einsatz von Ladder Networks herausgestellt,
wenn die Zahl der Gewichte im Netzwerk die Anzahl der gelabelten Trainingsbeispiele

um ein Vielfaches iibersteigt.

3.3 Zusammenfassung und Erkenntnisse

Grundvoraussetzung fiir die Realisierung von intelligentem inkrementellem Lernen
ist die Modellierung von Unsicherheit. Nur so konnen moglichst informative, neue
Trainingsbeispiele ausgewéhlt und redundante Daten vermieden werden. Die Analy-
se des State of the Art hat gezeigt, dass es hierfiir zwei Optionen in Form von ap-
proximierenden bayes’schen und nicht-bayes’schen Ansétzen gibt. Konkrete Verglei-
che zwischen beiden Ansatzklassen, welche das Ableiten von Schlussfolgerungen zur
Eignung fiir die Problemstellung in dieser Masterarbeit ermdéglichen konnten, exis-
tieren jedoch nicht. Vielmehr spaltet die Fragestellung die Forscher in zwei Lager.
Verfechter der bayes’schen Wahrscheinlichkeitstheorie versuchen Deep-Learning mit
bekannten bayes’schen Verfahren zu kombinieren. Jedoch werden viele dieser appro-
ximierenden Ansétze ausschlieflich auf kleinen Datensétzen prasentiert und skalieren
unzureichend mit groffen Datenmengen. Einzig die Modellierung von Unsicherheiten
durch Dropout Variational Inference hat sich in mehreren Anwendungsbereichen als
guter Kompromiss zwischen Aufwand und Ergebnis erwiesen. Viele Vertreter aus dem
Deep-Learning-Bereich berufen sich daher auf den bisherigen Erfolg von Deep-Learning
ohne bayes’sche Komponenten und verweisen auf alternative Methoden, wie etwa den
Einsatz von Ensembles. Das Training mehrerer unabhéngiger Netzwerke ist jedoch

aufgrund der begrenzten Ressourcen und des limitierten Zeitrahmens nicht moglich.
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Im Rahmen dieser Masterarbeit wird daher die Extraktion von Unsicherheitsinforma-
tionen auf Basis von Dropout Variational Inference und ergénzend durch den Einsatz
eines Ensembles mit geteiltem Basisnetzwerk verfolgt. Es bleibt in dieser Arbeit zu
zeigen, welche Vorgehensweise zur Modellierung von Unsicherheit besser geeignet ist.
In Abschnitt (Seite wurden verschiedene Akquirierungsfunktionen vorgestellt.
Hierbei hat sich gezeigt, dass die vorgeschlagenen Mafe die Unsicherheit in der Aus-
gabe repréasentieren kénnen und dass das Netzwerk infolge einer Auswahl neuer Da-
tenpunkte nach den vorgeschlagenen Funktionen deutlich effizienter als mit einer zu-
falligen Akquirierung lernt. In dieser Masterarbeit bleibt zu zeigen, ob die Anwendung
auch auf Daten aus dem ASINVOS-Projekt iibertragen werden kann und welche Ak-
quirierungsfunktion hierfiir am besten geeignet ist.

Im letzten Abschnitt der State-of-the-Art-Betrachtungen wurde recherchiert, welche
Moéglichkeiten sich fiir das Nachtraining des Klassifikators ergeben. Fiir den Fall von
tiberwachtem Nachtraining wurden Empfehlungen aus |[KADING et al., 2016| zusam-
mengefasst. Diese sollten jedoch ausschlieftlich als Richtwerte angesehen werden. So ist
es moglich, dass geeignete Parameter infolge von verschiedenartigen Netzwerkstruktu-
ren und durch die Verwendung eines anderen Datensatzes abweichen. Zum Schluss der
Betrachtungen wurde der aktuell erfolgversprechendste Ansatz auf Basis von Semi-
Supervised Learning vorgestellt. Wahrend die Grundidee von Ladder Networks in we-
nigen Satzen beschrieben werden kann, ist die Realisierung mit sehr vielen Herausfor-
derungen verbunden. So miissen beispielsweise sowohl die Parameter fiir das additive
Rauschen als auch die Decoderfunktionen sorgfiltig bestimmt werden, um Triviallo-
sungen vorzubeugen. Zudem erfordert die Anwendung weitreichende Verédnderungen
an dem bisher im ASINVOS-Projekt verwendeten Klassifikatormodell. So miisste auf
den Einsatz von Dropout verzichtet und das Netzwerk um zusétzliche Schichten zur
Realisierung von Batch Normalization |[IOFFE und SZEGEDY, 2015| erweitert werden.
Aus |EISENBACH et al., 2017| ist jedoch bekannt, dass sich beide Modifikationen nega-
tiv auf die Klassifikationsleistung auswirken. Aus diesem Grund wird die Realisierung

eines Nachtrainings mit Ladder Networks in dieser Masterarbeit nicht weiter verfolgt.




38

KAPITEL 3 STATE OF THE ART




39

Kapitel 4
Daten und Vorverarbeitung

In diesem Teil der Masterarbeit werden die verwendeten Daten und deren Vorver-
arbeitung beschrieben. Im Rahmen eines standardisierten Verfahrens zur Zustands-
erfassung und -bewertung (ZEB) von Fernstraken werden mit einem speziell ausge-
statteten Fahrzeug der Firma LEHMANN-+PARTNER GmbH verschiedenste Para-
meter der Strafe bestimmt. Unter anderem wird die Oberflichenbeschaffenheit der
Fahrbahn durch zwei hochauflésende monochrome Kameras aufgenommen. Durch den
Einsatz von zusétzlichen Blitzlichtern soll sichergestellt werden, dass die Aufnahmen
stets ahnlich ausgeleuchtet sind. Die mit diesem Fahrzeug fortwéahrend aufgenommenen
Full-HD-Grauwertbilder bilden die Datengrundlage fiir das am Fachgebiet bearbeitete
ASINVOS-Projekt! und fiir diese Masterarbeit.

4.1 Zu unterscheidende Schadklassen

Im ASINVOS-Projekt sollen anhand der aufgenommenen Bilder fiinf verschiedene
Schadklassen von intakten Straftenausschnitten abgegrenzt werden. Neben typischen
Schéden wie Rissen oder grofsflichigen Ausbriichen sollen ebenfalls offene Arbeitsnéhte
erkannt werden. Diese koénnen an den Ubergéingen zwischen einzelnen Fertigungsab-

schnitten entstehen und verlaufen daher meist geradliniger als Risse und stets parallel

L ASINVOS - Assistierendes und interaktiv lernfahiges Videoinspektionssystem fiir Oberflichenstruk-
turen am Beispiel von Strafsenbeldgen und Rohrleitungen
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oder senkrecht zum Fahrbahnrand. Weiterhin sollen bereits ausgebesserte Stellen, soge-
nannte Flickstellen, erfasst werden. Hierbei wird zwischen aufgelegten und eingelegten
Flickstellen unterschieden. Letztere zeichnen sich dadurch aus, dass Bereiche der Stra-
e mit geradlinigen Begrenzungen entfernt und anschliefsend wieder aufgefiillt wurden.
Die Stofke werden zudem meist mit fliissigem Bitumen ausgegossen. In Abbildung

werden die zu unterscheidenden Klassen anhand von Beispielen veranschaulicht.

Riss Ausbruch Eingelegte Aufgelegte Offene Intakte

(RISS) (AUS) Flickstelle Flickstelle Arbeitsnaht StraRe
(EFLI) (AFLI) (ONA)

Abbildung 4.1: Schadklassen
Die Abbildung zeigt die im ASINVOS-Projekt von intakten Straflenausschnitten zu

unterscheidenden Schadklassen sowie deren Kurzbezeichnung.

Der Fokus in dieser Masterarbeit liegt jedoch nicht auf der korrekten Klassifizierung
einzelner Schadensmuster, sondern auf der Erkennung und Lokalisierung von Schéden.
Aus diesem Grund werden ausschlieflich Zweiklassen-Probleme betrachtet: intakter

Strafenausschnitt (Klasse 0) versus Strafenausschnitt mit Schaden (Klasse 1).

4.2 GAPs-Datensatz

Am Fachgebiet Neuroinformatik und Kognitive Robotik wurde im Rahmen der Pro-

jektbearbeitung der sogenannte GAPs-Datensatz? erstellt und in [EISENBACH et al.|
2017| publiziert. Dieser Datensatz basiert auf exakten Schadstellenmarkierungen und

ermoglicht somit sowohl das Training als auch den Vergleich von bildausschnittbasier-
ten Klassifikatoren fiir die Erkennung von Schadstellen auf Fernstrafen. Im Anschluss
an die Publikation wurde die Genauigkeit des Datensatzes nochmals verbessert. In

dieser Masterarbeit wird ausschliefllich diese iberarbeitete Version verwendet.

2 German Asphalt Pavement Distress (GAPs) Datensatz
https://www.tu-ilmenau.de/neurob/data-sets-code/gaps/ (Zuletzt aufgerufen: 01.05.2017)
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Fiir die Erstellung des GAPs-Datensatzes wurden insgesamt 2.469 Full-HD-Bilder von
vier Bundesstraken héndisch mit Labelinformationen versehen. Schadhafte Stellen
wurden dabei moglichst genau mit Hilfe von Bounding-Boxen markiert. Auf diesel-
be Weise wurden ebenfalls zu ignorierende Randbereiche und Strakenmarkierungen
gekennzeichnet. Abbildung zeigt zwei dieser handisch gelabelten Full-HD-Bilder.
Diese bilden die Grundlage fiir die Extraktion kleiner Bildausschnitte (engl. Patches),
welche fiir das Training eines Klassifikators zur Erkennung und Lokalisierung von Sché-

den verwendet werden konnen.

Abbildung 4.2: Gelabelte Full-HD-Bilder fiir den GAPs-Datensatz

Dargestellt sind zwei gelabelte Full-HD-Bilder, welche fiir die Extraktion von Patches
herangezogen werden. Die Labelinformationen sind durch farbige Bounding-Boxen
gekennzeichnet, wobei diese die folgenden Bedeutungen haben: aufgelegte Flickstelle
(griin), eingelegte Flickstelle (rot), Ausbruch (weif8), offene Arbeitsnaht (gelb), Riss

(blau), Straffenmarkierung (violett) und zu ignorierender Randbereich (orange).

Der Algorithmus zur Extraktion der Bildausschnitte unterstiitzt verschiedene Patch-

grofen. In Anlehnung an |EISENBACH et al., 2017]* werden fiir diese Masterarbeit

Patches mit einer Grofe von 64x64 Pixeln verwendet. Wiahrend Beispiele fiir intakte
Strakenverhéaltnisse an zufalligen Positionen auferhalb der markierten Bereiche und
mit halber Uberlappung (32 Pixel) gesampelt werden, erfolgt die Extraktion von Bei-
spielen fiir Schaden, ausgehend von der oberen linken Ecke der Bounding-Boxen, mit
einer Verschiebung von acht Pixeln. Ist eine Bounding-Box kleiner als die verwendete

Patchgrofie, wird diese mittig im Patch platziert und der fehlende Bereich aus dem Bild

3 Die Publikation enthilt eigene Beitriige zur Festlegung der Patchgrofe.
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iibernommen. An den Réndern des Bildes wird dabei mit einem mittleren Grau aufge-
fiillt. Uberlappende Markierungen werden nach vorher definierten Priorititen anhand
der Gesamthéufigkeiten der Schadklassen abgearbeitet.

In Anlehnung an [NG, 2016] werden die Patches nach der Extraktion anhand der
Ausgangsbilder in vier Teildatensdtze unterteilt. Das Bildmaterial der ersten beiden
Bundesstrafsen wird fiir die Erstellung eines Trainings- und eines Validierungsdaten-
satzes genutzt. Der Grofteil des Materials entfallt hierbei mit 1.418 Bildern auf den
Trainingsdatensatz. Der Validierungsdatensatz wird aus 51 Bildern von einem sepa-
raten Abschnitt von einer der beiden Bundesstrafen gebildet. Nach [NG, 2016| dient
dieser Validierungsdatensatz ausschlieflich der Erkennung von Overfitting und folglich
zur Festlegung eines geeigneten Abbruchzeitpunktes. Das Material der verbleibenden
beiden Bundesstraken wird zur Generierung von Testdaten genutzt. Diese werden in
einen Test-Validierungsdatensatz und einen Testdatensatz untergliedert. Beide Teilda-
tensétze basieren auf 500 Bildern von jeweils einer der beiden Bundesstrafen. Wihrend
der Test-Validierungsdatensatz fiir Vergleiche von unterschiedlichen Ansédtzen genutzt
werden kann, bleibt der Testdatensatz meist unter Verschluss und soll wihrend der
Erstellung des Klassifikators nicht genutzt werden.

Da der komplette GAPs-Datensatz eine enorm grofe Anzahl an Patches umfasst
und somit das Experimentieren mit verschiedenen Architekturen und Parametern er-
schwert, wurde fiir jeden Teildatensatz mit Ausnahme des Testdatensatzes eine Version
mit geringerem Umfang erstellt. Um zusétzlich die Repréasentationskraft zu erhéhen,
wurde dabei auf eine bessere Balancierung zwischen den Klassen fiir Schaden und in-
takter Strafe geachtet. In Anlehnung an den MNIST-Datensatz wurde ein Trainingsda-
tensatz mit 50.000 zufélligen Beispielen definiert. Fiir die beiden Validierungsdatenséat-
ze wurde ein Umfang von 10.000 Beispielen gew#hlt. Im Rahmen dieser Masterarbeit
werden ausschlieflich die im Umfang reduzierten Datensétze fiir das Training und die
Bewertung eines Klassifikators verwendet. Tabelle zeigt die genauen Klassenvertei-
lungen in den genutzten Teildatensétzen.

Vor dem Training erfolgt zudem eine Vorverarbeitung in Form einer Skalierung des
Wertebereichs der einzelnen Pixel. In Anlehnung an |[EISENBACH et al., 2016| wird der

urspriingliche Wertebereich von [0, 255] hierfiir auf das Intervall [—1, 1] skaliert. Mit
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einem mittleren Grau aufgefiillte Randbereiche fiihren so, dhnlich wie die Anwendung

von Dropout, zu einer Eingabe von Null.

Teildatensatz

Klasse

Training (50k) Validierung (10k) Test-Validierung (10k)
Intakt 30.000 6.000 6.000
Schaden 20.000 4.000 4.000
— AFLI 5.000 1.000 1.000
— AUS 1.500 300 300
— EFLI 2.500 500 500
— ONA 1.000 200 200
— RISS 10.000 2.000 2.000

Tabelle 4.1: GAPs-Datensatz
Dargestellt sind die Klassenverteilungen in den verwendeten Teildatensdtzen. Fir

eine Erlduterung der Kurzbezeichnungen sei auf Abbildung verwiesen.

4.3 Fahrbahnbilder

Das bundesweit verwendete Verfahren zur Zustandserfassung und -bewertung (ZEB)
sieht eine regelméfige visuelle Beurteilung der Fahrbahnoberfliche vor. Die mit Hilfe
des Aufnahmefahrzeuges erstellten Full-HD-Bilder werden hierfiir zu kompletten Fahr-
bahnbildern zusammengesetzt und von geschulten Operatoren durch die Vergabe von
Labeln bewertet. Die Fahrbahn wird dabei zundchst anhand eines groben Rasters in
mehrere Abschnitte untergliedert. Anschliefsend wird jeder Bildausschnitt den in Ab-
schnitt vorgestellten Klassen zugeordnet. Auf diese Weise kann der Zustand der
Fernstraften mit vertretbarem Aufwand bestimmt und, falls nétig, die Instandsetzung
einzelner Abschnitte eingeleitet werden. Durch die permanente Erfassung der Straften
wurden seit der Einfiihrung des ZEB-Verfahrens grofe Datenbestdnde aufgenommen
und archiviert, welche fiir die Realisierung eines inkrementellen Lernverfahrens heran-
gezogen werden konnten. In dieser Masterarbeit wird anhand von 1.637 Fahrbahnbil-
dern exemplarisch untersucht, ob diese Bestdnde zur Verbesserung eines Klassifikators

genutzt werden konnen. Abbildung [4.3] zeigt zwei der verfiigharen Fahrbahnbilder.




44 KAPITEL 4 DATEN UND VORVERARBEITUNG

(a) Fahrbahnbild mit erkennbarem Riss (b) Fahrbahnbild mit erkennbarer Flickstelle

Abbildung 4.3: Beispielfahrbahnbilder
Dargestellt sind zwei der fiir diese Masterarbeit verfiigbaren 1.637 Fahrbahnbilder.

Im Folgenden wird noch einmal genauer auf das Verfahren zur Erstellung der Fahr-
bahnbilder eingegangen. Anschlieffend wird der Prozess der Labelvergabe niher be-
trachtet. Hierbei werden vor allem Besonderheiten herausgearbeitet und daraus resul-

tierende Probleme abgeleitet.

4.3.1 Zusammensetzung aus Einzelbildern

Die mit Hilfe der beiden Kameras aufgenommenen Einzelbilder werden fiir die Er-
stellung der Fahrbahnbilder fortlaufend in einer zweireihigen Anordnung aneinander
gesetzt. Da sich die einzelnen Bilder geringfiigig iiberlappen, konnen gleiche Bildantei-
le gesucht und das komplette Bild anhand dieser durch einen Stitching-Algorithmus
zusammengesetzt werden. Im letzten Schritt wird die so erstellte Abbildung der kom-
pletten Fahrbahn in feste Abschnitte mit einer Lange von zehn Metern untergliedert.
In der Folge entstehen die fiir die Beurteilung und in dieser Masterarbeit verwen-
deten Fahrbahnbilder. Die Anzahl der fiir ein Fahrbahnbild benétigten Einzelbilder
variiert mit der Geschwindigkeit des Aufnahmefahrzeuges. Die fiir diese Masterarbeit
verfiigharen Bilder basieren auf 22 bis 24 Einzelbildern und besitzen eine Auflésung
von 7883x3498 Pixeln. Das verwendete Verfahren besitzt jedoch einen Makel. Bedingt
durch eine ungleichméfige Ausleuchtung der einzelnen Full-HD-Bilder entstehen bei
der Zusammensetzung deutlich sichtbare Kontrastkanten. Fiir die in Abbildung [4.3] ge-
zeigten Beispielbilder sind diese trotz reduzierter Auflésung gut erkennbar. Um Fehl-
klassifikationen infolge einer starken Ahnlichkeit zu Rissen vorzubeugen, sollten diese

Bildbereiche im Vorfeld maskiert und von der Verarbeitung ausgeschlossen werden.
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4.3.2 Labelinformationen

Die Vergabe von Labelinformationen erfolgt in zwei Schritten. Zunéchst platziert der
Operator ein aus drei Zeilen und zehn Spalten bestehendes Raster iiber dem fahr-
bahnrelevanten Teil des Bildes. Das Raster wird dabei primér anhand von Fahrbahn-
markierungen und Fahrbahnbegrenzungen, wie Bordsteinen, Geh- und Radwegen oder
deutlich erkennbaren Fahrbahnrandern, ausgerichtet. Enthéalt das Bild keine derartigen
Strukturen, wird vom Bildrand als Begrenzung ausgegangen. Anschliefend werden fiir
den kompletten Bildausschnitt jedes Rasterelementes Label vergeben. Jeder Ausschnitt
kann dabei einer oder mehreren Schadklassen zugeordnet werden. Zeigt der betrachte-
te Bildbereich keinen Schaden, wird kein Label vergeben. Abbildung [£.4] verdeutlicht
die Labelvergabe fiir die zuvor in Abbildung vorgestellten Fahrbahnbilder.

(a) Labelinformationen fiir Klasse RISS (b) Labelinformationen fiir Klasse EFLI

Abbildung 4.4: Beispielfahrbahnbilder mit Labelinformationen

Die Abbildung zeigt die Labelinformationen fir die zuvor in Abbildung [{.3 prisen-
tierten Fahrbahnbilder. Das beschriebene Labelraster ist in beiden Bildern rot iber-
lagert dargestellt. Weiterhin sind die von den Operatoren markierten Bereiche fiir

ausgewdhlte Schadklassen grin tberlagert hervorgehoben. Fir eine Erlduterung der

Abkiirzungen der Schadklassen sei auf Abbildung ( Seite@) verwiesen.

In dem in Abbildung [4.4a] dargestellten Fahrbahnbild befindet sich neben dem sicht-
baren vertikalen Riss ein weiterer, in dieser Auflésung nicht erkennbarer, horizontaler
Riss, der sich iiber drei Rasterelemente erstreckt. Die vergebenen Label sind daher kor-
rekt und nachvollziehbar. Die markierten Bereiche fiir die Flickstelle in Abbildung
wirken hingegen unintuitiv und werfen Fragen auf. An dieser Stelle ist eine Besonder-

heit bei der Labelvergabe fiir Flickstellen dargestellt. Das ZEB-Verfahren sieht fiir
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diese beiden Schadklassen nicht die Markierung der Ubergiinge, sondern die Abbil-
dung der Fliche der Flickstellen mit Hilfe von Rasterelementen vor. In der Folge kann
es zu sogenannten Flachenausgleichen zwischen einzelnen Rasterelementen mit dem
Ziel kommen. Diese haben das Ziel, dass die markierte Gesamtfliche moglichst genau
der Flache der Flickstelle entspricht. Die letztlich markierten Bereiche sind jedoch in
vielen Fallen dennoch nicht nachvollziehbar. Abbildung verdeutlicht dies an zwei
weiteren Beispielen. Wahrend die Labelvergabe fiir das linke Fahrbahnbild plausibel
erscheint, sind die markierten Rasterelemente im rechten Bild nicht nachvollziehbar
und lassen sich auch nicht durch einen Flachenausgleich erkléren. Die fiir diese beiden
Klassen verfiigharen Labelinformationen sind daher nur bedingt fiir ein inkrementelles

Lernverfahren nutzbar.

(a) Labelinformationen fiir Klasse AFLI (b) Labelinformationen fir Klasse EFLI

Abbildung 4.5: Beispielfahrbahnbilder mit Labelinformationen

Dargestellt sind die Labelinformationen fir zwei weitere Fahrbahnbilder. Das be-
schriebene Labelraster ist in beiden Bildern rot diberlagert dargestellt. Weiterhin sind
die von den Operatoren markierten Bereiche fiir ausgewdhlte Schadklassen grin iber-

lagert hervorgehoben. Fiir eine Erlauterung der Abkiirzungen der Schadklassen sei

auf Abbildung (Seite @) verwiesen.

Ein weiteres Problem besteht in dem verwendeten Speicherformat der Labelinforma-
tionen. Da mit Hilfe des ZEB-Verfahrens nur allgemeine Aussagen zum Zustand der
Fahrbahn getroffen werden sollen, sieht das genutzte Format nicht die Speicherung der
Position des Labelrasters vor. In der Folge muss fiir eine erneute Verwendung der La-
belinformationen zunédchst die Lage des Rasters bestimmt werden. Im Rahmen dieser
Masterarbeit wurde hierfiir ein Algorithmus entwickelt, welcher im Anschluss als Teil

der Vorverarbeitung vorgestellt wird.
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4.4 Vorverarbeitung der Fahrbahnbilder

Bevor die verfiigharen Fahrbahnbilder fiir einen inkrementellen Lernprozess genutzt
werden konnen, miissen die beschriebenen Probleme im Rahmen einer Vorverarbei-
tung gelost werden. So miissen die ungewollten Kontrastkanten im Bild erkannt und
deren Bereiche maskiert werden. Zudem koénnen die verfiigharen Labelinformationen
nur dann genutzt werden, wenn die Lage des Labelrasters zuvor bestimmt wurde. In

diesem Abschnitt werden die hierfiir entwickelten Algorithmen beschrieben.

4.4.1 Lokalisierung der Stitching-Kanten

Bedingt durch eine ungleichméfige Ausleuchtung entstehen bei der Zusammensetzung
(engl. Stitching) zu kompletten Fahrbahnbildern deutlich sichtbare Kontrastkanten,
welche vom Klassifikator félschlicherweise als Schaden erkannt werden konnten. Zu
Beginn der Masterarbeit wurde daher der Einfluss der Kanten anhand verschiedener
Fahrbahnbilder untersucht. Abbildung zeigt die Klassifikatorausgabe fiir ein aus-
gewihltes Beispiel.

! | e e

(a) Fahrbahnbild (b) Klassifikatorausgabe Klasse Schaden

Abbildung 4.6: Fehldetektionen infolge von Stitching-Kanten
Dargestellt ist die Klassifikatorausgabe fiir ein Beispielfahrbahnbild zur Untersuchung
des FEinflusses der Stitching-Kanten. Rot eingefdrbte Bereiche symbolisieren eine

Detektion als Schaden.

Es ist deutlich zu erkennen, dass vor allem Kanten in dunklen Bildbereichen zu Fehl-
klassifikationen fiithren. In der Folge konnten die verfiigharen Labelinformationen falsch
interpretiert und der Datensatz mit inkorrekten Beispielen erweitert werden. Daher

miissen diese Stitching-Kanten detektiert und die betreffenden Bildbereiche vorab
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maskiert werden. Im Folgenden wird der hierfiir umgesetzte Algorithmus beschrieben.
Anschliefsend werden die durchgefiihrten experimentellen Untersuchungen zur Para-

meteridentifikation vorgestellt.

4.4.1.1 Algorithmus

Das in dieser Masterarbeit realisierte Verfahren zur Erkennung der Stitching-Kanten
basiert auf der Anwendung eines Sobel-Kantenfilters und einer anschlieenden pro-
blemspezifischen Auswertung der Kantenbilder. Der verfolgte Ansatz setzt eine kon-
stante Aufnahmegeschwindigkeit voraus, unterstiitzt jedoch beliebige absolute Ge-
schwindigkeiten. Nachfolgend wird der Algorithmus in Textform und anhand der in
Abbildung dargestellten Beispielbildern beschrieben. Genaue Implementierungs-
details konnen der anschliefenden Formulierung als Pseudocode in Abbildung [£.10]
(Seite entnommen werden.

Abbildung 4.7: Beispielfahrbahnbilder

Dargestellt sind zwei der fiir diese Masterarbeit verfiigbaren Fahrbahnbilder zur Fr-
liuterung des realisierten Algorithmus zur Erkennung der Stitching-Kanten. Die zu-

satzlichen Markierungen werden Schritt fir Schritt im Flieftext erkldrt.

Teilung in zwei Bildhilften

Die Fahrbahnbilder werden aus fortlaufend aufgenommenen Einzelbildern, angeordnet
in zwei Reihen, zusammengesetzt. Wéahrend der Erstellung des Algorithmus hat sich
gezeigt, dass das vertikale Raster in beiden Bildreihen getrennt voneinander erkannt

werden sollte. Durch eine anschliefsende Verrechnung beider Ergebnisse kénnen auf
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diese Weise fehlerhafte Kantendetektionen infolge von Artefakten, wie zum Beispiel
den in Abbildung orange markierten Abfluss oder Strafenmarkierungen, erkannt
und ausgebessert werden. Dies erhoht die Fehlertoleranz, setzt jedoch auch eine vorab
erfolgte horizontale Teilung des Bildes voraus. Fiir die in dieser Masterarbeit verwen-
deten Fahrbahnbilder hat sich gezeigt, dass sich die horizontale Stitching-Kante stets
in der Bildmitte befindet und das Bild daher sehr leicht geteilt werden kann. Alter-
nativ konnte jedoch auch eine Detektion mit Hilfe eines horizontalen Sobel-Filters

angewendet werden.

Getrennte Kantenerkennung fiir jede Bildhalfte

Im Anschluss an die horizontale Teilung erfolgt fiir jede Bildhélfte getrennt die Lo-
kalisierung der vertikalen Stitching-Kanten. Hierzu wird zunéchst ein entsprechender
Sobel-Filter angewendet. Anschlieffend werden die Summen der einfachen und die der
quadrierten Elemente in jeder Spalte des Kantenbildes berechnet und in eine mittel-
wertfreie Form iiberfiihrt. Diese Summen bilden die Grundlage fiir den weiteren Loka-
lisierungsprozess und werden im Folgenden vereinfacht als Summen beziehungsweise
als quadratische Summen bezeichnet. Aufgrund des verwendeten Erstellungsprozesses
ist vorab weder die Anzahl noch die Anordnung der Kanten bekannt. Wie in Abbil-
dung[4.7 anhand eines Rasters im Hintergrund und vergrofserten Ausschnitten verdeut-
licht, verschieben sich die Kanten von Bild zu Bild, sodass, je nach Lage, zehn oder elf
Stitching-Kanten existieren. Der realisierte Algorithmus sieht daher eine Approxima-
tion des mittleren Kantenabstandes mit Hilfe der Fourier-transformierten Darstellung
der einfachen Summen vor. Durch die Bestimmung der dominierenden Frequenz und
einen zuvor festgelegten Skalierungsfaktor kann ein minimaler und ein maximaler Ab-
stand abgeleitet werden. Bei der Festlegung dieses Skalierungsfaktors muss berticksich-
tigt werden, dass der Kantenabstand am rechten Bildrand aus nicht nachvollziehbaren
Griinden abweichen kann (rot markierte Segmente in Abbildung . Die Lokalisie-
rung der Kanten erfolgt letztlich durch eine Peak-Erkennung in den quadratischen
Summen. Beginnend beim globalen Maximum werden dabei, unter Zuhilfenahme des
minimalen Abstandes, die Bereiche um alle nach dem Funktionswert absteigend sor-

tierten Maxima maskiert, bis alle Bildspalten bearbeitet wurden. Da auf diesem Wege
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moglicherweise Bereiche am Bildrand nicht korrekt maskiert werden koénnen, erfolgt
sowohl fiir den ersten als auch fiir den letzten Peak eine abschliefsende Plausibilitéts-
priifung anhand des aus den quadratischen Summen an den iibrigen Kantenpositionen
gebildeten Medians und unter Zuhilfenahme des approximierten maximalen Abstan-
des. Sollten sich hierbei Unstimmigkeiten ergeben, wird das komplette Raster fiir diese
Bildhélfte verworfen. In diesem Fall verringert sich die Anzahl der verfiigharen Raster
fiir die anschlieflende Verrechnung. Abbildung[4.8|verdeutlicht die zuletzt beschriebene
Peak-Erkennung anhand der Fahrbahnbilder aus Abbildung [4.7]

4 le7 2 1le7

--- Schwellwert erster/letzter Peak
v detektierter Peak
------- maskierter Bereich

--- Schwellwert erster/letzter Peak
v detektierter Peak
------- maskierter Bereich

mittelwertfreie quadratische Summe
mittelwertfreie quadratische Summe

-1 -1
0 1000 2000 3000 4000 5000 6000 7000 8000 0 1000 2000 3000 4000 5000 6000 7000 8000
Bildspalte Bildspalte
(a) Linkes Bild obere Bildreihe (b) Rechtes Bild obere Bildreihe
4 1e7 4 1e7

--- Schwellwert erster/letzter Peak
v detektierter Peak
------ maskierter Bereich

--- Schwellwert erster/letzter Peak ...
v detektierter Peak
------ maskierter Bereich

mittelwertfreie quadratische Summe
mittelwertfreie quadratische Summe

1 1
0 1000 2000 3000 4000 5000 6000 7000 8000 0 1000 2000 3000 4000 5000 6000 7000 8000
Bildspalte Bildspalte

(c) Linkes Bild untere Bildreihe (d) Rechtes Bild untere Bildreihe

Abbildung 4.8: Visualisierung der Peak-Erkennung
Die Abbildung visualisiert die Peak-Erkennung fur die in Abbildung [{.7] gezeigten
Fahrbahnbilder.
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Die durch den Abfluss im letzten Drittel des linken Fahrbahnbildes erzeugten verti-
kalen Kanten zeigen sich deutlich in den quadratischen Summen (Abbildung . In
diesem Fall besitzen sie jedoch keine Auswirkung, da die angrenzende Stitching-Kante
einen minimal hoheren Peak erzeugt. Weiterhin wird deutlich, dass der erste Peak in
Abbildung und das Potenzial fiir eine Fehldetektion bietet (siehe vergrofser-
ter Ausschnitt fiir diesen Bereich in Abbildung [4.7} Seite [48]), welche jedoch durch die

abschliefsende Plausibilitéatspriifung vermieden werden kann.

Verrechnung der erkannten Raster

Nachdem die Stitching-Kanten fiir beide Bildhélften detektiert wurden, erfolgt in die-
sem Schritt die Verrechnung zu einem finalen Raster. Je nach Ausgangspunkt miissen
hierbei drei Félle unterschieden werden. Wurden zuvor alle Raster verworfen, endet
der Prozess ohne Ergebnis. Steht nur noch ein Raster zur Verfiigung, wird dieses als
finales Detektionsergebnis angenommen. Andernfalls erfolgt eine Verrechnung. Datfiir
wird zuerst die Anzahl der detektierten Stitching-Kanten verglichen. Unterscheiden
sich diese, wird die Welligkeit* als ein MaR fiir die Unterschiedlichkeit der Abstin-
de zwischen den detektierten Kantenpositionen analysiert. Hierzu wird eine maximale
Welligkeit definiert und das Raster, welches diese am stérksten iibersteigt, eliminiert.
Sollte dieser Grenzwert in keinem der beiden Fille tiberschritten werden, konnen bei-
de Moglichkeiten als plausibel angesehen werden und somit automatisiert kein finales
Raster abgeleitet werden. Wurde ein Raster verworfen, endet der Prozess und das
Detektionsergebnis wird durch das verbleibende Raster definiert. Andernfalls ist nun
sichergestellt, dass die verbleibenden Raster die gleiche Lange besitzen. Folglich kon-
nen die einzelnen Kantenpositionen verglichen werden. Fiir jede Kante wird hierzu
die Standardabweichung aus den beiden Position berechnet. Uberschreitet eine dieser
Standardabweichungen einen vorher definierten Maximalwert, wird das Raster mit der
héchsten Welligkeit verworfen. Sollten auch nach dieser Uberpriifung zwei Raster ver-
bleiben, wird jeweils der Mittelwert aus den beiden Kantenpositionen gebildet und so
das finale Raster bestimmt. Abbildung zeigt die finalen Detektionsergebnisse fiir
die in Abbildung [4.7] (Seite prisentierten Fahrbahnbilder.

4 Die Welligkeit kann als Summe der absoluten Werte der zweiten Ableitung berechnet werden.
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Abbildung 4.9: Detektionsergebnisse

Dargestellt sind die Detektionsergebnisse fiir die Fahrbahnbilder aus Abbildung .

Angabe der Sicherheit bei der Detektion

Der realisierte Algorithmus unterstiitzt neben der Lokalisierung der Stitching-Kanten
auch das Ableiten einer Detektionssicherheit. Auf Basis dieser kénnen Operatoren
eingebunden oder bestimmte Bilder fiir eine automatisierte Weiterverarbeitung ausge-

schlossen werden. Die Sicherheit wird dabei in die folgenden drei Stufen eingeteilt:

Stufe 0
Die Lage der Stitching-Kanten konnte nicht bestimmt werden. In diesem Fall
konnten die detektierten Raster der einzelnen Bildhélften als Ausgangspunkt fiir

das Einbinden eines Operators genutzt werden.

Stufe 1
Die Lage der Stitching-Kanten konnte bestimmt werden, jedoch iibersteigt die
Welligkeit des finalen Rasters den vordefinierten Maximalwert. Es handelt sich
folglich um eine unsichere Detektion, deren Ergebnis einem Operator zur Vali-

dierung présentiert werden kénnte.

Stufe 2
Die Lage der Stitching-Kanten konnte bestimmt werden und die Welligkeit des
finalen Rasters ist kleiner als der vordefinierte Maximalwert. Detektionen dieser

Art konnen als sicher angesehen werden und bediirfen keiner Validierung.

Fiir den kompletten Lokalisierungsprozess werden pro Fahrbahnbild unter Verwen-
dung einer mittelpreisigen Grafikkarte, wie beispielsweise einer NVIDIA GTX 1080,
durchschnittlich 204 Millisekunden benétigt.
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Formulierung als Pseudocode

Nachfolgend wird der vorgestellte Algorithmus in Form von Pseudocode beschrieben.

Die dabei verwendete Notation ist an Python-Syntax angelehnt. Indizierungen begin-

nen daher stets bei 0.

Eingaben
1 X €{0,1,...,255}3498x7883 // Fahrbahnbild
2 Cpeaks = 0,80 // Skalierungsfaktor fiir approx. Abstand zwischen zwei Peaks
3 thpeaks = 0,50 // relative Mindesthéhe fiir Peaks in Plausibilitédtspriifung
4 Winae = 10,00 // maximale Welligkeit in Pixeln
5 Omaz = 2,00 // maximale Standardabweichung in Pixeln
Algorithmus

Teilung in
6

Getrennte
7
8

10

11

12

zwei Bildhéilften:
Horizontale Teilung des Fahrbahnbildes:
X(oben)’x(unten) c {07 1,..., 255}1749><7883

Kantenerkennung fiir jede Bildhilfte:

Faltung mit Sobel-Filter F: Y = conv(X('),E)

Elementweise Bestimmung der mittelwertfreien Summen §,§2 € N1749,
s=§—mean(s) mit: §[j] =sum(X[;,j]) Vje€0,...,7883 —1]

2 2

s? =8> —mean(8?) mit: &[j] = sum(X?[;,5]) Vj€[0,...,7883 — 1]
Approximation des minimalen und maximalen Rasterabstandes d,,;, bzw. dmnaez
mittels reelwertiger FFT unter Vernachl&ssigung der DC-Komponente:

1. Anwendung der reelwertigen FFT: u = abs(rfft(s)))

2. Bestimmung der dominierenden Frequenz: i,,, = argmax(u[l:])

3. Ableitung eines minimalen Rasterabstandes: din = Cpeaks * 7883/

4. Ableitung eines maximalen Rasterabstandes: dpuz = Yepears * 7883/imas
Peak-Erkennung zur Bestimmung der Kantenpositionen p € N {1911} anhand der
Maxima in s? beginnend bei globalem Maximum und unter Beriicksichtigung
von di, zur Maskierung umliegender Elemente

Plausibilitéatspriifung fiir ersten und letzten Peak anhand des Wertes:

1. Berechnung des Medians: m = med(s?[p[1:—1]])

2. Falls p[0] < thpeaks - m verwerfen von p[0]: p = p[l:]

3. Falls p[—1] < thpeaks - m verwerfen von p[—1]: p = p[:—1]
Plausibilitéatspriifung fiir ersten und letzten Peak anhand des Abstandes
zum Bildrand:

1. Falls p[0] > dynee verwerfen des erkannten Rasters: p[:] = —1

2. Falls (7883 — p[—1]) > dinax verwerfen des erkannten Rasters: p[:] = —1
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Verrechnung der erkannten Raster B("be”) und E(“”ten) zu E(fi"“l):

13 Berechnung der Welligkeiten: w(*) = sum(abs(diff(diff(p(*)))))
14 Falls all(p(®**[] == —1) und all(p(“™**")[:] == —1): goto Fehler
15 Falls all(p(®*"[] == —1): goto Final_unten
16 Falls all(p(v"*e")[:] == —1): goto Final_oben
17 Sonst:
18 Falls size(p(°**™)) I= size(p(*"t*™)):
19 Falls w(®%") < w,,0p und w(*™¢") < w,,..: goto Fehler
20 Falls w(¢?) > q(unten) yng (%) > qp, .. goto Final unten
21 Falls w(unten) > qp(oben) yng qop(unten) 5 qp . goto Final_oben
22 Sonst:
23 Berechnung der Standardabweichungen o € Rsize(®'”) .
alj] = std({p**m [j], p“ M) []}) Vi€ [0,...,size(p)) — 1]
24 Falls any(g[:] > Omaz):
25 Falls w(mte™) > (°ben): goto Final oben
26 Falls w(®®) > w(unten): ogoto Final unten
27 Sonst:
28 E(final)[:] =1/a. (E(oben) T E(untm))
29 goto FEnde
Fehler:
30 pfmel:] = —1; goto Ende
Final_oben:
31 pUinal[] = ploben) . y(final) — y(oben) . goto Ende
Final _unten:
32 plfinal)[;] = plunten) ., (final) — 4 (unten)
Ende:

Angabe der Detektionssicherheit c:

33 Falls pU/ina[] == —1: ¢=0
34 Falls w™me) > w00t c=
35 Falls w(f™ma) < 4,00 ¢ =2
Riickgaben
36 plfinal) // Rasterpositionen der Stitching-Kanten
37 c // Detektionssicherheit

Abbildung 4.10: Pseudocode: Algorithmus zur Lokalisierung der Stitching-Kanten
Dargestellt ist der an Python angelehnte Pseudocode fiir den realisierten Algorith-
mus zur Lokalisierung der Stitching-Kanten. Ausfihrliche Erlduterungen konnen der

textuellen Beschreibung in diesem Abschnitt entnommen werden.
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4.4.1.2 Experimente zur Parameteridentifikation

In diesem Abschnitt werden die durchgefiihrten experimentellen Untersuchungen zur
Parameteridentifikation beschrieben. Sowohl der Algorithmus als auch die verwendeten
Parameter wurden auf iterative Weise bestimmt. In jeder Iteration wurden die Ergeb-
nisse von allen 1.637 Fahrbahnbildern betrachtet und bestehende Probleme analysiert.
Anschliefsend wurden entweder die Parameter entsprechend adaptiert, oder es erfolgte
eine Anpassung des Algorithmus. Tabelle fasst alle Konfigurationen zusammen,

welche nach der Festlegung des Grundalgorithmus untersucht wurden.

Konfiguration
I II I1I v
Allgemeine Parameter
Skalierungsfaktor fiir Peakabstand cpeqis 0,7 0,7 0,7 0,8
maximale Welligkeit w,,q, [Pixel] 10 10 10 10
maximale Standardabweichung o,,,, [Pixel] 2 2 2 2

Plausibilitatspriifung erster/letzter Peak

relative Mindesthohe thpeqps 0,7 0,6 0,5 0,5
Funktion zur Bestimmung der mittleren Héhe Mittelwert Median Median Median
Uberpriifung des Abstandes zum Bildrand Nein Nein Nein Ja

Tabelle 4.2: Parameteridentifikation Stitching-Kanten-Lokalisierung
Dargestellt sind die nach der Festleqgung des Grundalgorithmus getesteten Konfigu-
rationen zur finalen Parameteridentifikation. Fir eine Erlduterung der einzelnen

Parameter sei auf den Pseudocode in Abbildung[{.10 verwiesen

Neben den bereits vorgestellten Parametern wurden zwei verschiedene Funktionen zur
Bestimmung der mittleren Hohe fiir die Validierung des ersten und des letzten Peaks
betrachtet (Pseudocode Zeile 11). Weiterhin wurde die fiir diese Peaks durchgefiihrte
Plausibilitatspriifung anhand des Abstandes zum Bildrand erst in der letzten Iteration
ergénzt (Pseudocode Zeile 12) und ist daher nur Teil von Konfiguration IV.

Zur Bewertung der Parameterkonfigurationen wurden die Ergebnisse der Kantenlokali-
sierung in acht Gruppen untergliedert. Diese umfassen neben einer Klasse fiir korrekte

Detektionen sieben beobachtete Probleme, welche eine fehlerhafte Kantenbestimmung
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zur Folge haben. In Tabelle werden die einzelnen Gruppen benannt und die zuge-

horigen Quantititen fiir jede Konfiguration zugeordnet.

Konfiguration
I 11 111 v

Korrekt %] 87,35 94,07 96,03 98,35
Fehlerhaft |%)| 12,65 593 397 1,65
Korrekt 1.430 1.540 1.572 1.610
Fehlerhaft 207 97 65 27
— Kante am linken Bildrand fehlt 100 34 8 1
— Kante am rechten Bildrand fehlt 71 24
— Kante am linken und rechten Bildrand fehlt 10 3 1
— Kante am linken Bildrand zuviel 2 2
— Kante am rechten Bildrand zuviel 1 5 15 1
— Fehler im Inneren 23 29 32 20
— alle Raster wurden verworfen - - - 1

Tabelle 4.3: Ergebnisse Stitching-Kanten-Lokalisierung

Die Tabelle zeigt die Ergebnisse der Untersuchungen zur Parameteridentifikation.

Die fiir Konfiguration I gewdhlten Parameter fiihrten zu einer Vielzahl fehlerhafter
Ergebnisse, bei denen die letzte Kante unmittelbar vor den Bildrédndern nicht detek-
tiert wurde. Daher wurden die quadratischen Summen der zugehorigen Peaks und die
jeweils bestimmten mittleren Hohen analysiert. Dabei hat sich herausgestellt, dass der
genutzte Mittelwert zu stark von einzelnen deutlich ausgepriagten Kanten beeinflusst
wird (siehe letzter Peak in den Abbildungen Seite und dass der davon
verwendete prozentuale Anteil die Detektion der beiden Kanten in vielen Féllen aus-
schliefst. Fiir das anschlieffende Experiment wurde daher der Median und eine leicht
reduzierte Mindesthohe genutzt. Die Ergebnisse in Tabelle [4.3] zeigen, dass die fiir
Konfiguration II gewdhlten Parameter zu einer deutlichen Verbesserung, aber noch
nicht zu zufriedenstellenden Ergebnissen gefiihrt haben. Daher wurden erneut die be-
rechneten Grofen fiir die verbleibenden fehlerhaft bestimmten Bilder analysiert. In
der Konsequenz wurde die erforderliche Mindesthohe fiir Konfiguration I1I nochmals

durch eine Anpassung des prozentualen Anteils gesenkt. Wahrend damit das Nicht-
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detektieren dieser Kanten weitestgehend vermieden werden konnte, wurden nun aber
auch vermehrt zusétzliche, nicht existierende Kanten erkannt. Aus diesem Grund wur-
de fiir die abschliefsende Konfiguration der erforderliche Mindestabstand zwischen den
Kanten erhoht. Dadurch erreicht die Maskierung in vielen Féllen den Bildrand und es
kann die Detektion zusétzlicher Kanten ausgeschlossen werden. Gleichzeitig hat sich
gezeigt, dass die meisten verbleibenden nicht detektierten Kanten lediglich in einer
der beiden Bildhéalften nicht korrekt bestimmt wurden. In der anschlieflenden Verrech-
nung wurde das korrekte Raster aufgrund hoherer Welligkeit verworfen. Die erhohte
Welligkeit ist dabei aber nicht einer fehlerhaften Lokalisierung, sondern abweichenden
Segmentgrofen an den Bildrandern geschuldet. Daher wurde der Algorithmus um eine
zusitzliche Uberpriifung des Abstandes zum Bildrand erweitert. In der Folge konnten
die beschriebenen, falschlicherweise fiir korrekt gehaltenen Raster vor der Verrechnung
verworfen und somit das Ergebnis korrigiert werden.

Der finale Algorithmus liefert fiir 1.610 der 1.637 Fahrbahnbilder das korrekte Ergeb-
nis. Lediglich fiir 27 Bilder ist die Bestimmung entweder nicht moglich oder fehlerhaft.
Der Grofteil der Fehler ist hierbei durch falsch lokalisierte Kanten im Inneren des Bil-
des bedingt, welche auch nicht durch die getrennte Betrachtung der beiden Bildhélften
behoben werden konnen. Infolge von Artefakten, wie Abfliissen, Strakenmarkierungen
oder Pflastersteinen auf Geh- und Radwegen, enthélt das Bild in diesen Féllen noch
starker ausgeprigte Kanten, welche durch den Algorithmus bevorzugt detektiert wer-
den. Da fehlerhafte Kanten im Inneren aber in der Regel zu einem ungleichméfigen
Raster fiihren, konnen die meisten dieser Félle durch die angegebene Detektionssicher-

heit identifiziert werden. Tabelle [£.4] zeigt die bestimmten Sicherheiten.

Sicherheit
Stufe 0 Stufe 1 Stufe 2
Absolut 1 24 1.612
— davon korrekt lokalisiert - 2 1.608
— davon fehlerhaft lokalisiert 1 22 4

Tabelle 4.4: Sicherheiten Stitching-Kanten-Lokalisierung

Dargestellt ist die Verteilung der bestimmten Detektionssicherheiten.
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Insgesamt 25 der 1.637 Fahrbahnbilder werden einer von Stufe 2 abweichenden Detek-
tionssicherheit zugeordnet. Unter diesen befinden sich 23 der 27 Bilder mit fehlerhaft
lokalisierten Kanten. Durch den Einsatz eines Operators und der Prasentation aller
Raster mit einer Stufe kleiner als 2 konnte folglich bei minimalem Aufwand eine na-

hezu fehlerfreie Detektion garantiert werden.

Im Anschluss an die experimentellen Untersuchungen wurden die verbleibenden Fehler
handisch korrigiert, sodass im weiteren Verlauf von fehlerfrei lokalisierten Stitching-

Kanten ausgegangen werden kann.

4.4.2 Bestimmung des Labelrasters

Da mit Hilfe des ZEB-Verfahrens nur flichenméfige Aussagen zum Zustand der Fahr-
bahn getroffen werden sollen, sieht das verwendete Format nicht die Speicherung des
zur Beurteilung genutzten Labelrasters vor. Folglich muss fiir eine erneute Verwendung
der Labelinformationen zunéchst die Lage des Rasters bestimmt werden. Nur bei kor-
rekter Ausrichtung iiber der Fahrbahn kann sichergestellt werden, dass die markierten
Bereiche auch wirklich schadhafte Stellen beschreiben. In diesem Abschnitt wird der
fiir die Lagebestimmung entwickelte Algorithmus préasentiert. Anschlieffend werden
die durchgefiihrten experimentellen Untersuchungen zur Parameteridentifikation vor-

gestellt.

4.4.2.1 Algorithmus

Die Bestimmung der Lage des Labelrasters setzt die Lokalisierung der Fahrbahn im
Fahrbahnbild voraus. Hierfiir muss das Bild auf fahrbahnbegrenzende Strukturen, wie
Fahrbahnmarkierungen, Geh- und Radwege oder andersartige Randbereiche, unter-
sucht werden. Da die Gestalt dieser Strukturen sehr vielseitig sein kann, sieht der
realisierte Algorithmus hierfiir die Anwendung eines trainierten Klassifikators vor. An-
schliefend kénnen die fahrbahnbegrenzenden Strukturen im Bild maskiert und die Lage
der Fahrbahn abgeleitet werden. Nachfolgend werden alle drei Teile des Algorithmus
in Textform beschrieben. Genaue Implementierungsdetails kénnen der anschliefenden

Formulierung als Pseudocode in Abbildung (Seite entnommen werden.
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Detektion fahrbahnbegrenzender Strukturen

Fiir die Detektion von fahrbahnbegrenzenden Strukturen wird ein eigens dafiir trai-
nierter Klassifikator verwendet, dessen Aufbau sich an dem in |[EISENBACH et al.,
2017)° présentierten Convolutional Neural Network zur Erkennung von Schadstellen
orientiert. Das verwendete Netzwerk besteht aus einer Vielzahl von Faltungs- und
Pooling-Schichten, gefolgt von drei abschlieRenden vollverschalteten Schichten®. Fiir
den Einsatz in dieser Masterarbeit wurde die letzte vollverschaltete Schicht so modifi-
ziert, dass drei Klassen unterschieden werden kénnen. So sollen Patches mit Strafsen-
markierungen (Klasse 0) von solchen mit zu ignorierenden Randbereichen (Klasse 1)
und von reguléren Strafenausschnitten (Klasse 2) abgegrenzt werden. Da bei der Er-
stellung des GAPs-Datensatzes neben schadhaften Stellen ebenfalls bei der Extraktion
auszuschlieffende Bereiche in Form von Bildregionen mit Straffenmarkierungen und zu
ignorierenden Randbereichen markiert wurden, konnen diese Bildteile fiir die beiden
zuerst genannten Klassen verwendet werden. Der komplette GAPs-Datensatz’ kann
zur Prasentation von reguldren Strakenausschnitten genutzt werden. Der letztlich ver-
wendete Datensatz umfasste neben 4,9 Millionen Beispielen aus dem GAPs-Datensatz
weitere 1,46 Millionen Patches mit Strafsenmarkierungen und 2,66 Millionen Bildaus-
schnitte, welche zu ignorierende Randbereiche zeigen. Der Klassifikator wurde iiber
einen Zeitraum von einem halben Monat trainiert und anschliefend anhand der ba-
lancierten Accuracy auf Validierungsdaten die beste Epoche ausgewahlt.

Fiir die Anwendung des Klassifikators auf komplette Fahrbahnbilder wurde die bereits
fiir [EISENBACH et al., 2016[® entwickelte Umwandlung in ein Netzwerk, welches aus-
schliefslich aus Faltungs- und Pooling-Schichten besteht, genutzt. In der Folge kann
das Netzwerk auf beliebige Bildgrofen angewendet werden und die deutlich zeitauf-

wendigere patchweise Verarbeitung des Inputbildes entfallt?.

5
6

Die Publikation enthilt eigene Beitridge zur Bestimmung der verwendeten Netzwerktopologien.
Die gleiche Netzwerkstruktur wird ebenfalls fiir den zu realisierenden inkrementellen Lernprozess
verwendet. Weitere Details zum Aufbau des Klassifikators kénnen daher den Ausfiihrungen in
Abschnitt (Seite [78) entnommen werden.

Da der Klassifikator parallel zur Uberarbeitung des GAPs-Datensatzes trainiert wurde, konnte
nicht die {iberarbeitete Version genutzt werden.

Die Publikation enthélt eigene Beitrége zur Anwendung von Klassifikatoren auf ganze Bilder.
9 Die genaue Vorgehensweise wird in Abschnitt |5.4.1.1| (Seite durch ein Beispiel veranschaulicht.
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Nach erfolgter Verarbeitung durch das Netzwerk wird fiir jede Klasse eine Maske zur
Beschreibung der Bereiche im Eingabebild erstellt. Abbildung veranschaulicht den

Erstellungsprozess der Masken anhand eines Beispielbildes.
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Abbildung 4.11: Detektion fahrbahnbegrenzender Strukturen
Dargestellt ist der Prozess zur Detektion fahrbahnbegrenzender Strukturen. Fir aus-

fiihrliche Erliduterungen sei auf den nachfolgenden FliefStext verwiesen.

Zunéchst wird ein Schwellwert auf die Softmax-Ausgabe der jeweiligen Klasse ange-
wendet. Anschlieffend werden vereinzelte Fehlklassifikationen durch die Anwendung
eines Openings mit einem rechteckigen morphologischen Element unterdriickt. Da die
maskierten Ausgaben noch immer sehr hochauflésend sind, wird dieser Teil der Verar-
beitung durch zwei aufeinanderfolgende Faltungsoperationen realisiert und kann somit
sehr effizient mit einer Grafikkarte berechnet werden. Abschlieffend werden die auf diese
Weise bestimmten bindren Masken auf die Netzwerkeingabe zuriick projiziert. Da das
Netzwerk ausschliefslich aus Faltungs-und Pooling-Schichten besteht und bei der Fest-
legung der Netzwerktopologie auf eventuell auftretende Randeffekte!® geachtet wurde,

kann der komplette Vorwértsprozess durch das Netzwerk ebenfalls als die Anwendung

10 Randeffekte entstehen, wenn der Filter beziehungsweise der Pooling-Bereich bei der Verarbeitung
in einer entsprechenden Schicht nicht mehr komplett auf der Eingabe aufgesetzt werden kann. In
der Regel werden diese Randbereiche bei der Verarbeitung einfach ignoriert. Nach der Konvertie-
rung des Netzwerks fiir eine Anwendung auf beliebige Bildgrofien werden diese Bereiche jedoch

beriicksichtigt und kénnen zu Problemen fiihren.
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einer einzelnen Faltungs-Schicht interpretiert werden. Die Filtergrofe entspricht da-
bei der fiir das Training gewéhlten Patchgrofe und die Verschiebung der Filter ergibt
sich als Produkt aus den einzelnen, in den Faltungs- und Poolingschichten definierten
Verschiebungen. Die Riickprojektion kann letztlich anhand dieser Ersatzschicht durch
die Bestimmung der Gradienten der Ausgaben hinsichtlich der Eingaben berechnet
werden. Die auf diese Weise zuriickgerechneten Ausgaben beriicksichtigen die teilweise
Uberlappung bei der Netzwerkanwendung und fithren damit zu sehr genauen Masken.
Die fiir das Beispielbild in Abbildung berechneten Masken zeigen, dass die Netz-
werkausgabe nicht fehlerfrei ist. Der anschliefende Algorithmus zur Bestimmung der

Fahrbahnlage muss daher tolerant gegen vereinzelte Fehlklassifikationen sein.

Verkniipfung zu einer Gesamtmaske fiir unzulissige Bereiche

Nachdem die Masken fiir alle Klassen extrahiert wurden, werden diese nun zu ei-
ner Gesamtmaske zur Beschreibung unzuléssiger Bereiche verrechnet. Die Ergebnisse
in Abbildung zeigen, dass reguldre Stralenausschnitte nicht zuverldssig genug
detektiert werden konnen und deshalb fiir die Berechnung der Gesamtmaske nicht
auf die Inverse der Maske fiir Klasse 2 zuriickgegriffen werden kann. Es erfolgt daher
eine Verrechnung der verbleibenden beiden Masken. Abbildung verdeutlicht die

beschriebene Vorgehensweise zur Verkniipfung der beiden Masken.

Klasse 1
Randbereiche

Klasse 0
Markierungen

Abbildung 4.12: Verkniipfung zu einer Gesamtmaske fiir unzuléssige Bereiche
Die Abbildung verdeutlicht die Verrechnung der Masken fiir die Klassen 0 und 1 zu

einer Gesamtmaske zur Beschreibung unzuldssiger Bereiche.
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Da relevante Straenmarkierungen im gesamten Bild auftreten konnen, werden fiir die-
se Klasse alle Bereiche in die Ergebnismaske {ibernommen. Aufgrund der Kalibrierung
der Kameras auf den rechten Fahrbahnrand vor Aufnahmebeginn kann fiir Randbe-
reiche hingegen davon ausgegangen werden, dass sich diese ausschlieflich am Rand
der Bilder befinden. Aus diesem Grund werden von der entsprechenden Maske nur
25% vom linken und 15% vom rechten Bildrand in das Ergebnis {ibernommen. Auf

diese Weise kann der Einfluss von Fehldetektionen innerhalb der Fahrbahn, wie sie in

Abbildung fiir Klasse 1 zu sehen sind, verringert werden.

Bestimmung der Lage der Fahrbahn

Die berechnete Gesamtmaske bildet die Grundlage fiir die nun erfolgende Lagebestim-
mung der Fahrbahn. Hierflir werden zuerst alle Maskenelemente entlang der Fahrtrich-
tung aufsummiert. Der auf diese Weise erstellte Querschnitt wird anschlieffend mit
Hilfe eines Schwellwertes in Segmente unterteilt. Abbildung veranschaulicht die-
sen Vorgang fiir das bisher zur Erlduterung verwendete Fahrbahnbild. Jedes der griin
dargestellten Segmente markiert hierbei einen moglichen Bereich fiir die Fahrbahn.
Die Schwierigkeit besteht darin, in allen Bildern stets das fahrbahnbildende Segment
beziehungsweise die fahrbahnbildenden Teilsegmente zu identifizieren. Wahrend bei-
spielsweise die Entscheidung fiir Abbildung visuell sehr leicht getroffen werden
kann, verdeutlicht das Beispiel in Abbildung [4.13D] dass Strafenmarkierungen oder
Storungen infolge von Fehlklassifikationen die Wahl erschweren kénnen. Der Algorith-
mus orientiert sich daher an den Richtlinien zur Anlage von Landstraffen (RAL) und
definiert eine Mindestfahrbahnbreite von 2,5 Metern. Diese metrische Angabe kann mit
Hilfe der bekannten Relation zwischen der Bildgrofie und der Lange des dargestellten
Fahrbahnausschnittes in eine Pixelangabe umgerechnet und fiir die Validierung der
Segmente genutzt werden. Die Segmentanalyse beginnt stets beim grofiten zentralen
Segment. Sollte dieses die definierte Mindestgrofse iiberschreiten, wird davon ausge-
gangen, dass die Fahrbahn gefunden wurde und der Prozess endet. Andernfalls wird

zusitzlich das zweitgrofste Segment bestimmt und dessen relative Lage zum ersten Seg-

HRAL: http://www.vsvi-mv.de/fileadmin/Medienpool/Seminarunterlagen/Seminare_2012/
Vortrag_1_-_neue_RAL_Frau_Vetters.pdf| (Zuletzt aufgerufen: 14.05.2017)



http://www.vsvi-mv.de/fileadmin/Medienpool/Seminarunterlagen/Seminare_2012/Vortrag_1_-_neue_RAL_Frau_Vetters.pdf
http://www.vsvi-mv.de/fileadmin/Medienpool/Seminarunterlagen/Seminare_2012/Vortrag_1_-_neue_RAL_Frau_Vetters.pdf
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ment analysiert. Liegen beide Segmente in der unmittelbaren Umgebung und werden
lediglich durch eine Struktur nicht breiter als zwei Fiinftel der Mindestfahrbahnbreite
getrennt, erfolgt eine Verkniipfung zu einem Ersatzsegment. Auf diese Weise kénnen
mittige Strafsenmarkierungen, wie in Abbildung dargestellt, korrekt behandelt
werden. Ubersteigt das bestimmte Ersatzsegment die geforderte Mindestgrofe, konnte

die Fahrbahn lokalisiert werden. Ansonsten endet der Prozess ohne Ergebnis.
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Abbildung 4.13: Bestimmung der Lage der Fahrbahn

Die Abbildung zeigt zwei Fahrbahnbilder mit rot iiberlagerten unzuldssigen Bereichen
und grin eingezeichnetem Ergebnis der Lagebestimmung. Weiterhin werden zwei un-
terstitzende Visualisierungen zur Erlduterung der Vorgehensweise dargestellt. Fir

weiterfihrende Details sei auf den vorstehenden Fliefitext verwiesen.

Angabe der Sicherheit bei der Detektion
Der realisierte Algorithmus unterstiitzt neben der eigentlichen Lagebestimmung der
Fahrbahn ebenfalls das Ableiten einer Detektionssicherheit, auf deren Basis Operato-

ren eingebunden oder bestimmte Fahrbahnbilder fiir eine automatisierte Weiterverar-
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beitung ausgeschlossen werden kénnen. Bei der Angabe der Detektionssicherheit wird
sowohl die Grofe der fahrbahnbegrenzenden Bildstrukturen als auch die Entschei-
dungskraft des eingesetzten Klassifikators berticksichtigt.

Zur Beurteilung der entscheidungsgebenden Bildstrukturen wird die Segmenteintei-
lung und die Lagebestimmung der Fahrbahn zunéchst mit dreifachem und fiinffachem
Schwellwert wiederholt. Anschliefsend werden die bestimmten Fahrbahnpositionen auf
Gleichheit gepriift. Hierfiir wird die Standardabweichung aus den einzelnen Start- und
Endpunkten berechnet und mit einem vorher festgelegten, maximal zu tolerierenden
Wert verglichen. Dieser Maximalwert orientiert sich an den in den Richtlinien zur
Anlage von Landstrafen festgelegten Bestimmungen zur Fahrbahnkennzeichnung. In
diesen wird eine minimale Linienstéirke von 10cm definiert. Da bei der Validierung auf
keinen Fall vorhandene Linien iibersprungen werden diirfen, wird fiir die maximale
Standardabweichung ein Drittel dieser Minimalbreite verwendet. Im Fall von identisch
bestimmten Fahrbahnpositionen kann geschlussfolgert werden, dass das Ausgangsbild
sehr grofflachige fahrbahnbegrenzende Strukturen enthélt und dass diese vom Klassi-
fikator auch entsprechend erkannt werden. Folglich kann davon ausgegangen werden,
dass die Lagebestimmung auf einer soliden Basis beruht. Entsprechend kann dem Er-
gebnis eine hohere Sicherheit zugeordnet werden. Abbildung verdeutlicht den ver-
folgten Ansatz an zwei Beispielen. Wahrend sich die fusionierten Fahrbahnsegmente
in Abbildung auch bei erhohten Schwellwerten (rot beziehungsweise gelb dar-
gestellt) kaum verdndern, unterscheiden sich die fahrbahndefinierenden Segmente in
Abbildung [4.14D] bereits bei doppeltem Schwellwert. Der verfolgte Ansatz ordnet daher
dem ersten Beispiel eine deutlich hohere Sicherheit zu. Ausgehend von der initialen
Stufe 1 fiir eine erfolgreiche Lagebestimmung der Fahrbahn, kann die Sicherheit durch
diese Uberpriifung fiir jeden zusétzlichen Schwellwert um eine Stufe erhoht werden.
Zusétzlich zu den Bildstrukturen wird ebenfalls die Entscheidungskraft der Klassi-
fikatorausgabe beurteilt. Hierflir wird die Bestimmung der Fahrbahnposition unter
Verwendung eines gesenkten Schwellwertes fiir die Softmax-Ausgabe ein weiteres Mal
wiederholt. Ziel ist es, zu iiberpriifen, ob sich die detektierten fahrbahnbegrenzenden
Strukturen auch bei gesenktem Schwellwert in dhnlicher Weise von der Umgebung ab-

grenzen lassen. In diesem Fall kann davon ausgegangen werden, dass die bestimmte La-
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ge kaum von Fehlklassifikationen beeinflusst wurde. Fiir die Beispiele in Abbildung[4.14]
ist diese zusétzliche Lagebestimmung grau dargestellt. Abbildung zeigt, dass auf

diese Weise falschlicherweise ausmaskierte korrekte Klassifikationen mit in die Posi-

tionsfindung einbezogen werden konnen. Abbildung hingegen verdeutlicht, dass

der gesenkte Schwellwert ebenfalls den Einfluss von Fehldetektionen verstérkt. So ent-

stehen fiir dieses Bild deutlich abweichende Segmente mit erheblichen Folgen fiir die

Lagebestimmung, welche fiir diese Konstellation nicht moglich wiére.
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Abbildung 4.14: Angabe der Sicherheit bei der Detektion

Die Abbildung zeigt zwei Fahrbahnbilder mit rot iberlagerten unzuldssigen Bereichen

und grin eingezeichnetem Ergebnis der Lagebestimmung. Weiterhin werden zwei un-

terstitzende Visualisierungen zur Erlauterung der Vorgehensweise zur Ableitung der

Sicherheit dargestellt. Fiir weiterfihrende Details sei auf den Fliefitext verwiesen.

Aus diesem Grund wird diese Uberpriifung ausschlieklich zur Ableitung von Sicher-

heitsinformationen genutzt. Der Vergleich der beiden bestimmten Fahrbahnpositionen

erfolgt auf die bereits beschriebene Weise. Sollten sich hierbei identische Fahrbahn-
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positionen ergeben, wird die zugeordnete Sicherheit um eine halbe Stufe erhoht. Auf
diese Weise kann trotz der Verwendung von nur einem Zahlenwert fiir die Sicherheit
eine nachtragliche Unterscheidung erméglicht werden. Zusammenfassend ergeben sich

fiir die Sicherheit die folgenden Stufen:

Stufe 0
Die Lage der Fahrbahn konnte nicht bestimmt werden. In diesem Fall konn-
ten einem Operator verschiedene Moglichkeiten auf Basis der unterschiedlichen

Schwellwerte prasentiert werden.

Stufe 1
Die Lage der Fahrbahn konnte bestimmt werden, jedoch existieren keine grof-
flachigen fahrbahnbegrenzenden Strukturen oder diese konnten nicht detektiert
werden. (Stufe 1,5: fahrbahnbegrenzende Strukturen konnten aber deutlich ab-

gegrenzt werden)

Stufe 2
Die Lage der Fahrbahn konnte bestimmt werden. Zudem gibt es Anzeichen,
dass die Detektion auf grofsflichigen fahrbahnbegrenzenden Strukturen basiert.
(Stufe 2,5: fahrbahnbegrenzende Strukturen konnten zudem deutlich abgegrenzt

werden)

Stufe 3
Die Lage der Fahrbahn konnte bestimmt werden und basiert auf grofflachigen
fahrbahnbegrenzenden Strukturen. (Stufe 3,5: fahrbahnbegrenzende Strukturen

konnten zudem deutlich abgegrenzt werden)

Fiir den kompletten Lokalisierungsprozess einschlieflich der Ableitung der Sicherheit
werden pro Fahrbahnbild unter Verwendung einer mittelpreisigen Grafikkarte, wie bei-

spielsweise einer NVIDIA GTX 1080, durchschnittlich 2,923 Sekunden benétigt.
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Formulierung als Pseudocode
Nachfolgend wird der Algorithmus in Form von Pseudocode beschrieben. Da die ver-

wendete Notation an Python-Syntax angelehnt ist, beginnen Indizierungen stets bei 0.

Eingaben
1 Xe€{0,1,...,255}3498xT883 // Fahrbahnbild
Lagebestimmung:
2 SLage = [0.98,0.98,0.98] // Softmax-Schwellwerte
3 hopening = 3, Wopening = 7 // GroBe morphologisches Element Opening in Pixeln
4 thrage = meter2pixel(0,65) // Schwellwert fiir Segmenteinteilung
5 dFahrbahn = meter2pixel(2,50) // Mindestfahrbahnbreite
6 dgegment = 2/5 - meter2pixel(2,50) // maximaler Abstand zwischen zwei Segmenten
Sicherheitsbestimmung:
7 Sgicherheit = 10.96,0.96,0.96] // Softmax-Schwellwerte
8 thsicherheitt = 3 thiage // 1. Schwellwert fiir Segmenteinteilung
9 thsicherheit2 = 5 - thrage // 2. Schwellwert fiir Segmenteinteilung

10 OSicherheit = /3-meter2pixel(0,10) // maximale Standardabweichung fiir gleiche Positionen

Algorithmus
Hilfsfunktionen:
11 function meter2pixel(x): return x - 7883/10 // meter2pixel(Angabe in Metern)
12 function segmentbestimmung(s,th): // segmentbestimmung(Summen, Schwellwert)
13 S=0, start=—1
14 for i =0 to size(s) — 1
15 if s[i] > th and start == —1 then start =i
16 if si] <=th and start != —1 then start = —1; S=SU {[start,i]}
17 if start = —1 then S = SU {[start,size(s)]}
18 return S
19 function lagebestimmung(S): // lagebestimmung(Menge der Segmente)
20 id = argsort(S, key = segment[1] — segment|0])
21 if (S[d[0)][1] — S[id[0]][0]) > dranrbann then
22 return S[id[0]]
23 St = Slmin(id[0], i[1))
2 Syecnts = Shmax(id[0], id[1])]
25 if (Syecnts0] = Spinks[1]) > dsegment then
26 if (Sycents[l] = Siinks[0]) > dpanrbann then
27 return [s;;,,1,5 (0], S,ccnes[1]]
28 return [—1,—1]
29 function gleicheposition(P): // gleicheposition(Menge der Positionen)
30 Olinks = std({P[0]} per)
31 Orechts = std({pP[1]}per)

32 return Olinks < OSicherheit and Orechts < OSicherheit
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Detektion fahrbahnbegrenzender Strukturen:

33

34

35

36

Anwendung des Klassifikators zur Generierung der Ausgabe Y € R3X430x978.
Y = network(X)

Maskierung der Ausgaben mit den Softmax-Schwellwerten s =s;,,.:

Y[i| =Y[i] >=s[i] Viel0,1,2]

Anwendung des Openings mit morphologischem Element E € {1}h"PE"i"9X"JOPC"i"9:
Y[i] = opening(Y[i],E) Vi€ [0,1,2]

Riickprojektion der Ausgaben auf die Eingaben zur Generierung der

Masken M € {0,1}3%3496%780 durch transponierte Faltung mit den

Filtern F € {1}1X1%04x64 ypd den Verschiebungen s, = s, = 8:

M[i] = transposedconv(Y[i],F,s,,s;) > 0,0 Vie[0,1,2]

Verkniipfung zu einer Gesamtmaske fiir unzuléissige Bereiche:

37

38

Bestimmung der Gesamtmaske U € {0,1}3196%7880 durch Ubernahme der Maske fiir
Klasse 0: Markierungen:

U = M[)

Hinzufiigen der Anteile der Maske fiir Klasse 1: Randbereiche:

Ul:n,:] = Uln,:] VMIL, n,:] mit n=[0,15- 3496]

Ul:—n,:] =U[:—n,:] VM]L,:—n,:] mit n = [0,25- 3496

Bestimmung der Lage der Fahrbahn:

39

40
41

Summation aller Maskenelemente entlang der Fahrtrichtung zur Bestimmung
der Summen g € N34%:

q[i] = sum(U[i,:]) Vje[0,...,3496 — 1]

Einteilung der Summen in Segmente S: S = segmentbestimmung(g, thLage)

Bestimmung der Fahrbahnposition p € N?: p = lagebestimmung(S)

Angabe der Detektionssicherheit c:

42
43
44
45

46
47
48
49

50
FEnde:

Falls all(p[:] == —1): ¢=0; goto Ende

Festlegung des Standardwertes: c=1

Beurteilung der entscheidungsgebenden Bildstrukturen:
Bestimmung der Fahrbahnpositionen mit erhdhten Schwellwerten:
Poichorheitl = lagebestimmung(segmentbestimmung(q, thsicherheit1))

Poichorheits = lagebestimmung(segmentbestimmung(q, thsicherheit2))

Falls gleicheposition({p,pg, , . .. }): c=c+1

Falls gleicheposition({p, ESicherheitl’ESicherheitQ}): c=c+l

Beurteilung der Entscheidungskraft der Klassifikatorausgabe:
Wiederhole den Prozess ab der Detektion fahrbahnbegrenzender
Strukturen in Zeile 34 unter Nutzung des Schwellwertes S = Sg;.herheit
bis zur Angabe der Detektionssicherheit zur Bestimmung der
Fahrbahnposition Poicherheits

Falls gleicheposition({p, Py, ;_.1.ist): ¢ =c+05
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Riickgaben
51 P // Position der Fahrbahn beziehungsweise des Labelrasters
52 c // Detektionssicherheit

Abbildung 4.15: Pseudocode: Algorithmus zur Bestimmung des Labelrasters
Dargestellt ist der an Python angelehnte Pseudocode fiir den realisierten Algorithmus
zur Bestimmung des Labelrasters. Ausfiihrliche Erlduterungen kinnen der textuellen

Beschreibung in diesem Abschnitt entnommen werden.

4.4.2.2 Experimente zur Parameteridentifikation

In diesem Abschnitt werden die durchgefiithrten experimentellen Untersuchungen zur
Parameteridentifikation zusammengefasst. Da eine Betrachtung aller Experimente den
vorgegebenen Rahmen iibersteigen wiirde, wird an dieser Stelle hauptséchlich auf die
fiir die Lagebestimmung relevanten Parameter eingegangen, welche nicht auf einer me-
trischen Angabe basieren oder deren metrische Interpretation nicht sofort erkennbar
ist'2. Tabelle zeigt die in diesem Abschnitt genauer betrachteten Parameterkonfi-

gurationen.

Konfiguration

I IT Inr I1v

Detektion fahrbahnbegrenzender Strukturen

Softmax-Schwellwerte sy, |:] 0,96 0,96 0,98 0,98
Hoéhe des morphologischen Elements hopening |Pixel] 3 3 3 3
Breite des morphologischen Elements wopening [Pixel] 3 3 3 7

Lagebestimmung der Fahrbahn
Schwellwert fiir Segmenteinteilung thpqze [m] 0,50 0,65 0,65 0,65

Tabelle 4.5: Parameterkonfigurationen Labelraster-Bestimmung
Dargestellt sind ausgewdhlte Parameterkonfigurationen, welche im Anschluss genau-
er betrachtet werden. Fiir Details zur Bedeutung und Verwendung der einzelnen Pa-

rameter sei auf den Pseudocode in Abbildung verwiesen.

12Fs wurden zusétzlich mehrere Experimente zur Bestimmung der Parameter zur Ableitung von
aussagekraftigen Detektionssicherheiten durchgefiihrt.
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Die Festlegung der initialen Parameter erfolgte anhand von 20 zufillig ausgewéhlten
Fahrbahnbildern. In jedem Bild wurde zuerst die Lénge der kiirzesten Fahrbahnmar-
kierung bestimmt. Hierbei hat sich gezeigt, dass bereits 0,5m lange Markierungen fiir
die Lagebestimmung relevant sein konnen (siehe Abbildung , Seite . Folglich
wurde der Schwellwert fiir die Segmenteinteilung auf den entsprechenden Wert gesetzt.
Um geeignete Softmax-Schwellwerte ableiten zu konnen, wurden zudem die zugeho-
rigen Softmax-Ausgaben betrachtet. Damit die fahrbahnbegrenzenden Strukturen in
den ausgewahlten Bildern durchgehend detektiert werden konnten, musste der Schwell-
wert fiir alle Klassen bis auf einen Wert von 0,96 reduziert werden. Um vereinzelten
Fehlklassifikationen vorbeugen zu kénnen, wurde weiterhin ein Opening mit einem qua-
dratischen Element verwendet, wobei die Seitenldnge zunéchst zu drei Pixeln gewihlt
wurde.

Anschliefsend wurde die Parameterkonfiguration I auf alle 1.637 Fahrbahnbilder an-
gewendet. Die Ergebnisse in Tabelle zeigen, dass die korrekte Fahrbahnposition
mit diesen Parametern nur fiir etwas mehr als die Hélfte der Bilder bestimmt wer-
den konnte. Die Analyse der fehlerhaften Labelraster hat ergeben, dass es besonders
oft in der unmittelbaren Umgebung von deutlich sichtbaren Markierungen zu Fehl-
klassifikationen kommt. In der Folge wird ein zu kleines fahrbahnbildendes Segment
bestimmt, welches letztlich zu einer abweichenden Fahrbahnposition fiihrt. Um diesem
Verhalten entgegenzuwirken, wurde der Schwellwert fiir die Segmenteinteilung in Kon-
figuration II auf einen Wert von 0,65m erhéht. Die Ergebnisse zeigen jedoch, dass dies
nur bedingt zu einer Verbesserung gefiihrt hat. Daher wurde fiir Konfiguration III zu-
sitzlich der Softmax-Schwellwert fiir alle Klassen erhoht und auf einen Wert von 0,98
gesetzt. Durch beide Anderungen konnte die Anzahl der fehlerhaft bestimmten Fahr-
bahnpositionen immerhin um die Hélfte reduziert werden. Da die Lage jedoch noch
immer fir etwas mehr als ein Fiinftel der Fahrbahnbilder fehlerhaft bestimmt wurde,
wurden die Ergebnisse fiir diese Bilder ein weiteres Mal analysiert. Hierbei hat sich
gezeigt, dass die Fehlklassifikationen durch die Erhohung der Softmax-Schwellwerte
auf nur noch sehr kleine und grofstenteils nicht zusammenhéngende Bereiche redu-
ziert werden konnten. Aus diesem Grund wurde fiir die finale Konfiguration die Grofe

des morphologischen Elements verandert. Da bei der Festlegung der Abmessungen
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darauf geachtet werden muss, dass die minimale Linienstidrke von 10cm im Ausgangs-
bild nicht iiberschritten wird, wurde das morphologische Element lediglich entlang der
Fahrtrichtung auf sieben Pixel erweitert. Markierungen miissen somit im Fahrbahn-
bild auf einer Lange von mindestens 112 Pixeln beziehungsweise 14,2cm durchgehend
erkannt werden, damit sie von Fehlklassifikationen unterschieden werden koénnen. Die
finalen Ergebnisse in Tabelle [4.6]zeigen, dass durch diese Modifikation der Einfluss von
Fehldetektionen in allen Gruppen noch einmal deutlich reduziert und die Genauigkeit

der Lagebestimmung wesentlich verbessert werden konnte.

Konfiguration
I IT 11 v
Korrekt %] 56,75 63,10 78,68 94,14
Fehlerhaft |%)| 43,25 36,90 21,32 5,86
Korrekt 929 1.033 1.288 1.541
Fehlerhaft 708 604 349 96
— leicht abweichend 451 396 219 29
— stark abweichend 213 173 96 60
— keine Bestimmung moglich 44 35 34 7

Tabelle 4.6: Ergebnisse Labelraster-Bestimmung

Dargestellt sind die Ergebnisse der experimentellen Untersuchungen zur Paramete-
ridentifikation. Um die bestimmten Positionen automatisiert beurteilen zu kénnen,
wurde die korrekte Fahrbahnlage in allen 1.637 Bildern zuvor hindisch markiert.
Durch den Algorithmus fehlerhaft bestimmte Fahrbahnpositionen werden fir die Aus-
wertung zusdtzlich in drei Gruppen unterteilt. Eine Fahrbahnposition wird dabei als
stark abweichend bezeichnet, wenn deren Lage an mindestens einer Seite um mehr

als 80 Pizel (entspricht der minimalen Linienbreite von 10cm) abweicht.

Mit Hilfe des letztlich realisierten Verfahrens kann die korrekte Fahrbahnposition fiir
1.541 der 1.637 Fahrbahnbilder ermittelt werden. Dies entspricht einer Genauigkeit
von 94,14%. Die in Tabelle dargestellten Detektionssicherheiten zeigen, dass mit
vertretbarem Aufwand 18 fehlerhaft bestimmte Fahrbahnpositionen korrigiert wer-

den kénnen. Hierflir miissten lediglich 30 Bilder (Detektionssicherheit kleiner als 1,5)
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durch einen Operator validiert werden. Die Genauigkeit konnte in diesem Fall um wei-
tere 1,1 Prozentpunkte verbessert werden. Die in Tabelle dargestellten Sicherhei-
ten verdeutlichen jedoch auch, dass fiir eine weitere Fehlerminimierung deutlich mehr
Aufwand notwendig ist. Zudem werden vielen falsch bestimmten Positionen falschli-
cherweise hohe Sicherheiten zugeordnet. Abbildung stellt zwei der acht Fahrbahn-
bilder dar, fiir welche das Labelraster trotz hochster Detektionssicherheit nicht korrekt
bestimmt wurde. Die den Bildern iiberlagerten Masken zeigen, dass die falschen Er-
gebnisse vor allem durch fehlende Detektionen fiir bereits verblasste Fahrbahnmarkie-
rungen entstehen. Untersuchungen hierzu haben gezeigt, dass diese Bereiche selbst bei
einem Softmax-Schwellwert von 0,6 nicht zuverlissig detektiert werden wiirden. Die-
ses Problem konnte daher lediglich durch ein gezieltes Nachtraining des Klassifikators

behoben werden.

Sicherheitsstufe
0O 1 15 2 25 3 35
Absolut 7 23 230 15 484 61 817
— davon korrekt bestimmt - 12 199 13 476 32 809

— davon fehlerhaft bestimmt 7 11 31 2 8 29 8

Tabelle 4.7: Sicherheiten Labelraster-Bestimmung
Dargestellt ist die Verteilung der Detektionssicherheiten iber alle Fahrbahnbilder.

Abbildung 4.16: Beispielbilder zur Erlauterung ausstehender Probleme

Dargestellt sind zwei der acht Fahrbahnbilder, fiir welche trotz héchster Sicherheits-
stufe die Fahrbahnposition falsch bestimmt wurde. Die rot tberlagerten Masken zei-
gen, dass dies vor allem ausbleibenden Detektionen fir Fahrbahnmarkierungen im

unteren Bildteil geschuldet ist.
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Im weiteren Verlauf der Masterarbeit werden ausschlieflich die handisch markierten
Fahrbahnpositionen verwendet, sodass ein Einfluss von eventuell falsch bestimmten

Labelrastern ausgeschlossen werden kann.

4.5 Zusammenfassung

In diesem Kapitel wurden die in dieser Masterarbeit verwendeten Daten vorgestellt.
Zum einen stehen sehr exakt gelabelte Einzelbilder zur Verfiigung, aus denen bereits
im Vorfeld der sogenannte GAPs-Datensatz erstellt wurde. Durch das schon seit vielen
Jahren angewendete Verfahren zur Zustandserfassung und -bewertung von Fernstrafien
(ZEB) existieren zum anderen sehr grofe Datenbestdnde an bereits zusammengesetz-
ten Fahrbahnbildern, welche jedoch nur nach einer geeigneten Vorverarbeitung ver-
wendet werden kénnen. So miissen die in den Bildern enthaltenden Stitching-Kanten
erkannt und maskiert werden. Weiterhin muss die genaue Position der Fahrbahn in
jedem Bild bestimmt werden, da die verfiigharen Labelinformationen nur dann kon-
kreten Bildbereichen in den Fahrbahnbildern zugeordnet werden kénnen. Fiir beide
Probleme wurden in diesem Kapitel Verfahren vorgestellt, welche diese Vorverarbei-
tungsschritte realisieren.

In den experimentellen Untersuchungen in Kapitel [6] werden sowohl der GAPs-
Datensatz und dessen Ausgangsbilder (im weiteren Verlauf als GAPs-Basisbilder be-
zeichnet) als auch ein Teil des verfiigbaren Datenbestandes an Fahrbahnbilder im Um-

fang von 1.647 Bildern verwendet.
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Kapitel 5
Intelligentes inkrementelles Lernen

Aufbauend auf den Erkenntnissen der State-of-the-Art-Betrachtungen aus Kapitel
wird in diesem Teil der Masterarbeit ein Verfahren zur Realisierung von intelligenten
inkrementellen Lernprozessen konstruiert. Hierfiir werden die anhand der State-of-the-
Art-Analyse ausgewéhlten Ansétze zu einem vollstdndigen Prozessablauf zusammen-
gesetzt. Obwohl dieser speziell auf den im ASINVOS-Projekt betrachteten Anwen-
dungsfall zugeschnitten ist, konnen viele der enthaltenen Kernaspekte auch auf andere
Anwendungsfelder tibertragen werden.

Im nachfolgenden Abschnitt wird zunéchst ein Uberblick iiber das realisierte Verfahren
gegeben. Anschlieflend werden die einzelnen Teilprozesse separat betrachtet und genau-
er beschrieben. Entgegen der theoretisch gehaltenen State-of-the-Art-Ausfiihrungen
steht hierbei vor allem eine Betrachtung aus anwendungsorientierter Sicht im Vorder-
grund. So werden formale Beschreibungen durch anschaulichere textuelle Formulierun-

gen ersetzt und zusétzliche bei der Implementierung zu beachtende Details erlautert.

5.1 Uberblick

Die Realisierung des angestrebten intelligenten inkrementellen Lernprozesses umfasst
mehrere aufeinanderfolgende Teilschritte. In der in Abbildung dargestellten Uber-
sichtsgrafik werden alle benotigten Schritte benannt und in den Prozessablauf einge-

ordnet.
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Bevor die zur Realisierung von intelligentem inkrementellem Lernen vorgesehene Vor-
gehensweise angewendet werden kann, muss zunéchst ein Basismodell fiir den zu ver-

wendenden Klassifikator festgelegt werden. Fiir die in dieser Masterarbeit betrachtete

Basismodell
des Klassifikators

Dropout- Ensemble-
Ansatz Ansatz

. Erweiterter GAPs-
Fahrbahnbilder [ Klassifikator ] Datensatz ]
o | Beispiele
Vorv?r_ mmfalgs R ] initiales
arbeitung Training Training

Klassifikator
Anwendung verbesserter
Klassifikator
Anwendung auf -
Nachtrainin
unbekannte Daten 9
Klassifikations- neue

ergebnisse Beispiele

Auswahl neuer

Unsicherheiten Trainingsbeispiele

intelligentes inkrementelles Lernen

Abbildung 5.1: Ubersicht intelligentes inkrementelles Lernen

Dargestellt ist der Prozessablauf zur Realisierung von intelligentem inkrementellem
Lernen. Das festgelegte Basismodell des Klassifikators muss zuerst mit einem geeig-
neten Ansatz um eine Extraktionsmethode fiir Unsicherheitsinformationen erweitert
und initial trainiert werden. Im Anschluss kann in den inkrementellen Lernprozess
tibergegangen werden. Hierbei wird der aktuelle Klassifikator zundchst auf unbekannte
Daten angewendet. Anschliefiend werden auf Basis der Klassifikationsergebnisse und
der extrahierten Unsicherheiten informative, neue Trainingsbeispiele ausgewdhlt. Ab-
schlieflend wird der Klassifikator mit dem erweiterten Datensatz erneut trainiert und

auf diese Weise in eine verbesserte Form tberfihrt.

Problemstellung wird das Basismodell anhand des in [EISENBACH et al., 2017|" prisen-

I Die Publikation enthilt eigene Beitrige zur Bestimmung der verwendeten Netzwerktopologien.
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tierten ASINVOS-Netzwerks definiert. Das verwendete Convolutional Neural Network
sowie vorgenommene Modifikationen werden in Abschnitt vorgestellt. Weiterhin
miissen neben einem gelabelten Datensatz fiir das initiale Training zusétzliche Da-
ten fiir den sich anschlieffenden inkrementellen Lernprozess zur Verfiigung stehen. In
dieser Masterarbeit werden hierfiir der in Abschnitt (Seite prasentierte GAPs-
Datensatz und die im Abschnitt (Seite vorgestellten und entsprechend vorver-
arbeiteten Fahrbahnbilder verwendet.

Damit fiir den angestrebten inkrementellen Lernprozess moglichst informative neue
Trainingsbeispiele ausgewahlt und redundante Daten vermieden werden konnen, muss
neben der eigentlichen Klassifikatorausgabe ebenfalls die Unsicherheit bei der Entschei-
dungsfindung beriicksichtigt werden. Da das betrachtete Basismodell, wie die meisten
anderen Deep-Learning-basierten Klassifikatoren, keine Moglichkeit bietet, derartige
Unsicherheitsinformationen anzugeben, muss das Modell zunéchst auf geeignete Weise
erweitert werden. Wéhrend der State-of-the-Art-Analyse konnten hierfiir zwei mog-
liche Ansédtze identifiziert werden. Zum einen kann die sonst nur fiir das Training
verwendete Dropout-Technik ebenfalls in der Anwendungsphase angewendet werden
(Dropout-Ansatz). Zum anderen kann auf Grundlage des definierten Basismodells ein
Ensemble konstruiert werden (Ensemble-Ansatz). Die fiir jeden Ansatz erforderlichen
Modifikationen am Basismodel und die Vorgehensweise zur Extraktion von Unsicher-
heitsinformationen werden in Abschnitt [5.3] beschrieben. In den anschliefenden ex-
perimentellen Untersuchungen in Kapitel [6] werden beide Ansétze hinsichtlich ihrer
Eignung zur Extraktion von Unsicherheitsinformationen untersucht.

Nachdem der Klassifikator erweitert wurde, muss dieser mit Hilfe des initialen Daten-
satzes trainiert werden. Ziel ist es, die Gewichte des Netzwerks stabil zu initialisieren,
sodass bei der Anwendung des Klassifikators aussagekraftige Unsicherheitsinformatio-
nen extrahiert werden kénnen. Anschliefend kann der Ubergang in den angedachten
inkrementellen Lernprozess erfolgen. Hierbei wird der Klassifikator in jeder Iteration
zunéchst auf mehrere Fahrbahnbilder angewendet. Auf Basis der Klassifikatorausgaben
und der extrahierten Unsicherheiten werden anschliefsend neue Trainingsbeispiele aus-
gewéhlt und ein weiterer Lernprozess initiiert. In Abschnitt [5.4] (Seite [85)) werden diese

drei Teilschritte des inkrementellen Lernprozesses erneut aufgegriffen und zunéchst die
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genaue Realisierung der Anwendungsphase betrachtet. Anschliefend werden konkre-
te Szenarien fiir die Erweiterung des Trainingsdatensatzes vorgestellt und wichtige
Aspekte fiir das Nachtraining des Klassifikators beschrieben.

Der vorgestellte inkrementelle Lernprozess kann beliebig oft wiederholt werden. Im
Idealfall kann die Klassifikationsleistung in jeder Iteration verbessert werden. Sollten
fortlaufend dhnliche Daten prasentiert werden, ist von einer Abnahme der Unsicherheit

auszugehen.

5.2 Basismodell des Klassifikators

Das in dieser Masterarbeit verwendete Basismodell beruht auf dem in [EISENBACH
et al., 2017] vorgestellten ASINVOS-Netzwerk. Die Struktur dieses Convolution Neural
Networks ist in Abbildung [5.2] dargestellt.

convolution 2D

convolution 2D

3%

Abbildung 5.2: Aufbau des ASINVOS-Netzwerk

Die Abbildung zeigt die Struktur des in [FISENBACH et al., 2017] vorgestellten
ASINVOS-Netzwerks, welches das in dieser Masterarbeit verwendete Klassifikator-
Basismodell definiert. Das Netzwerk besteht aus einer Vielzahl von Faltungs- und

Pooling-Schichten gefolgt von drei vollverschalteten Schichten.

Die Netzwerkstruktur lasst sich anhand der verwendeten Schichten in zwei Teile un-
tergliedern. Der erste Teil des Netzwerks besteht aus mehreren Faltungs- und Pooling-
Schichten, welche in einer alternierenden Form angeordnet sind. Mit Ausnahme des
letzten Blocks folgt hierbei auf zwei Faltungs-Schichten stets eine Pooling-Schicht.

Durch diesen lokalverschalteten Teil des Netzwerks sollen wichtige Features aus den
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préasentierten Strafsenausschnitten extrahiert und gleichzeitig die Bildgrofse reduziert
werden. Fiir jede Eingabe werden 256 Featuremaps mit einer Grofe von 7x7 Pixeln ex-
trahiert und an die anschlieffenden drei vollverschalteten Schichten im zweiten Teil des
Netzwerks iibergeben. Dieser besitzt den grofiten Anteil der Gewichte und realisiert die
letztliche Klassifikation?. Zur Vermeidung von Overfitting wird wihrend der Trainings-
phase in allen Schichten Dropout eingesetzt, wobei die Dropout-Wahrscheinlichkeit
zum Ende des Netzwerks schrittweise bis zu einem Wert von 0,5 zunimmt.

Fiir diese Masterarbeit wird das beschriebene Modell um eine zusétzliche Regularisie-
rung mittels Weight Decay [KROGH und HERTZ, 1992] erweitert. Diese wurde bereits
in [EISENBACH et al., 2017| untersucht, wobei das Hinzufiigen von Weight Decay an
dieser Stelle stets zu geringfiigig schlechteren Klassifikationsergebnissen gefiihrt hat.
Der Grund, warum Weight Decay dennoch eingesetzt wird, ist eine in [GAL, 2016| pra-
sentierte probabilistische Interpretation, nach welcher diese Form der Regularisierung
unmittelbaren Einfluss auf die den Gewichten unterstellte Verteilung besitzt und die-
se auf eine Normalverteilung mit einer Breite indirekt proportional zum verwendeten
Weight-Decay-Faktor beschréankt. Diese Beschrankung wirkt sich nicht zuletzt positiv
auf den Optimierungsprozess aus. Die Autoren zeigen weiterhin, dass die Verwendung
von Dropout die optimale Wahl der Weight-Decay-Faktoren beeinflusst und dass diese
mit der Dropout-Wahrscheinlichkeit skaliert werden sollten. Aus diesem Grund wurde
der typischerweise verwendete Wert von 0,0005 entsprechend der kleinsten Dropout-
Wahrscheinlichkeit skaliert und ein Faktor von 0,00005 fiir alle Schichten verwendet,

was sich in allen Untersuchungen stets positiv ausgewirkt hat.

5.3 [Erweiterung des Klassifikators

Nachdem das Basismodell vorgestellt wurde, werden in diesem Abschnitt die beiden
ausgewahlten Erweiterungen zur Extraktion von Unsicherheitsinformationen vorge-
stellt. Hierbei wird zunéchst auf eventuell nétige strukturelle Verdnderungen eingegan-

gen und anschliefend die Vorgehensweise zur Extraktion der Unsicherheiten beschrie-

ben. Vergleichende Untersuchungen werden in Abschnitt (Seite [100) vorgestellt.

2 Fiir weitere Details zur Netzwerkstruktur sei auf Tabelle 2 in [EISENBACH et al., 2017] verwiesen.
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5.3.1 Dropout-Ansatz

Der in |GAL, 2016| prasentierte Dropout-Ansatz zur Extraktion von Unsicherheitsin-
formationen basiert auf einer probabilistischen Interpretation von Dropout. Folglich
muss das Basismodell fiir die Anwendung dieses Ansatzes mit Dropout-Schichten er-
weitert werden. Fiir eine moglichst gute Approximation wird in |[GAL, 2016| der Ein-
satz von Dropout vor jeder Schicht mit Gewichten empfohlen. Die Anwendung auf
die Netzwerkeingabe ist jedoch umstritten und wird in der Regel nicht durchgefiihrt.
Da das in dieser Masterarbeit verwendete Basismodel die genannten Voraussetzungen
bereits erfiillt, sind fiir die Verwendung dieses Ansatzes keinerlei Modifikationen an
der Netzwerkstruktur erforderlich.

Zur Extraktion von Unsicherheitsinformationen werden in der Anwendungsphase, ent-
gegen der in |[SRIVASTAVA et al., 2014] vorgeschlagenen Vorgehensweise, ebenfalls
Dropout-Masken gesampelt und die Eingaben der einzelnen Schichten mit diesen multi-
pliziert. Durch eine wiederholte Verarbeitung eines Inputbildes konnen auf diese Weise
verschiedene Netzwerkausgaben gesammelt und fiir die Ableitung von Unsicherheits-
informationen verwendet werden. Fiir gute Approximationsergebnisse wird in |[GAL,
2016 die Verwendung von mindestens zehn, besser jedoch 100, Vorwértsprozessen
durch das Netzwerk empfohlen. An dieser Stelle wird der grofite Nachteil dieses An-

satzes deutlich. So verzehnfacht beziehungsweise verhundertfacht sich die benétigte

Zeit in der Anwendungsphase. In Abschnitt [6.2.1] (Seite [L02)) der experimentellen Un-

tersuchungen wird daher analysiert, wie viele Iterationen fiir den in dieser Masterarbeit

verwendeten Klassifikator bendtigt werden.

5.3.2 Ensemble-Ansatz

Der zweite betrachtete Ansatz basiert auf der Publikation von [OSBAND et al., 2016|
und nutzt ein Ensemble zur Approximation von Unsicherheitsinformationen. Hierfiir
werden jedoch nicht mehrere gleichartige Netzwerke trainiert, sondern das betrachtete
Basismodell in zwei Teile untergliedert und lediglich die Struktur des zweiten Teils zur

Erstellung von mehreren Ausgabeinstanzen repliziert. Die Motivation fiir diese Vorge-
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hensweise beruht auf der Beobachtung, dass in den friithen Schichten der Netzwerke
eines Ensembles meist sehr dhnliche Features gelernt werden. Folglich konnen diese
Schichten von den einzelnen Ausgabeinstanzen geteilt werden. Der erste Netzwerkteil
wird aus diesem Grund auch als Shared Network bezeichnet. Die einzelnen Ausgabein-
stanzen bilden anschaulich betrachtet Kopfe auf diesem geteilten Netzwerk und werden
daher Heads genannt. Abbildung [5.3| veranschaulicht die am Basismodell erforderliche

strukturelle Modifikation.

—> Basismodell, |—> |f‘> —>I Shared Network
I

Abbildung 5.3: Strukturelle Modifikation fiir Ensemble-Ansatz
Dargestellt ist die Uberfihrung des Basismodells in ein Ensemble, bestehend aus ei-

nem geteilten Netzwerk (Shared Network) und mehreren Ausgabeinstanzen (Heads).

Wihrend durch diese Vorgehensweise der Berechnungsaufwand im Vergleich zu einem
herkémmlichen Ensemble deutlich reduziert werden kann, muss bei der Teilung des Ba-
sismodells jedoch auch auf die Individualitidt der einzelnen Heads geachtet werden. So
muss sichergestellt werden, dass die Heads einen unterschiedlichen Lernprozess durch-
laufen und nicht gegen die gleiche Parameterkonfiguration konvergieren. In [OSBAND
et al., 2016] werden hierfiir eine unterschiedliche Initialisierung und eine an Bagging an-
gelehnte Trainingsprozedur vorgeschlagen. Bei dieser Vorgehensweise werden in jedem
Schritt einzelne Heads ausgewéahlt und fiir den Lernprozess aktiviert. Die verbleiben-
den deaktivierten Heads erfahren hingegen keine Parameterinderungen. Die Autoren
argumentieren, dass dieses Vorgehen iiber mehrere Epochen betrachtet der Anwendung
von Bagging gleicht. Zur Realisierung wird in [OSBAND et al., 2016| fiir jeden Lern-
schritt eine bindre Maske gesampelt, wobei jedes der enthaltenen Elemente angibt,
ob der zugehorige Head im aktuellen Schritt lernt. Genaue Implementierungsdetails

werden jedoch nicht zur Verfiigung gestellt.
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Im Folgenden wird daher kurz auf die in dieser Masterarbeit realisierte Implementie-
rung eingegangen. Zur Umsetzung der beschriebenen Vorgehensweise wird ausschliefs-
lich der Riickwértsprozess durch das Netzwerk modifiziert. Dadurch kann in jeder Ite-
ration trotzdem der Fehler des gesamten Ensembles bestimmt und somit eine Aussage
zur Klassifikationsleistung auf den Trainingsdaten abgeleitet werden. Abbildung

veranschaulicht die veranderten Gradientenfliisse durch das Netzwerk.
= 1 -CE

0-CE

Shared Network

Abbildung 5.4: Veranschaulichung der implementierten Trainingsprozedur

Dargestellt sind die Gradientenflisse in der Lernphase zur Realisierung der in [OS-
BAND et al., 2010/ vorgestellten Trainingsprozedur. Die an den Ausgabeinstanzen
bestimmten Fehler (Kreuzentropien) werden mit den entsprechenden Elementen der
bindren Maske multipliziert. Da deaktivierte Heads somit keinen Fehler erzeugen,
werden weder Gradienten durch diese Heads noch in das geteilte Netzwerk propagiert.
Fiir die aktivierten Heads werden hingegen Gradienten erzeugt und die Gewichte ent-
sprechend angepasst. Alle zum geteilten Netzwerk propagierten Fehler werden mit der

Anzahl der aktivierten Heads skaliert und zu einem Gesamtgradienten aufsummiert.

Die zur Maskierung der Heads verwendete multiplikative Verkniipfung bietet den Vor-
teil, dass keine bedingten Verzweigungen in den Berechnungsgraph eingebracht werden.
Trotz eventuell zusédtzlich durchgefiihrten Berechnungen resultiert dies in einer deutlich
schnelleren Ausfithrungsgeschwindigkeit. Die von den Autoren vorgeschlagene Gradi-
entenskalierung mit der Gesamtanzahl der Heads fiihrte in dieser Masterarbeit stets
zu sehr instabilen Lernprozessen. Die zum geteilten Netzwerk propagierten Gradienten
werden daher stattdessen in jedem Lernschritt mit der Anzahl der aktivierten Heads
normiert. Auf diese Weise ist der in das geteilte Netzwerk propagierte Gesamtgradient

stets proportional zur Anzahl der aktivierten Heads. Zur zusétzlichen Erhéhung der
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Diversitéit konnen zudem binédre Gewichte fiir die Beispiele eines Mini-Batches verwen-
det werden. Diese ebenfalls in jedem Lernschritt analog zur Head-Maske und fiir jeden
Head getrennt gesampelten Gewichte ermoglichen das Ausblenden einzelner Beispiele
bei der Berechnung des mittleren Fehlers und sorgen folglich dafiir, dass die aktivierten
Heads nicht exakt mit den gleichen Daten eines préasentierten Mini-Batches lernen. Da
sich durch diese Vorgehensweise jedoch die effektive Batchgrofie verringert, sollte dies
bei der Festlegung der Lernrate beachtet und diese proportional zur resultierenden, ef-
fektiven Batchgrofe verkleinert werden. Die Verwendung dieser zusétzlichen Gewichte
hat sich in dieser Masterarbeit stets positiv ausgewirkt, erhoht jedoch gegebenenfalls
die Anzahl der fiir das Training benotigten Epochen.

Ergéanzend sei angemerkt, dass die Klassifikationsleistung eines auf diese Weise gebilde-
ten Ensembles nicht mit der eines herkdmmlichen Ensembles verglichen werden kann.
Bei einem aus mehreren Netzwerken bestehenden Ensemble wird die beste Epoche in
der Regel fiir jedes Einzelnetzwerk getrennt bestimmt und der Gesamtklassifikator aus
den Netzwerken in ihrer jeweils besten Konfiguration gebildet. Fiir das vorgestellte
Ensemble ist dies nicht moglich, da die Gewichte der Heads stets an eine bestimmte
Parameterkonfiguration der geteilten Schichten gebunden sind®. Folglich ist es sehr
wahrscheinlich, dass der normalerweise beobachtete Zugewinn in der Klassifikations-
leistung ausbleibt. Im Fokus dieser Arbeit steht jedoch auch nicht die Verbesserung
der Klassifikationsleistung durch einen Ensemble-Ansatz, sondern die Extraktion von
Unsicherheitsinformationen.

Nachdem der Ensemble-Ansatz und dessen Implementierung vorgestellt wurden, kon-
nen nun die sich fiir das in dieser Masterarbeit verwendete Basismodell ergebenden
Konsequenzen betrachtetet werden. So wird das Basismodell vor dem Ubergang in
die vollverschalteten Schichten geteilt. Diese Entscheidung kann durch die enorm hohe
Anzahl an Gewichten in der ersten vollverschalteten Schicht begriindet werden. In die-

ser befinden sich mehr als 57% aller Gewichte. Die beiden darauffolgenden Schichten

3 Fiir die Realisierung einer zum herkdmmlichen Ensemble vergleichbaren Parameterauswahl miissten
die Gewichte des geteilten Netzwerks zu einem bestimmten Zeitpunkt festgesetzt und anschliefsend
nur noch die Heads trainiert werden. In dieser Masterarbeit hat sich jedoch gezeigt, dass auch in
spaten Epochen betragsmifig relevante Gradienten in das geteilte Netzwerk propagiert werden.

Folglich kann ein geeigneter Zeitpunkt nur sehr schwer abgeschéitzt werden.
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machen zusammen lediglich einen Anteil von weniger als 13% aus. Zur Gewéhrleis-
tung von Diversitdt muss die Netzwerkstruktur daher vor der ersten vollverschalteten
Schicht geteilt werden. Abbildungl5.5] verdeutlicht die sich ergebende Netzwerkstruktur

des mit Hilfe des Ensemble-Ansatzes erweiterten Klassifikators.
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Abbildung 5.5: Modifikationen am Basismodell fiir Ensemble-Ansatz
Dargestellt ist die erweiterte Netzwerkstruktur fiir das betrachtete Basismodell. Die
vollverschalteten Schichten werden fir die Erstellung der Heads mehrfach repliziert.

Die verbleibenden Schichten bilden das geteilte Netzwerk.

Wihrend beim Dropout-Ansatz zur Extraktion von Unsicherheitsinformationen meh-
rere Vorwartsprozesse durch das Netzwerk benotigt werden und es somit zu einer
deutlich zeitaufwendigeren Anwendungsphase kommt, geniigt bei einer Erweiterung
mittels Ensemble-Ansatz die einmalige Anwendung des erweiterten Klassifikators. Die
Ausgaben der einzelnen Heads bilden die Grundlage fiir die Ableitung von Unsicher-
heitsinformationen. In Abschnitt (Seite der experimentellen Untersuchungen

wird daher untersucht, wie viele Heads fiir das in dieser Masterarbeit verwendete Ba-

sismodell benotigt werden.
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5.4 Inkrementeller Lernprozess

Im Folgenden werden die einzelnen Teilschritte der iterativen Vorgehensweise zur Rea-
lisierung eines intelligenten inkrementellen Lernprozesses genauer betrachtet und wich-
tige Implementierungsdetails beschrieben. Hierzu wird zunéchst auf die Anwendungs-
phase des erweiterten Klassifikators und auf die Vorgehensweise zur Extraktion von
neuen Bildausschnitten eingegangen. Anschliefsend werden mogliche Szenarien fiir die
Erweiterung der Trainingsdaten vorgestellt und wichtige Aspekte fiir das Nachtraining

des Klassifikators genannt.

5.4.1 Anwendung auf unbekannte Daten

Damit neue Trainingsbeispiele ausgewahlt werden kénnen, muss der erweiterte Klassi-
fikator auf unbekannte Daten angewendet werden. In der Regel handelt es sich dabei
nicht um bereits in Patches geschnittene Bilder, sondern um hochauflésende Aufnah-
men, wie die in dieser Masterarbeit untersuchten Fahrbahnbilder. Im nachfolgenden
Abschnitt wird daher beschrieben, wie diese hochauflésenden Bilder verarbeitet werden
kénnen. Im Anschluss wird erldutert, wie unter Berticksichtigung der in der Vorverar-

beitung extrahierten Masken neue Patches extrahiert werden kénnen.

5.4.1.1 Verarbeitung von hochauflosenden Bildern

Fiir die Verarbeitung von hochauflésenden Bildern ergeben sich generell zwei mogliche
Vorgehensweisen. Entweder wird das Ausgangsbild in entsprechend grofse Patches ge-
schnitten (Sliding-Window-Ansatz), oder die Struktur des Klassifikators wird ein wei-
teres Mal modifiziert, sodass dieser auf beliebige Bildgrofsen angewendet werden kann.
Fiir die zuletzt genannte Vorgehensweise miissen, wie schon in Abschnitt (Sei-
te im Rahmen der Vorverarbeitung der Fahrbahnbilder erwéahnt, alle vollverschal-
teten Schichten in dquivalente Faltungs-Schichten umgewandelt werden. Bereits fiir
|EISENBACH et al., 2016]* wurde hierfiir ein Verfahren entwickelt, bei welchem die

Netzwerkstruktur, ausgehend von der Eingabe in Richtung der Ausgabe, analysiert

4 Die Publikation enthilt eigene Beitrige zur Anwendung von Klassifikatoren auf ganze Bilder.
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und beginnend ab der ersten vollverschalteten Schicht die restliche Netzwerkstruktur
mit Faltungs-Schichten neu konstruiert wird. Abbildung 5.6 verdeutlicht, dass durch
eine Neuanordnung der Eingabeelemente und eine geschickte Uberfiihrung der Kanten-
gewichte in Filtermatrizen jede vollverschaltete Schicht in eine &quivalente Faltungs-
Schicht umgewandelt werden kann®.
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Abbildung 5.6: Umwandlung vollverschaltete Schicht in Faltungs-Schicht

Die Abbildung zeigt, wie eine vollverschaltete Schicht in eine dquivalente Faltungs-
Schicht umgewandelt werden kann. Hierbei sind X die Fingaben, Y die Ausgaben
und W beziehungsweise F die Gewichte der jeweiligen Schicht.

Die fiir die erste vollverschaltete Schicht bestimmten Ersatzfilter besitzen folglich im-
mer exakt die gleiche Grofe wie die Feature-Maps des letzten Output-Volumes. Weiter-
hin wird deutlich, dass sich die Anzahl der zu verwendenden Filter nach der Neuronen-
anzahl in der zu ersetzenden vollverschalteten Schicht richtet und dass sich aufgrund
von einelementigen Output-Feature-Maps fiir alle anschliefsenden Faltungs-Schichten
1x1 Filter ergeben. Seit dem Erfolg sogenannter Network-in-Network-Architekturen®
|[LIN et al., 2013] existieren auch fiir derart kleine Filter sehr effiziente Implementie-

rungen.

5 Je nach Implementierung der Faltungsoperation, kann es erforderlich sein, die Filter zusitzlich

entlang beider Dimensionen zu spiegeln.
6 Network-in-Network-Architekturen (NIN) nutzen vollverschaltete Schichten, um positionsgleiche

Elemente in verschiedenen Feature-Maps neu zu kombinieren. Damit diese Schichten zwischen
Faltungs-Schichten eingebracht werden konnen, miissen diese mit Hilfe von 1x1-Faltungen um-

gesetzt werden.
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Im Rahmen dieser Masterarbeit wurden die Verarbeitungszeiten fiir beide Vorgehens-
weisen (Sliding-Window-Ansatz und Strukturmodifikation) anhand des Basismodells
verglichen. Bei einer Patchgrofe von 64x64 Pixeln und lediglich halbseitiger Uber-
lappung (32 Pixel) zur Realisierung einer nur sehr groben Lokalisierungsgenauigkeit
ergeben sich fiir die Verarbeitung eines Fahrbahnbildes mittels Sliding-Window-Ansatz
bereits 26.460 Patches, welche mit Hilfe einer NVIDIA GTX 1080 in 6,436 Sekunden
abgearbeitet werden konnen. Da bei einer Verarbeitung des gesamten Bildes” redun-
dante Berechnungen vermieden werden konnen, ist die Verarbeitungszeit in diesem Fall
mit 3,345 Sekunden deutlich kiirzer. Zudem ergibt sich bei der Verarbeitung mit Hilfe
der modifizierten Netzwerkstruktur eine deutlich feinere Uberlappung im Ausgangs-
bild von lediglich 8 Pixeln®. Fiir einen #quivalenten Sliding-Window-Ansatz mit der
gleichen Lokalisierungsgenauigkeit miissten fiir jedes einzelne Fahrbahnbild insgesamt
420.540 Patches verarbeitet werden, was in einer Verarbeitungszeit von 102,290 Se-
kunden pro Fahrbahnbild resultieren wiirde. Gerade im Hinblick auf wiederholte Netz-
werkanwendungen zur Extraktion von Unsicherheitsinformationen bei der Anwendung
des Dropout-Ansatzes zeigt dieser Vergleich den Stellenwert dieser Modifikation und
dass fiir diese Masterarbeit ausschlieflich die Verarbeitung der kompletten Fahrbahn-

bilder in Frage kommt.

5.4.1.2 Extraktion von Patches

Infolge der Modifikation der Netzwerkstruktur besteht die Klassifikatorausgabe eben-
falls aus einem Output-Volume. Die positionsgleichen Elemente in den einzelnen
Feature-Maps beinhalten dabei jeweils die Softmax-Ausgabe fiir einen bestimmten
Teilbereich der Fahrbahnbilder. Fiir die angestrebte Extraktion ausgewahlter Patches,
ausgehend von der Klassifikatorausgabe, miissen die den einzelnen Ausgabeelementen
zugrunde liegenden Bildbereiche bestimmt werden. Aufgrund der Struktur des Ba-

sismodells ist bekannt, dass ein kompletter Patch auf eine einzige Softmax-Ausgabe

7 Ein Fahrbahnbild kann selbst mit 8GB Grafikspeicher nicht komplett verarbeitet werden und wird
daher in mehrere Blocke mit einer Grofe von 1024x3496 Pixeln unterteilt. Zur Gewahrleistung von
exakter Ergebnisgleichheit miissen sich diese Blocke an den Schnittkanten um 64-8 Pixel (Patch-

grofe - Produkt aller Verschiebungen in der jeweiligen Dimension) {iberlappen.
8 Details hierzu werden im nachfolgenden Abschnitt [5.4.1.2| erldutert.
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abgebildet wird. Die Grofe der einzelnen Teilbereiche entspricht daher der in der Trai-
ningsphase verwendeten Patchgrofe von 64x64 Pixeln. Fiir die Berechnung der genau-
en Positionen der Teilbereiche im Eingabebild miissen die in den einzelnen Schichten
genutzten Strukturparameter berticksichtigt werden. So wirkt sich sowohl der Ein-
satz von Zero-Padding als auch die Verwendung von mehrelementigen Verschiebungen
(engl. Strides) auf die Positionen der Bereiche aus. Da die Faltungs- und Pooling-
Schichten in dem fiir diese Masterarbeit verwendeten Klassifikator kein zusétzliches
Zero-Padding nutzen, entfillt die Betrachtung dieser Grofsen. Mehrelementige Ver-
schiebungen werden zudem nur in den drei Pooling-Schichten des Netzwerks eingesetzt.
In jeder Pooling-Schicht werden jeweils 2x2 Fingabeelemente zu einem Ausgabeelement
zusammengefasst, wobei sich die einzelnen Pooling-Bereiche nicht iiberlappen sollen.
Folglich wird fiir diese Schichten eine zweielementige Verschiebung verwendet. Fiir die
Berechnung der Positionen bedeutet dies, dass sich der Aufpunkt? im Ausgangsbild
zwischen zwei Elementen in der Ausgabe infolge dieser drei Schichten um insgesamt
2 -2 -2 = 8 Pixel verschiebt. Die Lage des einer Softmax-Ausgabe zugrunde liegen-
den Bildbereiches kann somit durch eine einfache Multiplikation der in der Ausgabe
betrachteten Position mit der aus den einzelnen Schichten abgeleiteten Gesamtver-

schiebung berechnet werden.

Bevor der fiir eine Ausgabe bestimmte Bildausschnitt extrahiert und verwendet wer-
den kann, miissen weitere Randbedingungen {iberpriift werden. So darf ein Patch nur
dann in die Trainingsdaten aufgenommen werden, wenn sich dieser innerhalb des Fahr-
bahnbereiches und nicht {iber einer Strafenmarkierung oder einer Stitching-Kante be-
findet. Zur Uberpriifung werden die in der Vorverarbeitung bestimmten verbotenen
Bereiche (siehe Abschnitt (Seite [58))) in einer Gesamtmaske zusammengefasst
und fiir jeden zu extrahierenden Patch ebenfalls der zugehorige Teilbereich in dieser
Maske betrachtet. Ist kein Element in diesem Bereich der Maske gesetzt, erfiillt der
betrachtete Bildausschnitt die genannten Anforderungen und kann verwendet werden.
Weiterhin definiert der fiir den GAPs-Datensatz genutzte Extraktionsprozess fiir jede

der beiden Klassen eine bestimmte Mindestverschiebung zwischen zwei benachbarten

9 Der Aufpunkt befindet sich stets oben links.
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Patches. So diirfen Ausschnitte von Schadstellen nur dann extrahiert werden, wenn
sich diese in mindestens acht Bildzeilen oder -spalten unterscheiden. Da sich durch
die verwendete Vorgehensweise stets eine Verschiebung von acht Pixeln ergibt, miissen
Patches fiir die Schadklasse nicht zusétzlich tiberpriift werden. Fiir Bildausschnitte von
intakten Strafenverhiltnissen wird hingegen eine halbseitige Uberlappung (32 Pixel)
definiert. Diese Anforderung kann realisiert werden indem das zentrale Pixel von jedem
bereits extrahierten Patch in die beschriebene Gesamtmaske der verbotenen Bereiche
iibernommen wird. Abbildung [5.7] verdeutlicht die bei der Extraktion zu beachtenden
Randbedingungen an einem Fahrbahnbild.

Abbildung 5.7: Extraktion von Patches am Beispiel

Die Abbildung zeigt ein Fahrbahnbild, fiir welches an zufilligen Positionen neue Pat-
ches extrahiert wurden. Die fir Klasse 0 (intakt) ausgewdhlten Bildbereiche sind gelb
und die fir Klasse 1 (Schaden) extrahierten Patches blau tiberlagert dargestellt. Der
griin markierte Bereich verdeutlicht die verfiigbaren Labelinformationen. Es ist deut-
lich zu erkennen, dass keine Patches aus den verbotenen Bereichen (rot iberlagert)

extrahiert werden.

5.4.2 Auswahl neuer Trainingsbeispiele und Nachtraining

Nachdem die allgemeine Vorgehensweise zur Extraktion von Patches beschrieben wur-
de, thematisiert dieser Abschnitt konkrete Szenarien zur Auswahl neuer Trainingsbei-
spiele und das anschlieflende Nachtraining des Klassifikators.

In herkommlichen inkrementellen Lernprozessen werden den Trainingsdaten zufalli-
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ge oder nur vom Netzwerk falsch klassifizierte Patches hinzugefiigt. Im Rahmen die-
ser Masterarbeit wird diese Vorgehensweise um eine zuséatzliche Beriicksichtigung der
Unsicherheit in den Klassifikatorentscheidungen erweitert. Auf Basis der Netzwerk-
ausgaben des erweiterten Klassifikators wird hierzu unter Zuhilfenahme der in Ab-
schnitt (Seite vorgestellten Mafe fiir jeden in Frage kommenden Patch eine
zusdtzliche Aussage zur Unsicherheit der Klassifikation abgeleitet und mit der von
anderen Patches verglichen. Auf diese Weise sollen dem Datensatz nur moglichst in-
formative Beispiele hinzugefiigt und redundante Daten vermieden werden.

Neben einer Erweiterung der herkémmlich verwendeten Auswahlprozesse, konnen neue
Trainingsbeispiele auch nur auf Basis der bestimmten Unsicherheit ausgewahlt werden.
Fiir diese Masterarbeit ergeben sich daher insgesamt vier mogliche Szenarien zur Er-

weiterung der Trainingsdaten:

Zufiallige Auswahl
Dem Trainingsdatensatz werden ausschliefslich zuféllig ausgewéhlte Patches hin-

zugefiigt.

Auswahl anhand des Klassifikationsergebnisses
Dem Trainingsdatensatz werden ausschliefslich die Beispiele hinzugefiigt, welche

falsch klassifiziert wurden.

Auswahl anhand der Unsicherheit
Dem Trainingsdatensatz werden ausschlieklich die Beispiele mit der héchsten

Unsicherheit hinzugefiigt.

Auswahl anhand des Klassifikationsergebnisses und der Unsicherheit
Dem Trainingsdatensatz werden ausschliefslich sehr sichere, aber dennoch falsch
klassifizierte Beispiele hinzugefiigt. Zur Verfeinerung der Klassengrenzen kénnen

auch falsch klassifizierte Patches mit hochster Unsicherheit gewahlt werden.

Die Labelzuordnung erfolgt in allen Szenarien anhand der in der Vorverarbeitung be-
stimmten Labelinformationen. Da diese jedoch sehr grofsflachig sind, werden die be-
schriebenen Szenarien sowohl iiber beide Klassen (intakter Strakenausschnitt, Stra-

fsenausschnitt mit Schaden) als auch fiir jede Klasse getrennt betrachtet.




5.4 INKREMENTELLER LERNPROZESS 91

Nachdem den Trainingsdaten neue Beispiele hinzugefiigt wurden, wird ein neuer Lern-
prozess initiiert und der erweiterte Klassifikator mit dem modifizierten Datensatz er-
neut trainiert. Im Rahmen der in dieser Masterarbeit realisierten Vorgehensweise wer-
den die Trainingsdaten stetig erweitert. Ein Entfernen oder eine abklingende Gewich-
tung alter Beispiele fithrte stets zu einer Uberspezialisierung auf die zuletzt hinzuge-
fiigten Patches und wird daher nicht verwendet.

In Abschnitt (Seite der experimentellen Untersuchungen werden zunachst
die verschiedenen Mafe zur Modellierung von Unsicherheiten verglichen. Anschlieffend
wird das Gesamtsystem in Abschnitt (Seite auf die verfiighbaren Fahrbahn-
bilder angewendet und untersucht, ob die Klassifikationsleistung mit diesen verbessert

werden kann.
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Kapitel 6
Experimentelle Untersuchungen

In diesem Teil der Masterarbeit werden die durchgefiihrten experimentellen Untersu-
chungen fiir die in Kapitel [5| vorgestellte Vorgehensweise zur Realisierung von intel-
ligentem inkrementellem Lernen préasentiert. Hierzu werden zunéchst die beiden zur
Extraktion von Unsicherheitsinformationen genutzten Ansétze hinsichtlich ihrer Eig-
nung fiir einen inkrementellen Lernprozess untersucht. Anschliefend werden die in den
State-of-the-Art-Betrachtungen vorgestellten Mafe zur Modellierung von Unsicherheit
auf beide Ansétze angewendet und ein fiir diese Masterarbeit geeignetes Gesamtsystem
abgeleitet. Abschliefslend wird dieses auf die verfiigharen Fahrbahnbilder angewendet
und untersucht, ob die Klassifikatorleistung mit der angedachten Vorgehensweise in-

krementell verbessert werden kann.

6.1 Eignung fiir inkrementellen Lernprozess

Bevor die beiden zur Erweiterung des Basismodells verwendeten Ansétze fiir die Ex-
traktion von Unsicherheitsinformationen genutzt wurden, wurde zunéchst tiberpriift,
ob die erweiterten Basis-Klassifikatoren die Realisierung eines inkrementellen Lernpro-
zesses zulassen. Um einen Einfluss von ungenauen Labelinformationen auf die Ergeb-
nisse ausschliefen zu kénnen, wurden die Experimente ausschlieflich auf dem GAPs-
Datensatz durchgefiihrt. Fiir die Untersuchungen wurden die verfiigbaren 50.000 Trai-

ningsbeispiele gemischt und in fiinf Teile untergliedert. Tabelle zeigt die genaue
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Aufteilung des Trainingsdatensatzes und fasst die Klassenverteilungen zusammen.

Datensatzteil
I 11 II1 v v
Anzahl an Beispielen 10.240 10.240 10.240 10.240 9.040
— Klasse 0: Intakt 6.172 6.044 6.192 6.143 5449
— Klasse 1: Schaden 4.068 4.196 4.048 4.097 3.591

kumulative Anzahl an Beispielen 10.240 20.480 30.720 40.960 50.000

Tabelle 6.1: Teilung GAPs-Trainingsdatensatz

Die Tabelle zeigt die Teilung des GAPs-Trainingsdatensatzes fiir die durchgefiihrten
experimentellen Untersuchungen. Mit Ausnahme des letzten Datensatzteils wurden
die Gréflen so bestimmt, dass diese ganzzahlige Vielfache der in (EISENBACH et al.,

20177] vorgeschlagenen Batchgrifie von 256 Beispielen sind.

Fiir beide Ansétze wurden zunéchst fiinf Referenz-Klassifikatoren trainiert, wobei die
fiir das Training verwendeten Daten, beginnend beim ersten Datensatzteil, fiir jeden
Klassifikator um den jeweils nédchsten Teil erweitert wurden (siehe letzte Zeile in Tabel-
le . Die Ergebnisse dieser Referenz-Klassifikatoren ermdéglichen die Einschitzung
und Bewertung der im Anschluss inkrementell trainierten Klassifikatoren.

Die Gewichte der inkrementell trainierten Klassifikatoren wurden mit Hilfe der Pa-
rameter des ersten Referenz-Klassifikators initialisiert. Wahrend des Lernprozes-
ses wurden dem Trainingsdatensatz, ausgehend vom ersten Datensatzteil, in jeder
Iteration 1.024 zufillig gewéahlte Beispiele hinzugefiigt bis die Gesamtanzahl von
50.000 Beispielen erreicht wurde. Um einen fairen Vergleich mit den einzelnen Referenz-
Klassifikatoren zu ermdglichen, konnten neue Beispiele dabei nur aus dem jeweils
néachsten Datensatzteil gezogen werden. Die inkrementellen Lernprozesse wurden stets
dreimal wiederholt und die Ergebnisse iiber alle Durchlaufe gemittelt.

Fiir die Evaluation wurde, entsprechend der Empfehlung in [EISENBACH et al., 2017],
der sich aus der Precision-Recall-Kurve maximal ergebende F1-Score auf den Vali-
dierungsdaten genutzt. Fiir dessen Berechnung wird fiir alle sich aus den Softmax-
Ausgaben ergebenden Schwellwerte der F1-Score ermittelt und anschliefsend der Ma-

ximalwert ausgewahlt.
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Da sich im Vorfeld der Masterarbeit gezeigt hat, dass durch den Einsatz von Adver-
sarial Training! bessere Klassifikationsergebnisse erzielt werden kénnen, wurden die
Experimente ebenfalls unter Verwendung von Adversarial Training durchgefiihrt. Die
Adversarial Examples wurden dabei mittels der Fast-Gradient-Sign-Methode mit ei-
ner Schrittweise von € = 24/255 (entspricht vier Graustufen) erstellt und deren Fehler

gleichgewichtet (o = 0,5) in der Kostenfunktion beriicksichtigt.

6.1.1 Dropout-Ansatz

In Anlehnung an |EISENBACH et al., 2017 wurde fiir das Training der Referenz-
Klassifikatoren eine konstante Lernrate von 0,01, ein unveranderliches Momentum von
0,9 und eine Batchgrofe von 256 Beispielen verwendet. Wahrend des Trainings hat
sich gezeigt, dass sich die Klassifikatoren spéatestens nach 350 Epochen in der Satti-
gung befinden und der F1-Score auf den Validierungsdaten riicklaufig ist. Das Training
wurde daher fiir alle Referenz-Klassifikatoren nach maximal 400 Epochen abgebrochen
und jeweils das Ergebnis der besten Epoche ausgewahlt. Tabelle zeigt die erzielten

Klassifikationsergebnisse.

Anzahl Trainingsbeispiele Referenz-Klassifikator
10.240 20.480 30.720 40.960 50.000

F1-Score 0,8392 (190) 0,8373 (171) 10,8494 (206) 0,8579 (342) 0,8640 (183)
F1-Score (AT) 0,8584 (300) 0,8677 (138) 0,8692 (165) 0,8705 (103) 0,8813 (346)

Tabelle 6.2: Erzielte F1-Scores der Referenz-Klassifikatoren
Dargestellt sind die von den Referenz-Klassifikatoren erzielten F1-Scores. Die jeweils
beste Epoche ist in Klammern angegeben. ,AT* zeigt die Verwendung von Adversarial

Training an.

Die Parameter fiir die im Anschluss inkrementell trainierten Klassifikatoren wurden
aufbauend auf den Erkenntnissen der Referenz-Klassifikatoren festgelegt. Wahrend die
Batchgrofe und das Momentum unverandert iibernommen wurden, wurde fiir die Lern-

rate zusatzlich ein Zehntel des bei den Referenz-Klassifikatoren verwendeten Wertes

L Adversarial Training wurde in theoretischen Grundlagen in Abschnitt [2.2.3 (Seite vorgestellt.
2 Die Publikation enthélt eigene Beitriige zur Festlegung der genutzten Lernparameter.
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getestet, was jedoch in allen Fallen zu geringfiigig schlechteren Ergebnissen gefiihrt hat.
Aus diesem Grund wurde erneut eine konstante Lernrate von 0,01 verwendet®. Nach
jeder Erweiterung der Trainingsdaten wurde der Klassifikator fiir 40 zusétzliche Epo-
chen trainiert. Durch die Wahl dieser Epochenanzahl wird der Klassifikator fiir jeden
komplett hinzugefiigten Datensatzteil weitere 400 Epochen trainiert. In jeder Iteration
wurde die beste Parameterkonfiguration bestimmt und die Gewichte vor der néchsten
Erweiterung auf diese Konfiguration zuriickgesetzt. Diese Vorgehensweise hat zur Fol-
ge, dass auch Verschlechterungen toleriert werden, welche jedoch mdglicherweise fiir
das Uberwinden lokaler Minima in der Fehlerfunktion erforderlich sind. Abbildung

stellt die Ergebnisse der Untersuchungen dar.

0.88 Referenz-Klassifikatoren 0.88
--10.240 --20.480 30.720 40.960 - -50.000

o
@
)

—— zuféllige Auswabhl (alpha=0.0)

F1-Score Validierungsdaten

F1-Score Validierungsdaten

0.82 0.82 —— zuféllige Auswahl (alpha=0.3)
—— zufallige Auswahl —— zuféllige Auswahl (alpha=0.5)
—— zufallige Auswahl (aus allen Teilen) zuféllige Auswahl (alpha=1.0)
10240 20480 30720 40960 50000 10240 20480 30720 40960 50000
Anzahl Beispiele im Trainingsdatensatz Anzahl Beispiele im Trainingsdatensatz
(a) Ohne Adversarial Training (b) Mit Adversarial Training

Abbildung 6.1: Ergebnisse Eignung Dropout-Ansatz
Dargestellt sind die Ergebnisse (mittlerer F1-Score und einfache Standardabwei-
chung) der experimentellen Untersuchungen zur Eignung des Dropout-Ansatzes fiir

einen inkrementellen Lernprozess.

Die in Abbildung dargestellten Ergebnisse (violette Kurve) zeigen, dass der an-
gestrebte inkrementelle Lernprozess erfolgreich realisiert werden konnte. Die Klassi-
fikationsleistung nimmt durch das Hinzufiigen neuer Trainingsbeispiele kontinuierlich
zu, liegt jedoch stets leicht unter der der entsprechenden Referenz-Klassifikatoren. Die

Leistung des mit dem kompletten Datensatz trainierten Referenz-Klassifikators kann

3 Konfigurationen mit abnehmenden Lernraten konnten aufgrund des begrenzten Zeitrahmens in

dieser Masterarbeit nicht untersucht werden.
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zu keinem Zeitpunkt erreicht werden. Um auszuschliefen, dass die Ergebnisse durch
die gewahlte zufallige Teilung des Datensatzes beeinflusst werden, wurde der inkremen-
telle Lernprozess ein zweites Mal wiederholt, mit dem Unterschied, dass neue Beispiele
fiir diese zusatzliche Untersuchung zufillig aus allen Datensatzteilen gezogen werden
konnten*. Der Verlauf der in Abbildung blau dargestellten Kurve zeigt jedoch,
dass ein derartiger Einfluss ausgeschlossen werden kann.

Die in Abbildung dargestellten Ergebnisse bestéatigen, dass mit Hilfe von Adver-
sarial Training deutlich héhere F1-Scores erzielt werden kénnen, zeigen jedoch auch,
dass kein inkrementeller Lernprozess realisiert und nicht zu der Leistung der Referenz-
Klassifkatoren aufgeschlossen werden kann (violette Kurve). Die zusétzlich durchge-
fithrten Untersuchungen mit stiarkerer Gewichtung der Adversarial Examples (o < 0, 5;
sieche Formel , Seite legen nahe, dass die dem Datensatz neu hinzugefiigten
Beispiele dem bisherigen Lernprozess schaden und dass Verbesserungen ausschliefilich
mit erzeugten Adversarial Examples erzielt werden konnen. Der Lernprozess befin-
det sich jedoch in allen Fillen in einem stark ausgepriagten Minimum, welches nicht
iiberwunden werden kann. Untersuchungen mit halbierter Batchgréfte oder abweichen-
den Lernraten fithrten zu dhnlichen Ergebnissen. Die hellblau dargestellte Kurve zeigt
jedoch, dass ohne Adversarial Training (o = 1,0) aus diesem lokalen Minimum ausge-
brochen und nach einer gewissen Stabilisierungsphase erneut zu einem funktionieren-
den inkrementellen Lernprozess iibergegangen werden kann. Fiir diese Masterarbeit
kann daher geschlussfolgert werden, dass der Dropout-Ansatz nicht in Kombination

mit Adversarial Training verwendet werden sollte.

6.1.2 Ensemble-Ansatz

Im Anschluss wurde die Eignung der mit Hilfe des Ensemble-Ansatzes erweiterten
Basis-Klassifikatoren iiberpriift. Da in diesem Fall vor dem Training eine Headanzahl
festgelegt werden muss, wurden die Untersuchungen an dieser Stelle fiir verschiedene

Anzahlen durchgefiihrt, wobei sich die Maximalanzahl an dem auf der jeweilig genutz-

4 Die Vorgehensweise entspricht einer erneuten zufilligen Zuordnung der verfiigharen Beispiele zu
den Datensatzteilen II bis V.
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ten Grafikkarte verfiigharen Speicher gerichtet hat. Ohne Adversarial Training konnten
auf einer NVIDIA GTX 1080 (8GB) Netzwerke mit bis zu zehn Heads trainiert wer-
den. Da sich die Speicherauslastung durch den Einsatz von Adversarial Training jedoch
ungefihr verdoppelt, konnten fiir die Untersuchungen mit Adversarial Training trotz
Verwendung einer NVIDIA Titan X (Maxwell, 12 GB) nicht mehr als sieben Heads

genutzt werden.

Analog zu den vorherigen Untersuchungen wurden zuerst jeweils fiinf Referenz-
Klassifikatoren trainiert. Die dabei verwendeten Parameter orientieren sich an de-
nen aus den Experimenten zum Dropout-Ansatz, wurden jedoch entsprechend des
Ensemble-Ansatzes angepasst. Um iiberhaupt ein Training mit bis zu zehn Heads er-
moglichen zu konnen, wurde zunéchst die Batchgrofe halbiert und auf einen Wert
von 128 reduziert. Zusétzlich wurden die in Abschnitt (Seite vorgestellten
Sample Weights verwendet, wobei die Wahrscheinlichkeit, dass ein einzelnes Beispiel
in die Berechnung des Gesamtfehlers eingeht, zu einem Wert von 100/128 ~ (0,78125
gewahlt wurde. Folglich ergibt sich eine effektive Batchgrofte von 100 Beispielen. Um
diese Veranderung in den Lernparametern zu kompensieren, wurde eine Lernrate von
0,01/256 - 100 =~ 0,0039 verwendet. Die Wahrscheinlichkeit, dass ein einzelner Head in ei-
nem Lernschritt Gewichtsdnderungen erfihrt, wurde in Anlehnung an [OSBAND et al.,
2016| zu 0,5 gewéahlt und die Epochenzahl entsprechend auf 800 verdoppelt. Tabelle

zeigt die auf Basis der mittleren Ausgabe erzielten Klassifikationsergebnisse.

Die in Tabelle[6.3]dargestellten Ergebnisse fiir die Referenz-Klassifikatoren ohne Adver-
sarial Training verdeutlichen, dass die Klassifikationsleistung mit mehr Daten zunimmt
und dass sich die Verwendung zusétzlicher Heads ebenfalls leicht positiv auswirkt. Der
mit allen Trainingsbeispielen und zehn Heads trainierte Klassifikator erzielt einen F1-
Score, welcher nur geringfiigig unter dem Ergebnis des Dropout-Ansatzes (siehe Tabel-
le[6.2] Seite liegt. In Anhang (Seite wird die Leistung zusitzlich mit der
eines Ensembles aus mehreren eigensténdigen Netzwerken verglichen. An dieser Stelle
wird deutlich, dass der normalerweise von einem Ensemble erwartete Zugewinn in der

Klassifikationsleistung wohl infolge der geteilten Netzwerkarchitektur ausbleibt®.

® Die Thematik wurde bereits in Abschnitt (Seite ausfiihrlich erldutert.
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Anzahl Trainingsbeispiele Referenz-Klassifikator
10.240 20.480 30.720 40.960 50.000
4 Heads 0,8318 (220) 0,8569 (160) 0,8467 (677) 0,8571 (521) 0,8580 (091
7 Heads 0,8333 (227) 0,8580 (260) 0,8477 (746) 0,8553 (067) 0,8583 (183
10 Heads 0,8575 (160) 0,8483 (503) 10,8578 (123)

4 Heads (AT)
7 Heads (AT)

)
)
0,8337 (234)
)
)

(

(
0,8415 (651

(

)

)

0,8607 (095)

)

0,8323 (606 )

(

(
0,8638 (463
0,8567 (788

Tabelle 6.3: Erzielte F1-Scores der Referenz-Klassifikatoren
Dargestellt sind die von den Referenz-Klassifikatoren erzielten F1-Scores. Die jeweils
beste Epoche ist in Klammern angegeben. ,AT* zeigt die Verwendung von Adversarial

Training an. Mit ,-“ gekennzeichnete Klassifikatoren wurden nicht trainiert.

Die im unteren Teil von Tabelle dargestellten Ergebnisse zeigen, dass die Verwen-
dung von Adversarial Training nur zu minimal besseren Ergebnissen fiihrt. Die fiir den
Dropout-Ansatz beobachtete deutliche Verbesserung bleibt aus. Im Gegenteil scheint
die Leistung bei der Verwendung von zusatzlichen Heads sogar riicklaufig zu sein, was
auf Probleme bei der Erzeugung der Adversarial Examples hindeutet. Moglicherwei-
se widersprechen sich die von den einzelnen Heads in das geteilte Netzwerk zuriick
propagierten Gradienten und fiihren so zu fehlerhaften Adversarial Examples. Auf-
grund der beobachteten Probleme wurden nicht alle Klassifikatoren trainiert und auf
die Verwendung von Adversarial Training fiir weitere Untersuchungen verzichtet.

Da mit Hilfe des Ensembles mit zehn Heads die besten Ergebnisse erzielt werden
konnten, wurde diese Anzahl fiir den anschlieffenden inkrementellen Lernprozess ausge-
withlt®. Die Parameter fiir den inkrementell trainierten Klassifikator wurden in Anleh-
nung an die Referenz-Klassifikatoren definiert. Nach jeder Erweiterung der Trainings-
daten wurde der Klassifikator fiir 80 weitere Epochen trainiert, sodass fiir jeden kom-
plett hinzugefiigten Datensatzteil erneut eine Gesamtanzahl von 800 Epochen erreicht
wurde. In jeder Iteration wurde erneut die beste Parameterkonfiguration bestimmt

und die Gewichte vor der ndchsten Erweiterung auf diese Konfiguration zurtickgesetzt.

6 Die Betrachtung aller Headanzahlen ist aus zeitlichen Griinden nicht méglich gewesen. Die Trai-
ningszeit fiir die im Anschluss dargestellten Ergebnisse betrug unter Verwendung einer NVIDIA
Titan X (Maxwell) bereits insgesamt 3 - 10 Tage (sequentiell alle drei Durchlaufe).
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Abbildung [6.2] stellt die Ergebnisse der Untersuchungen dar.

0.88 Referenz-Klassifikatoren
--10.240 --20.480 30.720 40.960 - - 50.000

F1-Score Validierungsdaten

—— zufallige Auswahl

10240 20480 30720 40960 50000
Anzahl Beispiele im Trainingsdatensatz

Abbildung 6.2: Ergebnisse Eignung Ensemble-Ansatz
Dargestellt sind die Ergebnisse (mittlerer F1-Score und einfache Standardabwei-
chung) der experimentellen Untersuchungen zur Eignung des Ensemble-Ansatzes fiir

einen inkrementellen Lernprozess.

Die in Abbildung dargestellte Lernkurve zeigt, dass der angestrebte inkrementelle
Lernprozess erfolgreich realisiert werden konnte. Die Leistung des Dropout-Ansatzes
kann jedoch nicht erreicht werden. In allen drei Durchldufen existiert zudem ein starker
Einbruch, welcher erst mit Erreichen von etwa 30.000 Beispielen iiberwunden werden
kann. Wihrend des Trainings wurde beobachtet, dass der Fehler auf den Trainings-
daten in diesem Bereich infolge neuer Beispiele besonders stark zunimmt, was auf
verstiarktes Auswendiglernen und schlechte Generalisierungseigenschaften hindeutet.
Dieses Verhalten konnte eventuell mit anders gewahlten Lernparametern verbessert

werden.

6.2 Beriucksichtigung der Unsicherheiten

In diesem Teil der experimentellen Untersuchungen wurden die zuvor betrachteten in-
krementellen Lernprozesse um eine Beriicksichtigung der extrahierten Unsicherheiten
erweitert. Fiir beide Ansédtze wurde hierzu zunéchst untersucht, wie viele Dropout-

Vorwartsprozesse beziehungsweise wie viele Heads zur Extraktion von aussagekraf-
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tigen Unsicherheitsinformationen benotigt werden. Anschliefend wurden die in Ab-
schnitt (Seite vorgestellten Mafe zur Unsicherheitsmodellierung angewendet
und hinsichtlich ihrer Eignung zur Realisierung von intelligenten inkrementellen Lern-
prozessen analysiert. Aufbauend auf den gewonnenen Erkenntnissen wurde abschlie-
fend ein fiir diese Masterarbeit geeignetes Gesamtsystem abgeleitet.

Im Folgenden werden die in State-of-the-Art-Betrachtungen vorgestellten Mafse aus
|GAL et al., 2016] noch einmal wiederholt und deren Kerngedanken zur Auswahl neuer
Trainingsbeispiele zusammengefasst. Jedes der folgenden Mafe kann auf Basis von

mehreren Netzwerkausgaben berechnet werden.

Auswahl von Beispielen, welche die Entropie maximieren
Die Entropie bildet das Standardmaf zur Beurteilung von Sicherheit. Fiir unsi-
chere Klassifikationen wird ein hohes Mafk an Unordnung in der mittleren Klas-

sifikatorausgabe und folglich eine hohe Entropie erwartet.

Auswahl von Beispielen, welche die Mutual Information zwischen Klassifi-
kation und Verteilung iiber den Ausgaben maximieren
Beispiele, die dieses Mafs maximieren, besitzen eine hohe Varianz in der
Aktivierung der Softmax-Schicht. Der Klassifikator ist sich fiir diese Beispiele im
Durchschnitt unsicher, es existieren zudem Ausgaben, die mit falschlicherweise

hoher Sicherheit zu unterschiedlichen Klassifikationsergebnissen fiihren.

Auswahl von Beispielen, welche die Variationsrate maximieren
Die Variationsrate quantifiziert die Abweichungen von dem am héaufigsten vor-
kommenden Label (Modus). Fiir die betrachteten Zweiklassenprobleme liegt die-

se im Intervall [0,1/2].

Auswahl von Beispielen, welche die mittlere Varianz maximieren
Die Varianz ist ebenfalls ein Standardmaf zur Beschreibung von Unregelméafsig-
keiten, welches zudem auch auf Regressionsprobleme angewendet werden kann.
Soll als Bewertungskriterium nicht die Stirke sondern die Breite der Streuung
um den Mittelwert angesetzt werden, kann an dieser Stelle ebenfalls die Stan-

dardabweichung verwendet werden.
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Entgegen der Untersuchungen in Abschnitt (Seite wurden die Trainingsdaten
der inkrementell trainierten Klassifikatoren in zehn Iterationen lediglich bis zu einer
Gesamtanzahl von 20.480 Beispielen erweitert. Neue Beispiele konnten zudem aus allen
vier verbleibenden Teilen des GAPs-Datensatzes gezogen werden. Durch diese Modifi-
kationen sollte sichergestellt werden, dass bei der Bestimmung neuer Trainingsbeispiele
auf Basis der modellierten Unsicherheiten stets geniigend Beispiele zur Verfiigung ste-
hen und nur méglichst informative Bildausschnitte gewéhlt werden. Analog zu den Un-
tersuchungen in Abschnitt (Seite wurden die Lernprozesse dreimal wiederholt
und der maximale F1-Score auf den Validierungsdaten fiir die Evaluierung genutzt.

Fiir den Dropout-Ansatz wurde zusétzlich erneut die Verwendung von Adversarial
Training betrachtet. Hierbei sollte iiberpriift werden, ob das bisher beobachtete Ver-
halten durch die Beriicksichtigung der Unsicherheiten bei der Auswahl neuer Trainings-
beispiele verbessert werden kann. Fiir den Ensemble-Ansatz entféllt eine vergleichbare
Untersuchung, da die beobachteten Probleme in diesem Fall bereits beim Training der
Referenz-Klassifikatoren aufgetreten sind und auf Unstimmigkeiten beim Erstellungs-

prozess der Adversarial Examples zuriickgefiihrt werden kénnen.

6.2.1 Dropout-Ansatz

Bei der Extraktion von Unsicherheitsinformationen mittels Dropout-Ansatz muss je-
de Eingabe mehrmals unter Verwendung verschiedener Dropout-Masken durch das
Netzwerk propagiert werden. Da dieser Prozess sehr zeitintensiv ist, wurde zunéchst
untersucht, wie viele Vorwartsprozesse durch das Netzwerk zur Extraktion von aus-
sagekraftigen Unsicherheitsinformationen benotigt werden. Fiir die Bestimmung einer
geeigneten Anzahl wurde der in Abschnitt (Seite betrachtete inkrementelle
Lernprozess an den fiinf Punkten, an denen komplette Datensatzteile erreicht wurden,
probabilistisch evaluiert”. Hierzu wurden die mittleren Ausgaben fiir die Validierungs-
daten auf Basis von bis zu 200 Vorwértsprozessen bestimmt und mittels F1-Score
bewertet. Mit Erreichen einer geeigneten Anzahl an Vorwértsprozessen ist davon aus-

zugehen, dass sich die bestimmten F1-Scores stabilisieren und sich nur noch geringfiigig

7 Es wurde stets nur der erste der dreimal wiederholten Lernprozesse probabilistisch evaluiert.
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verdndern. Abbildung [6.3] zeigt die Ergebnisse der Untersuchungen.
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(a) Ohne Adversarial Training (b) Mit Adversarial Training

Abbildung 6.3: Ergebnisse Bestimmung der Anzahl der Vorwértsprozesse
Dargestellt sind die Ergebnisse der Untersuchungen zur Bestimmung einer geeigne-

ten Anzahl an Vorwdrtsprozessen durch das Netzwerk®.

Die in Abbildung dargestellten Ergebnisse zeigen, dass sich der F1-Score sowohl
ohne als auch mit Adversarial Training bei ungefihr 100 Vorwartsprozessen stabili-
siert. Dieses Ergebnis deckt sich mit der von den Autoren in |[GAL, 2016| empfohlenen
Anzahl an Iterationen. Im Folgenden werden daher zur Extraktion von Unsicherheits-
informationen stets 100 Vorwértsprozesse durch das Netzwerk verwendet.

Nach der Festlegung einer geeigneten Anzahl, wurden die vorgestellten Mafse zur Mo-
dellierung von Unsicherheiten auf die zuvor betrachteten inkrementellen Lernprozesse
angewendet und neue Trainingsbeispiele ausschlieflich auf Basis der bestimmten Un-
sicherheiten ausgewéhlt. Die in den Untersuchungen genutzten Lernparameter wurden
analog zu denen in Abschnitt (Seite gewéhlt. Abbildung stellt die erwei-
terten inkrementellen Lernprozesse dar und vergleicht die Leistung der einzelnen Mafe

mit der zuvor verwendeten zufélligen Auswahl.

8 Die dargestellten Ergebnisse konnen nicht mit den inkrementellen Lernprozessen in Abbildung [6.1
verglichen werden, da diese ohne Dropout in der Anwendungsphase und durch Mittelung iiber drei
Durchldufe erzeugt wurden. Der Verlauf der Kurven bestétigt jedoch, dass die in [SRIVASTAVA et al.,
2014] (Hauptpublikation Dropout) fiir die Anwendungsphase vorgeschlagene Vorgehensweise einer
Mittelung iiber eine Vielzahl von Vorwértsprozessen durch das Netzwerk &hnelt und dass in dieser

Masterarbeit fiir die Evaluierung auf mehrfache Vorwartsprozesse verzichtet werden kann.
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Abbildung 6.4: Ergebnisse Dropout-Ansatz
Dargestellt sind die Ergebnisse (mittlerer F1-Score und einfache Standardabwei-
chung) der experimentellen Untersuchungen zur Eignung der verschiedenen Mafe

zur Verbesserung der betrachteten inkrementellen Lernprozesse.

Die in Abbildung dargestellten Kurven zeigen, dass das Lernverhalten durch die
Beriicksichtigung der extrahierten Unsicherheiten deutlich verbessert werden kann. Be-
reits nach dem Hinzufligen von weiteren 10.240 Trainingsbeispielen wird die Leistung
des mit 30.720 Beispielen trainierten Referenz-Klassifikators iibertroffen. Ahnlich wie
in [GAL et al., 2016| eignet sich die Variationsrate am besten zur Modellierung der

Unsicherheiten.

Die Ergebnisse in Abbildung [6.4b| verdeutlichen hingegen, dass bei Verwendung von
Adversarial Training auch unter Beriicksichtigung der Unsicherheiten kein inkremen-
teller Lernprozess realisiert werden kann. Bei einer Modellierung der Unsicherheiten
mit Hilfe der Variationsrate und der Entropie nimmt die Klassifikationsleistung zwar
zunachst zu, bricht jedoch anschliefsend, dhnlich wie in den vorherigen Untersuchun-
gen, ein. Dieses Verhalten deutet weiterhin auf ein stark ausgeprégtes lokales Minimum
hin, welches nicht iiberwunden werden kann und in dessen Folge keine aussagekraftigen
Adversarial Examples erzeugt werden kénnen. Im Rahmen dieser Masterarbeit wurde
daher zusétzlich untersucht, ob durch eine Beriicksichtigung der Adversarial Examples
bei der Auswahl neuer Trainingsbeispiele ein besseres Lernverhalten realisiert werden

kann. Die Ergebnisse dieser Untersuchung sind in Anhang m (Seite [131]) dargestellt.
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Diese zeigen, dass das Lernverhalten zwar verbessert werden kann, die Probleme je-
doch nicht vollsténdig {iberwunden werden konnen. Zudem fiihrt die zusétzliche Be-
riicksichtigung der Adversarial Examples zu einer weiteren deutlichen Verldngerung
der Verarbeitungszeit. Aus diesem Grund wird von der Verwendung von Adversarial

Training in weiteren Experimenten abgesehen.

6.2.2 Ensemble-Ansatz

Bei der Extraktion von Unsicherheitsinformationen mittels Ensemble-Ansatz muss zu-
nachst die zu verwendende Headanzahl festgelegt werden. In Abschnitt (Seite
wurde bereits festgestellt, dass die maximal mogliche Anzahl von zehn Heads zu den
besten Klassifikationsergebnissen fiihrt. Fiir die Ableitung einer ebenfalls zur Extrak-
tion von Unsicherheitsinformationen geeigneten Headanzahl wurde in diesem Teil der
experimentellen Untersuchungen analysiert, bei welcher Headanzahl sich die Klassifi-
kationsergebnisse stabilisieren. Hierzu wurde der in Abschnitt (Seite betrach-
tete inkrementelle Lernprozess ebenfalls an den fiinf Punkten, an denen komplette
Datensatzteile erreicht wurden, evaluiert. Mit Erreichen einer geeigneten Headanzahl
sollten sich auch in diesem Fall die bestimmten F1-Scores stabilisieren und nur noch

geringfiigig verandern. Abbildung [6.5] zeigt die Ergebnisse der Untersuchungen.
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Abbildung 6.5: Ergebnisse Bestimmung der Headanzahl
Dargestellt sind die Ergebnisse der Untersuchungen zur Bestimmung einer geeigne-

ten Headanzahl.
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Die in Abbildung dargestellten Evaluationsergebnisse zeigen, dass sich die F1-
Scores bis zu einer Verwendung von fiinf Heads sprunghaft dndern kénnen und sich
erst danach langsam stabilisieren. Da durch die genutzte Trainingsprozedur nicht aus-
geschlossen werden kann, dass einzelne Heads schlechter als andere sind, existieren
auch fiir grofsere Headanzahlen noch kleinere Schwankungen. Der Verlauf der Kurven
zeigt jedoch, dass diese immer kleiner werden. Aus diesem Grund wurden fiir die an-
schliefsenden Experimente zu den Mafsen zur Modellierung von Unsicherheiten erneut
zehn Heads verwendet. Abbildung stellt die erweiterten inkrementellen Lernpro-
zesse dar und vergleicht die Leistung der einzelnen Mafe mit der zuvor verwendeten

zufilligen Auswahl neuer Trainingsbeispiele.
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— max. BALD max. Entropie
—— max. Variationsrate

0.86

F1-Score Validierungsdaten
®
N

Referenz-Klassifikatoren
— 10.240 --- 20.480 ---- 30.720 50.000

10240 12288 14336 16384 18432 20480
Anzahl Beispiele im Trainingsdatensatz

Abbildung 6.6: Ergebnisse Ensemble-Ansatz
Dargestellt sind die Ergebnisse (mittlerer F1-Score und einfache Standardabwei-
chung) der experimentellen Untersuchungen zur Eignung der verschiedenen Mafe

zur Verbesserung der betrachteten inkrementellen Lernprozesse.

Die in Abbildung dargestellten Lernprozesse zeigen, dass sich auch unter Bertick-
sichtigung der Unsicherheiten ein zu Abbildung [6.2] (Seite vergleichbares Lern-
verhalten einstellt. Der zuvor beobachtete Einbruch in den Klassifikationsergebnissen
kann jedoch durch die Berticksichtigung der modellierten Unsicherheiten (mit Ausnah-
me der Variationsrate) geddmpft werden, sodass sich der Lernprozess deutlich schneller
erholt. Es ist daher davon auszugehen, dass auch die mittels Ensemble-Ansatz extra-
hierten Unsicherheiten aussagekréftig sind und dass sich das zusétzliche Einbringen in

den Entscheidungsprozess positiv auf den Lernprozess auswirkt.
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Die auf dem GAPs-Datensatz durchgefiihrten experimentellen Untersuchungen haben
gezeigt, dass sich beide Erweiterungsansitze (Dropout- und Ensemble-Ansatz) zur
Realisierung von inkrementellen Lernprozessen eignen. Die mit Hilfe des Ensemble-
Ansatzes erweiterten Basis-Klassifikatoren sind jedoch deutlich schwerer zu trainieren
und erreichen nicht die Leistung des Dropout-Ansatzes®. Die zusitzliche Verwendung
von Adversarial Training fiihrt zwar zum Teil zu besseren Klassifikationsergebnissen,
macht die Realisierung eines inkrementellen Lernprozesses jedoch unméglich und wird
daher nicht weiter verfolgt. Die zuletzt durchgefiihrten Experimente haben weiterhin
gezeigt, dass mit Hilfe beider Ansétze aussagekréftige Unsicherheitsinformationen ex-
trahiert werden kénnen, welche durch die Modellierung mit den vorgestellten Maften
zusétzlich in den Entscheidungsprozess eingebracht werden und so den inkrementellen
Lernprozess verbessern kénnen.

Das beste inkrementelle Lernverhalten konnte mit Hilfe des Dropout-Ansatzes in Ver-
bindung mit einer Unsicherheitsmodellierung mittels Variationsrate erzielt werden.
Daher wird diese Konfiguration des Gesamtsystems fiir die anschliefsenden experimen-

tellen Untersuchungen auf den verfiigharen Fahrbahnbildern genutzt. Weiterhin werden

die in Abschnitt (Seite [95) festgelegten Lernparameter iibernommen.

6.3 Anwendung auf Fahrbahnbilder

Nachdem ein geeignetes Gesamtsystem abgeleitet werden konnte, wurde dieses auf die
in dieser Masterarbeit verfiigharen Fahrbahnbilder angewendet. Da die Berticksichti-
gung aller 1.637 Bilder den zeitlichen Rahmen der Experimente iibersteigen wiirde,
wurden vorab mehrere Mafnahmen getroffen, um die Anzahl der Bilder einzuschran-
ken. So wurden fiir die betrachteten inkrementellen Lernprozesse ausschlieflich die
Fahrbahnbilder verwendet, in denen sich laut Labelinformationen schadhafte Stel-

len (Klasse 1) befinden. Aufgrund der in Abschnitt (Seite beschriebenen

9 Mit den in dieser Masterarbeit fiir den Ensemble-Ansatz gewihlten Lernparametern konnte die
Leistung des Dropout-Ansatzes nicht erreicht werden. Es ist jedoch nicht ausgeschlossen, dass an-
dere Parameter zu besseren Lernprozessen gefiihrt hétten. Durch den begrenzten zeitlichen Rahmen

der Masterarbeit konnten jedoch keine ausgiebigen Parametertests durchgefiihrt werden.
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Probleme bei der Labelvergabe fiir Flickstellen, wurden zudem alle 27 Bilder ausge-
schlossen, welche aufgelegte oder eingelegte Flickstellen beinhalten. Durch diese Ein-
schrankungen konnte die Anzahl auf 499 Fahrbahnbilder reduziert werden, wobei die
in den verbleibenden Bildern als Schaden markierte Gesamtfliche dennoch lediglich
nur einen Anteil von 17,45% ausmacht. Somit existieren trotz Einschrankung aus-
reichend viele Bereiche fiir intakte Strafenausschnitte (Klasse 0). In den betrachte-
ten inkrementellen Lernprozessen wurden in jeder Iteration zwolf zuféllig ausgewéhlte
Fahrbahnbilder!® betrachtet und aus diesen, analog zu den Untersuchungen in den vor-
herigen Abschnitten, insgesamt 1.024 neue Beispiele extrahiert. Der Datensatz wur-
de, ausgehend von dem fiir das initiale Training verwendeten ersten Teil des GAPs-
Trainingsdatensatzes (siche Tabelle [6.1], Seite [94]), {iber 40 Iterationen bis zu einer
Gesamtanzahl von 51.200 Beispielen erweitert. Die in den Untersuchungen verwende-

ten Lernparameter wurden analog zu denen in Abschnitt gewdhlt.

Da bekannt ist, dass die fiir die Fahrbahnbilder verfiigharen Labelinformationen nur
sehr grob sind, wurden die gleichen Experimente ebenfalls auf den 1.418 Basisbildern
des GAPs-Trainingsdatensatzes (siehe Abschnitt , Seite durchgefiihrt. Ziel die-
ser zusatzlichen Untersuchungen ist es, den Einfluss der Labelinformationen auf die
Lernprozesse besser untersuchen zu konnen. Weiterhin kann die Auswirkung von un-
terschiedlich balancierten Daten zielfiihrender analysiert werden. Da die trainierten
Klassifikatoren durch die in Abschnitt (Seite beschriebene Modifikation auf
beliebige Bildgrofen angewendet werden konnen, musste fiir die Anwendung auf die
GAPs-Basisbilder lediglich der Extraktionsprozess fiir neue Patches modifiziert wer-
den. So musste die Vorgehensweise zur Erstellung der Masken fiir verbotene Patchposi-
tionen (fiir Fahrbahnbilder siche Abbildung 5.7} Seite an die sich unterscheidenden
Labelinformationen angepasst werden. Neben gekennzeichneten Strakenmarkierungen
und anderen zu ignorierenden Bereichen wurden dabei ebenfalls die bereits fiir das
initiale Training verwendeten Patches in die Masken aufgenommen. Weiterhin musste
die Labelvergabe fiir Patches der Schadklassse (Klasse 1) an die genaueren Labelin-

formationen angepasst werden. Neue Bildausschnitte wurden als Klasse 1 gelabelt,

10 Dje Auswahl erfolgte durch Ziehen ohne Zuriicklegen.
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wenn sich die zentralen 32x32 Pixel des Patches in einem markierten Schaden be-
funden haben. Wahrend auf diese Weise ein guter Kompromiss zwischen Zentrierung
der Schadstelle im Patch!' und zusitzlich als Klasse 1 gelabelten Bereichen gefunden
werden konnte, fihrt diese Vorgehensweise auch dazu, dass 10,82% der Markierungen
nicht fiir die Extraktion von Patches herangezogen werden kénnen. Da diese jedoch nur
einen Anteil von 3,5% der Gesamtschadfliche ausmachen, konnen diese Markierungen
vernachléssigt werden. Da die Basisbilder des GAPs-Datensatzes deutlich kleiner sind,
wurde die Anzahl der in jeder Iteration betrachteten Bilder auf 35 erhoht. Alle anderen
Parameter wurden wie in den Experimenten zu den Fahrbahnbildern gewahlt.

In den nachfolgenden Abschnitten werden fiir beide Experimentgruppen verschiedene
Szenarien zur Erweiterung der Trainingsdaten untersucht. Die Leistung der einzelnen
Lernprozesse wird dabei zunéchst, analog zu den vorherigen Abschnitten, auf den Va-
lidierungsdaten evaluiert. Da bekannt ist, dass die Basisbilder des GAPs-Datensatzes
moglicherweise dhnlicher zu den Validierungsdaten sind, werden am Ende der Unter-

suchungen zusatzlich Ergebnisse auf dem Test-Validierungsdatensatz préasentiert.

6.3.1 Zufallige Auswahl neuer Trainingsbeispiele

Analog zu den Experimenten in Abschnitt (Seite wurde zunéchst das Hin-
zufiigen von zuféllig gewahlten Trainingsbeispielen untersucht. Die Ergebnisse dieser
Untersuchungen bilden die Referenz fiir die im Anschluss betrachteten inkrementel-
len Lernprozesse unter Beriicksichtigung der extrahierten Unsicherheiten. Neben ei-
ner zufalligen Auswahl unabhéngig von den zugehorigen Klasseninformationen wurde
ebenfalls untersucht, wie sich das ausschliefsliche Hinzufiigen von Patches einer Klas-
se auf die Lernprozesse auswirkt. Weiterhin wurde analysiert, ob das Lernverhalten
durch eine Erweiterung mit Beispielen in gleichen Anteilen wie im initialen Trainings-
datensatz verbessert werden kann. Der fiir das initiale Training verwendete erste Teil
des GAPs-Trainingsdatensatzes besitzt durch die zuféllige Zuordnung der Beispiele zu
den einzelnen Teildatensétzen eine zum kompletten GAPs-Trainingsdatensatz dhnli-

che Klassenverteilung von ungefihr 60:40 (siche Tabelle Seite [94)). In dem zuletzt

1166,82% der Markierungen fiir Schiiden sind kleiner als 64 Pixel.
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genannten Szenario wurden daher zufillige Patches in genau diesem Klassenverhéltnis
hinzugefiigt. Abbildung [6.7]stellt die auf den Validierungsdaten erzielten mittleren F1-
Scores dar. Jeder Lernprozess wurde hierbei dreimal wiederholt, wobei fiir die einzelnen
Lernprozesse in den unterschiedlichen Szenarien stets die gleiche zufillige Reihenfolge

der Ausgangsbilder verwendet wurde.
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Abbildung 6.7: Ergebnisse zufillige Auswahl
Dargestellt sind die Ergebnisse (mittlerer F1-Score und einfache Standardabweichung
fiir ausgewdhlte Kurven) der experimentellen Untersuchungen zur zufdlligen Auswahl

von neuen Trainingsbeispielen.

Die in Abbildung prasentierten Ergebnisse zeigen, dass die Klassifikationsleistung
nur minimal durch zuféllig gewédhlte Patches von intakten Strafenausschnitten (gel-
be Kurve) verbessert werden kann. Alle anderen Szenarien wirken sich durchgehend
negativ auf die Leistung aus. Hierbei ist zudem eine stufenweise Verschlechterung in
Abhéngigkeit der Anzahl der fiir Klasse 1 hinzugefiigten Patches zu beobachten. Wah-
rend die zufillige Auswahl unabhéngig von den Klasseninformationen (dunkelblaue
Kurve), bei der durchschnittlich lediglich 17,5% der Patches auf Klasse 1 entfallen,
noch zu den Ergebnissen fiihrt, welche nur geringfiigig unter der Ausgangsleistung
liegen, resultieren alle anderen Szenarien, bei denen mehr Beispiele fiir Klasse 1 hinzu-
gefligt werden, in zunehmend schlechteren Ergebnissen. Diese Beobachtung legt nahe,
dass die fiir Klasse 1 hinzufiigten Bildausschnitte infolge der groben Labelinformatio-

nen iiberwiegend widerspriichlich sind. Die dunkelblaue Kurve zeigt jedoch auch, dass
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fehlerhafte Daten bis zu einem bestimmten Grad toleriert werden konnen, ohne dass
die Klassifikationsergebnisse deutlich einbrechen.

Die in Abbildung dargestellten Ergebnisse fiir die GAPs-Basisbilder verdeutli-
chen, dass die Klassifikationsleistung nur dann verbessert werden kann, wenn Beispie-
le fiir beide Klassen hinzugefiigt werden'?. Eine Erweiterung in genau dem gleichen
Verhéltnis wie im initial verwendeten Trainingsdatensatz (griine Kurve) fithrt zu den
besten Ergebnissen. In den Untersuchungen in Abschnitt (Seite ist diese Vor-
aussetzung stets durch die Verwendung des GAPs-Datensatzes gegeben gewesen. Der
zusitzlich dargestellte Vergleich mit der Auswahl von Trainingsbeispielen, welche ex-
akt den Patches aus den GAPs-Trainingsdatensatzteilen II-V entsprechen (violette
Kurve), bestéitigt diese Bobachtungen und zeigt, dass mit dem in dieser Masterarbeit
realisierten Gesamtsystem zu Abschnittt (Seite vergleichbare Ergebnisse er-
zielt werden kénnen'®. Eine Erklirung, warum der Lernprozess in den Experimenten
in Abschnitt (Seite durch die Beriicksichtigung der Unsicherheiten verbessert
werden konnte, obwohl das spezielle Klassenverhaltnis von 60:40 nicht beriicksichtigt

wurde, wird in den anschliefenden Untersuchungen gegeben.

6.3.2 Beriicksichtigung der Unsicherheiten

Im Anschluss wurden, dhnlich wie in Abschnitt (Seite , die extrahierten Un-
sicherheiten bei der Auswahl neuer Trainingsbeispiele beriicksichtigt. Hierbei wurde
zunachst untersucht, wie sich das klassenweise Hinzufiigen von Beispielen mit hochs-
ter Unsicherheit auf die inkrementellen Lernprozesse auswirkt. Diese Untersuchungen
ermoglichen zudem die Bewertung der anhand der Unsicherheiten ausgewahlten Bild-

ausschnitte und somit das Ableiten einer Aussage zur Qualitidt der extrahierten Unsi-

12 Eine zufillige Auswahl unabhiingig von den Klasseninformationen (dunkelblaue Kurve in Abbil-

dung[6.7b]) entspricht in diesem Fall dem Hinzufiigen von ungefihr 2% Patches fiir Klasse 1.
13Die Ergebnisse kénnen nicht direkt verglichen werden, da in den Untersuchungen in Ab-

schnitt (Seite stets aus allen Patches der GAPs-Trainingsdatenteile II-V ausgewéhlt

werden konnte und die verwendeten Datensatzteile zudem zuféllige Ausschnitte aus allen GAPs-

Basisbildern beinhalten. Es ist daher davon auszugehen, dass diese Daten in jeder Iteration ein
grofleres Generalisierungspotenzial bieten als die in diesen Experimenten jeweils gleichzeitig be-
trachteten 35 GAPs-Basisbilder.
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cherheiten. Anschlieffend wurden verschiedene Szenarien betrachtet, in denen Beispiele
fiir beide Klassen hinzugefiigt wurden. Abbildung veranschaulicht die Ergebnisse
der klassenweisen Untersuchungen und vergleicht die Klassifikationsleistung mit der

zufélligen Auswahl aus Abbildung
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Abbildung 6.8: Ergebnisse klassenweise Erweiterung héchste Unsicherheit
Dargestellt sind die Ergebnisse (mittlerer F1-Score und einfache Standardabweichung
fiir ausgewdhlte Kurven) der experimentellen Untersuchungen zur klassenweisen Er-

weiterung der Trainingsdaten unter Berticksichtigung der Unsicherheiten.

Die in Abbildung dargestellten Lernprozesse zeigen, dass sich die Beriicksichtigung
der Unsicherheiten sowohl fiir die Fahrbahnbilder als auch fiir die GAPs-Basisbilder

deutlich negativ auswirkt. Da sich dieses Verhalten nicht mit den bisherigen Erkennt-

nissen aus Abschnitt |6.2.1] (Seite|102]) deckt, wurden die jeweiligen zur Erweiterung der
Trainingsdaten ausgewéhlten Patches genauer analysiert. In Anhang m (Seite (134))

werden mehrere in den Lernprozessen betrachtete Ausgangsbilder und die aus diesen

extrahierten Bildausschnitte veranschaulicht. Fiir die GAPs-Basisbilder wird dabei
deutlich, dass den Trainingsdaten fiir Klasse 0 iiberwiegend problematische Patches
hinzugefiigt werden (siche Abbildung [A.5] Seite [135)). Die hohen Unsicherheiten sind
dabei sehr oft widerspriichlich gelabelten Ausschnitten geschuldet. So konnte festge-
stellt werden, dass die GAPs-Basisbilder verschlossene Arbeitsnidhte und ausgebesserte

Schadstellen enthalten, welche in einigen Féllen als Schaden und in anderen Fillen als
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intakte Strafenausschnitte gelabelt sind. Weiterhin werden kleinste, kaum erkennbare
Risse oder Strukturen, welche selbst unter Zuhilfenahme der angrenzenden Bildberei-
che nur sehr schwer von den fiir das Training verwendeten Ausschnitten der Schadklasse
zu unterscheiden sind, zu den Trainingsdaten fiir Klasse 0 hinzugefiigt. In der Folge
enthélt der Trainingsdatensatz zunehmend widerspriichlichere Daten und die Klassifi-
kationsergebnisse (True Positives) brechen ein. Da fiir den GAPs-Trainingsdatensatz
bewusst Strafsenabschnitte in schlechtem Zustand gewéhlt wurden, sind die Auswir-
kungen auf den GAPs-Basisbildern deutlich ausgeprégter als auf den Fahrbahnbildern.
In den inkrementellen Lernprozessen auf den Fahrbahnbildern stabilisieren sich die Er-
gebnisse, weil neben diesen problematischen Bereichen merklich mehr korrekte Patches
fiir Klasse 0 ausgewahlt werden (siche Abbildung [A.4] Seite [134).

Bei der ausschlieflichen Erweiterung mit Beispielen der Klasse 1 zeigt sich ein &hn-

liches Bild (siehe Abbildung |A.6| und [A.7] Seite [136)). In diesem Fall werden die pro-

blematischen Bereiche jedoch iiberwiegend als Beispiele fiir die Schadklasse hinzuge-
fiigt. Zudem wurde festgestellt, dass die Unsicherheiten vor allem in den unmittelbar
an die Schadstellen angrenzenden Bildbereichen sehr grof sind. In der Folge werden
viele Patches hinzugefiigt, welche nur sehr kleine Teile oder gar keinen Ausschnitt der
schadhaften Stellen enthalten. Daher fithren auch diese inkrementellen Lernprozesse zu
schlechteren Ergebnissen als bei einer zufélligen Auswahl von neuen Trainingsbeispie-
len (False Positives steigen). Fiir die Fahrbahnbilder wirken sich die vielen aufgrund der
groben Labelinformationen falsch gelabelten Bildausschnitte zusétzlich negativ aus.
Die Untersuchungen zeigen, dass die mit Hilfe des Dropout-Ansatzes bestimmte Varia-
tionsrate wirklich existierende Unsicherheiten beschreibt. Es wird jedoch auch deutlich,
dass der Einfluss von eventuellen Labelungenauigkeiten und schwer zu unterscheiden-
den Bildausschnitten durch eine Auswahl unter Beriicksichtigung der Unsicherheiten
drastisch verstarkt wird. Im Anschluss wurde daher untersucht, ob das Lernverhal-
ten durch das Hinzufiigen von Beispielen fiir beide Klassen zielfiihrender beeinflusst
werden kann.

Ahnlich wie in Abschnitt (Seite wurde zundchst getestet, wie sich das Hin-
zufiigen von Beispielen mit héchster Unsicherheit unabhédngig von der Klassenzuge-

horigkeit auswirkt. Aufbauend auf den Erkenntnissen aus Abschnitt (Seite [109)
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wurde anschliefend ebenfalls ein festes Klassenverhéltnis von 60:40 verwendet. Abbil-
dung veranschaulicht die Ergebnisse der Untersuchungen und vergleicht diese mit
der zu Beginn durchgefiihrten zufélligen Auswahl neuer Trainingsbeispiele. Ergdnzende

Visualisierungen zu den ausgewéhlten Patches sind erneut in Anhang m (Seite [138)
dargestellt.
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Abbildung 6.9: Ergebnisse Erweiterung hochste Unsicherheit
Dargestellt sind die Ergebnisse (mittlerer F1-Score und einfache Standardabweichung
fiir ausgewdhlte Kurven) der experimentellen Untersuchungen zur Erweiterung der

Trainingsdaten unter Beriicksichtigung der Unsicherheiten.

Abbildung zeigt, dass sich fiir die Fahrbahnbilder ein zur zufalligen Auswahl ver-
gleichbares Lernverhalten einstellt und dass die Klassifikationsleistung auf den Validie-
rungsdaten auch unter Beriicksichtigung der Unsicherheiten nicht verbessert werden
kann. Die im Anhang dargestellten Visualisierungen (siehe Abbildung M Seite
zeigen zwar, dass durch das Hinzufiigen von Beispielen beider Klassen generell plausi-
blere Patches ausgewahlt werden, es wird jedoch auch deutlich, dass nach wie vor viele
Bildausschnitte mit falschen Labelinformationen hinzugefiigt werden. Aufgrund der zu
ungenauen Schadensmarkierungen betrifft dies vor allem neue Beispiele fiir die Schad-
klasse. Bei der Analyse der verarbeiteten Bilder wurde aber auch festgestellt, dass in
den verfiighbaren Fahrbahnbildern viele nicht markierte Schiden existieren, welche den
Trainingsdaten besonders haufig in spéteren Iterationen hinzugefiigt werden. Zusam-

men mit der minimal besseren Auswahl fiir Patches der Schadklasse ergibt sich so
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ein Lernverhalten (True Positives nehmen leicht ab, False Positives steigen etwas an),
welches sich von einer zufélligen Erweiterung nicht grofs unterscheidet.

Fiir die in Abbildung[6.9b| dargestellten Lernprozesse auf den GAPs-Basisbildern stellt
sich ein zu Abschnitt (Seite vergleichbares Lernverhalten ein'?. Die Lern-
kurven zeigen, dass sich sowohl die Beriicksichtigung der Unsicherheiten als auch das

Hinzufligen im Verhéltnis von 60:40 positiv auf die Lernprozesse auswirkt. Die in An-

hang|A.3[ (Seite |139)) dargestellten Visualisierungen verdeutlichen zudem, dass weitaus

weniger widerspriichliche Patches ausgewéhlt werden. Speziell die zuvor beobachteten
Probleme an Arbeitsndhten und ausgebesserten Schadstellen bleiben aus. So werden
fiir Klasse 0 ausschliefslich Patches hinzugefiigt, welche unmittelbar an die Schadstellen
angrenzen. Die eigentlichen Schiden werden deutlich zentrierter den Trainingsdaten
fiir Klasse 1 hinzugefiigt. In der Folge kann ein erfolgreicher inkrementeller Lernpro-
zess realisiert und die Klassifikationsleistung schrittweise verbessert werden. Die Ver-
besserungen werden dabei hauptséchlich durch das Erschliefen neuer True Positives
erreicht. Die Anzahl der False Positives bleibt wahrenddessen nahezu unverandert. Die
besten Ergebnisse werden jedoch entgegen der Erwartungen nicht unter festgesetztem
Klassenverhéltnis (griine Kurve in Abbildung sondern mit einer Auswahl unab-
hiangig von den Klassenzugehorigkeiten (rote Kurve in Abbildung erzielt. Die
dargestellten mittleren F1-Scores und die zugehorigen Standardabweichungen zeigen
zudem, dass zu Beginn stets der Lernprozess mit festgesetztem Klassenverhéltnis und
nach Erreichen einer Datensatzgrofe von ungefdhr 30.720 Beispielen (20 Iterationen)
der Lernprozess mit freier Klassenverteilung dominiert. Diese Beobachtung wirft die
Frage auf, wie sich die alleinige Berticksichtigung der Unsicherheiten auf das Klas-
senverhéltnis im Datensatz auswirkt. Abbildung zeigt sowohl den Anteil der fiir
Klasse 0 in jeder Iteration hinzugefiigten Beispiele als auch den sich im Datensatz

ergebenden Gesamtanteil.

!4 Die Ergebnisse konnen nicht direkt verglichen werden, da in den Untersuchungen in Ab-
schnitt (Seite stets aus allen verbleibenden Patches ausgew#hlt werden konnte und
die verwendeten GAPs-Trainingsdatensatzteile II-V zudem zuféllige Ausschnitte aus allen GAPs-
Basisbildern enthalten. Es ist daher davon auszugehen, dass diese Daten in jeder Iteration ein
grofleres Generalisierungspotenzial bieten als die in diesen Experimenten jeweils gleichzeitig be-
trachteten 35 GAPs-Basisbilder.
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Abbildung 6.10: Klassenverteilung Erweiterung hochste Unsicherheit
Dargestellt sind der in jeder Iteration hinzugefiigte Anteil an Beispielen fiir Klasse 0
und der sich ergebende Gesamtanteil (jeweils Mittelwert und einfache Standardab-

weichung) fir die in Abbildung rot dargestellten Lernprozesse.

Die dargestellten Ergebnisse zeigen, dass bei einer Beriicksichtigung der Unsicherhei-
ten unabhingig von der Klassenverteilung in den verfiigharen Daten!'® automatisch
ein in etwa ausgeglichenes Klassenverhéltnis angestrebt wird (siehe Tendenz violet-
te Kurven). Fiir Abbildung sind zudem Beziehungen zum Lernprozess in Ab-
bildung zu erkennen. So werden zu Beginn iiberwiegend Beispiele fiir Klasse 0
hinzugefiigt, was zu einem schlechteren Lernverhalten fiihrt. Der weitere Verlauf zeigt
jedoch, dass das optimale Klassenverhéltnis automatisch gefunden wird und dass fiir
einen moglichst erfolgreichen inkrementellen Lernprozess leicht schwankende Antei-
le erforderlich sind. Abbildung verdeutlicht, dass fiir die Experimente auf den
Fahrbahnbildern dhnliches gilt. Aufféllig ist an dieser Stelle jedoch, dass der Anteil
der fiir Klasse 0 hinzugefiigten Beispiele, trotz Mittelung iiber drei Durchldufe, von
Iteration zu Iteration stark schwankend ist. Die zugehdrigen Standardabweichungen
zeigen zudem, dass dies trotz unterschiedlicher Reihenfolge der Ausgangsbilder fiir alle
Durchléaufe gilt. Dieses Verhalten deutet darauf hin, dass iiberwiegend widerspriich-
liche Daten hinzugefiigt werden, welche dazu fiihren, dass die Unsicherheiten fiir die

jeweils andere Klasse stark zunehmen.

15 Die Schadklasse ist in beiden Experimentgruppen flichenméfig unterrepriisentiert.




6.3 ANWENDUNG AUF FAHRBAHNBILDER 117

Die Untersuchungen in diesem Abschnitt haben gezeigt, dass sich die Beriicksichtigung
der extrahierten Unsicherheiten positiv auf die Lernprozesse auswirkt, sofern den Trai-
ningsdaten neue Beispiele fiir beide Klassen hinzugefiigt werden. Das Lernverhalten
kann jedoch nur verbessert werden, wenn, wie im Fall der GAPs-Basisbilder, entspre-
chend genaue Labelinformationen zur Verfiigung stehen und aussagekraftige Beispiele
ausgewahlt werden konnen. Fiir die Fahrbahnbilder hat sich gezeigt, dass auch unter
Zuhilfenahme der Unsicherheiten nur in den wenigsten Fillen korrekt gelabelte Bild-
ausschnitte hinzugefiigt werden und dass infolge dieser widerspriichlichen Beispiele die

Klassifikationsleistung letztlich nicht verbessert werden kann.

6.3.3 Zusatzliche Beriicksichtigung der Klassifikatorausgabe

Abschliefsend wurde untersucht, ob das Lernverhalten zusétzlich verbessert werden
kann, wenn die Trainingsdaten ausschliefllich mit Patches erweitert werden, welche vom
Netzwerk falsch klassifiziert wurden. Da zuvor festgestellt wurde, dass stets Beispiele
fiir beide Klassen hinzugefiigt werden miissen, wurden an dieser Stelle in jeder Itera-
tion mindestens 40% Patches fiir die Schadklasse ergédnzt. Neben einem an klassisches
Bootstrapping angelehnten Szenario, bei dem die Trainingsdaten mit zufillig gewéhl-
ten, falsch klassifizierten Beispielen erweitert wurden, wurden ebenfalls zwei Varianten
unter Beriicksichtigung der Unsicherheiten getestet. So wurden in zwei zuséitzlichen
Szenarien jeweils nur Beispiele mit den héchsten und den niedrigsten Unsicherheits-
werten hinzugefiigt. Wahrend eine Auswahl auf Basis der hochsten Unsicherheit die
Experimente in Abschnitt erweitert, kann ein Hinzufiigen von sicheren, aber den-
noch falsch klassifizierten Patches als ein Lernen anhand von schwerwiegenden Fehlern
interpretiert werden. Da diese Szenarien den Einfluss von zu groben oder fehlerhaften
Labelinformationen erheblich verstarken, wurde fiir die Fahrbahnbilder zuvor zusétz-
lich untersucht, wie sich das ausschliefsliche Erweitern mit Beispielen auswirkt, welche
als Klasse 1 klassifiziert wurden, obwohl sie laut Labelinformationen keinen Schaden
zeigen. Hierbei hat sich herausgestellt, dass bereits bei einer zufilligen Auswahl nach

zehn Iterationen keine Bildausschnitte mehr extrahiert werden kénnen, welche diesem
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Auswahlkriterium entsprechen'®. Die in Anhang M (Seite dargestellten Visua-
lisierungen (Abbildung [A.10)) zeigen, dass neben echten Fehlklassifikationen ebenfalls
viele Bildausschnitte gewéhlt werden, welche nicht markierte Schiden zeigen. Wéhrend
der Normalzustand in den Fahrbahnbildern durch dieses Auswahlszenario sehr schnell
gelernt werden kann, fithren die fehlerhaften Patches aber dazu, dass insgesamt auch
deutlich weniger Schéden erkannt werden kénnen (True Positives sinken deutlich). In
der Folge brechen die Klassifikationsergebnisse bereits bei diesen eingeschrinkten Un-
tersuchungen ein. Die zu Beginn beschriebenen Szenarien wurden daher nur in einem
eingeschrinkten Umfang fiir die Fahrbahnbilder durchgefiihrt!”. Abbildung zeigt

die Ergebnisse aller Untersuchungen.
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Abbildung 6.11: Ergebnisse Erweiterung mit falsch klassifizierten Beispielen
Dargestellt sind die Ergebnisse (mittlerer F1-Score und einfache Standardabweichung
fiir ausgewdhlte Kurven) der experimentellen Untersuchungen zur Erweiterung der

Trainingsdaten mit laut Labelinformationen falsch klassifizierten Beispielen.

Die Ergebnisse fiir die Fahrbahnbilder in Abbildung veranschaulichen sowohl
den zuvor beschriebenen Lernprozess, bei dem lediglich falsch klassifizierte Beispiele

zu Klasse 0 hinzugefiigt wurden (violette Kurve in Abbildung |6.11a)), als auch, dass

16 Konnten in einer Iteration nicht geniigend neue Beispiele extrahiert werden, wurden die Ausgangs-

bilder der jeweils néchsten Iterationen zusétzlich mit in den Auswahlprozess einbezogen.
17 Es ist davon auszugehen, dass bei einer Beriicksichtigung der laut Labelinformationen nicht korrekt

als Klasse 1 klassifizierten Patches noch mehr falsch gelabelte Daten hinzugefiigt werden.
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eine Erweiterung auf beide Klassen (blaue Kurve in Abbildung|6.11a)), wie erwartet, zu
noch einmal schlechteren Ergebnissen fiihrt. In diesem Fall werden den Trainingsdaten
zusétzlich fehlerhafte Patches fiir Klasse 1 hinzugefiigt, sodass die Schadklasse zuneh-
mend schlechter abgegrenzt werden kann und die Anzahl der False Positives ebenfalls
ansteigt.

Die Lernprozesse in Abbildung zeigen, dass sich die Einschrankung auf falsch
klassifizierte Bildausschnitte auch bei den GAPs-Basisbildern {iberwiegend negativ
auswirkt. Besonders bei einer Erweiterung mit Patches, welche als schwerwiegend
falsch eingestuft werden, brechen die Klassifikationsergebnisse deutlich ein (gelbe Kur-
ve in Abbildung . Abbildung in Anhang M (Seite veranschaulicht
die Griinde fiir diesen Einbruch. So werden der Schadklasse iiberwiegend wenig aus-
sagekraftige Patches hinzugefiigt, die oft nur an den eigentlichen Schaden angrenzen.
Zusétzlich werden die Trainingsdaten fiir den Normalzustand mit nicht markierten
Schéden oder nur schwer von Schiaden abzugrenzenden Bildausschnitten erweitert. In
der Folge konnen zunehmend weniger korrekte Klassifikationen vorgenommen werden
(True Positives sinken, False Positives steigen stark an) und die Klassifikationsergeb-
nisse brechen immer weiter ein. Einzig bei einer Erweiterung mit Patches, welche als
unsicher eingestuft werden, zeigt sich ein positives Lernverhalten (hellblaue Kurve in
Abbildung |6.11b)). Die ausgewéhlten Bildausschnitte dhneln in diesem Fall sehr stark
denen, welche bei einer ausschlieklichen Berticksichtigung der Unsicherheit (sieche Ab-
bildung Seite hinzugefiigt werden. Der Vergleich beider Lernprozesse (rote
und hellblaue Kurve in Abbildung verdeutlicht jedoch, dass auch dieses Sze-
nario durch die beschriebenen Probleme beeinflusst wird und nicht ganz die Leistung
einer Auswahl ausschliefslich auf Basis der Unsicherheiten erreicht werden kann.

Die Untersuchungen in diesem Abschnitt haben gezeigt, dass fiir die verfiigbaren Stra-
flendaten in Verbindung mit den eingesetzten Klassifikatoren kein klassisches Boot-
strapping mit Hilfe von falsch klassifizierten Beispielen angewendet werden kann.
Durch eine zuséatzliche Beriicksichtigung der Unsicherheiten zur Einschrankung der
Beispiele auf unsichere Patches kann das Lernverhalten zwar verbessert werden, ver-
gleichbare Ergebnisse, wie bei einer alleinigen Auswahl auf Basis der Unsicherheiten,

kénnen jedoch nicht erreicht werden.
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6.3.4 Ergebnisse fiir Test-Validierungsdatensatz

Im Anschluss an die Untersuchungen zu den einzelnen Szenarien wurden die erfolg-
versprechendsten Lernprozesse, entsprechend der Empfehlung in [NG, 2016], fiir einen
Vergleich ebenfalls auf den Test-Validierungsdatensatz evaluiert. Abbildung [6.12] stellt
die jeweils beste Iteration der Lernprozesse in einer Precision-Recall-Kurve sowohl fiir

den Validierungs- als auch fiir den Test-Validierungsdatensatz dar.
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Abbildung 6.12: Precision-Recall-Kurven fiir ausgewéhlte Lernprozesse

Dargestellt sind die nach dem Validierungsdatensatz jeweils besten Iterationen der
erfolguersprechendsten Lernprozesse in einer Precision-Recall-Kurve sowohl fir den
Validierungs- als auch fir den Test-Validierungsdatensatz. In Klammern ist der in
den Kurven markierte mazimale F1-Score angegeben. Fir die Lernprozesse ist zu-
satzlich angezeigt, in welchem Durchlauf (D) und in welcher Iteration (I) dieses

Ergebnis erzielt wurde.

Abbildung vergleicht die besten Iterationen der einzelnen Lernprozesse zunéchst
auf dem Validierungsdatensatz. Hierbei wird deutlich, dass mit Hilfe des auf den GAPs-
Basisbildern inkrementell und unter Berticksichtigung der Unsicherheiten trainierten
Klassifikators (rote, gestrichelte Kurve in Abbildung sogar die Leistung des mit
50.000 Beispielen trainierten Referenz-Klassifikators (graue, gepunktete Linie in Abbil-
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dung iibertroffen werden kann. Das Ergebnis fiir den Lernprozess, bei dem die
Trainingsdaten mit zufélligen Beispielen erweitert wurden (griine, gestrichelte Kurve
in Abbildung [6.12a)), verdeutlicht zudem, dass auch mit einem inkrementellen Lern-
prozess und zufillig gewahlten Beispielen fast bis zur Giite des Referenz-Klassifikators
aufgeschlossen werden kann. Weiterhin wird deutlich, dass das bessere Ergebnis des
unter Beriicksichtigung der Unsicherheiten trainierten Klassifikators durch das Ein-

t!8. Die Ergebnisse fiir

bringen der Unsicherheiten in den Auswahlprozess bedingt is
die Lernprozesse (gelbe und rote Kurve in Abbildung auf den Fahrbahnbildern
zeigen dagegen nur geringe Verbesserungen. Die Klassifikatoren kommen zu einem
ahnlichen Ergebnis, welches zwischen der Leistung der Referenz-Klassifkatoren liegt.
Der in Abbildung dargestellte Vergleich auf dem Test-Validierungsdatensatz
zeigt ein deutlich anderes Bild. So ist die Klassifikationsleistung in allen Féllen ge-
ringer, was nahelegt, dass sich die Daten merklich voneinander unterscheiden. Zu-
dem schneiden die auf den GAPs-Basisbildern inkrementell trainierten Klassifikatoren
schlechter ab, als der auf den Fahrbahnbildern unter Beriicksichtigung der Unsicherhei-
ten trainierte Klassifikator (rote Kurve in Abbildung[6.12b)). Diese Beobachtung deutet
darauf hin, dass die auf Basis der Unsicherheiten aus den Fahrbahnbildern gewéhlten
Bildausschnitte eine hohere Generalisierungsfihigkeit bieten. Unsichere Patches aus
den GAPs-Basisbildern scheinen hingegen zu einer Uberanpassung auf die Trainings-
und Validierungsdaten zu fiithren. So schneidet dieser Klassifikator (rote, gestrichelte
Kurve in Abbildung auf dem Test-Validierungsdatensatz deutlich schlechter ab
als der Klassifikator, bei dem lediglich zuféllige Patches hinzugefiigt wurden (griine,
gestrichelte Kurve in Abbildung .

Der Vergleich zeigt, dass die Fahrbahnbilder das Potenzial fiir Verbesserungen bieten,
welches jedoch aufgrund der zu groben Labelinformationen nur sehr eingeschréankt
genutzt werden kann. Weiterhin legen die Ergebnisse nahe, dass die Validierungsda-
ten deutlich dhnlicher zu den Trainingsdaten sind als die Beispiele aus dem Test-
Validierungsdatensatz und dass eine Optimierung auf die Validierungsdaten nur be-

dingt zu einer guten Generalisierungsfihigkeit fiihrt.

18 Beide Ergebnisse wurden im selben Durchlauf und somit mit der selben zufilligen Reihenfolge der
Ausgangsbilder erzielt.
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6.4 Zusammenfassung

Im Folgenden werden die wichtigsten Erkenntnisse der experimentellen Untersuchun-
gen noch einmal zusammengefasst. Zunédchst wurden verschiedene Experimente auf
dem GAPs-Datensatz durchgefiihrt. Hierbei hat sich gezeigt, dass sich beide Erweite-
rungsansitze (Dropout- und Ensemble-Ansatz) sowohl zur Realisierung von inkremen-
tellen Lernprozessen als auch zur Extraktion von Unsicherheitsinformationen eignen.
Die mit Hilfe des Ensemble-Ansatzes erweiterten Klassifikatoren sind jedoch deutlich
schwerer zu trainieren und erreichen nicht die Leistung der mittels Dropout-Ansatz
erweiterten Klassifikatoren. Der Einsatz von Adversarial Training konnte die Klassifi-
kationsleistung bei der Verwendung des Dropout-Ansatzes zwar steigern, hat die Rea-
lisierung eines erfolgreichen inkrementellen Lernprozesses jedoch unmoglich gemacht.
Fiir den Fall einer Erweiterung mittels Ensemble-Ansatz hat sich gezeigt, dass es auf-
grund der geteilten Netzwerkstruktur zu Problemen bei der Erstellung zielfiihrender
Adversarial Examples kommt und dass die Klassifikationsleistung infolge dieser nicht
gesteigert werden kann. Weiterhin wurden auf dem GAPs-Datensatz verschiedene Ma-
Ke zur Modellierung der Unsicherheiten getestet. Fiir den Dropout-Ansatz hat sich
hierbei die Variationsrate als besonders geeignet herausgestellt. Die Verwendung der
maximalen Entropie konnte hingegen bei einer Erweiterung mittels Ensemble-Ansatz
iiberzeugen. Insgesamt konnte das beste inkrementelle Lernverhalten mit Hilfe des
Dropout-Ansatzes in Verbindung mit einer Unsicherheitsmodellierung mittels Variati-
onsrate erzielt werden.

Dieses Gesamtsystem wurde anschliefsend sowohl auf die Fahrbahnbilder als auch auf
die GAPs-Basisbilder angewendet. Hierbei hat sich gezeigt, dass die Klassifikations-
leistung nur dann verbessert werden kann, wenn den Trainingsdaten neue Beispiele
fiir beide Klassen hinzugefiigt werden. Durch eine Berticksichtigung der extrahierten
Unsicherheiten konnte das Lernverhalten zusatzlich positiv beeinflusst werden. In den
Untersuchungen wurde aufkerdem festgestellt, dass eine Auswahl auf Basis der Unsi-
cherheiten eine regulierende Wirkung auf die Klassenverteilung im Trainingsdatensatz
hat und dass automatisch das fiir den Lernprozess optimale Verhéltnis angestrebt

wird. Das zuséitzliche Einbeziehen der Klassifikatorausgabe in den Auswahlprozess
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zur Realisierung an Bootstrapping angelehnter Szenarien konnte hingegen nicht tiber-
zeugen, da in diesem Fall iiberwiegend widerspriichlich gelabelte oder nur schwer zu
unterscheidende Bildausschnitte ausgewahlt werden. Insgesamt hat sich in allen Ex-
perimenten gezeigt, dass die Klassifikationsergebnisse auf dem Validierungsdatensatz
nur dann deutlich verbessert werden kénnen, wenn neue True Positives (korrekt als
Schaden klassifizierte Patches) erschlossen werden. Die fiir die Fahrbahnbilder verfiig-
baren Labelinformationen machen dies jedoch unméglich. In der Folge konnte die mit
Hilfe der Fahrbahnbilder angestrebte inkrementelle Verbesserung der Klassifikations-
leistung nicht realisiert werden. Der abschlieffende Vergleich mit Ergebnissen auf dem
Test-Validierungsdatensatz hat gezeigt, dass die Validierungsdaten sehr dhnlich zu den
Trainingsdaten sind und dass eine Optimierung auf die Validierungsdaten nur bedingt
zu einer guten Generalisierungsfiahigkeit fiihrt.

Im Rahmen des Ausblicks im anschliefsenden Kapitel werden viele der genannten Punk-

te erneut aufgegriffen und mogliche Losungsvorschlage prisentiert.
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Kapitel 7
Zusammenfassung und Ausblick

Nachdem die umgesetzte Vorgehensweise zur Realisierung von intelligenten inkremen-
tellen Lernprozessen in Kapitel [5| vorgestellt und wesentliche Aspekte anschliefend in
Kapitel [0] evaluiert wurden, werden in diesem Kapitel die wichtigsten Punkte und Er-
gebnisse dieser Masterarbeit zusammengefasst. Abschliefend wird ein Uberblick iiber

mogliche Ansatzpunkte fiir weiterfithrende Arbeiten gegeben.

7.1 Zusammenfassung

Grundvoraussetzung fiir die Realisierung von intelligenten inkrementellen Lernprozes-
sen ist die Modellierung der Unsicherheiten in den Klassifikatorausgaben. Nur mit
deren Hilfe kénnen moglichst informative, neue Trainingsbeispiele ausgewéhlt und
redundante Daten vermieden werden. Zu Beginn dieser Masterarbeit wurden daher
im Rahmen einer ausfiihrlichen State-of-the-Art-Analyse Moglichkeiten zur Extrakti-
on von Unsicherheitsinformationen recherchiert. Die Analyse hat ergeben, dass Deep-
Learning-basierte Klassifikatoren zum Ableiten von Unsicherheitsinformationen struk-
turell erweitert werden miissen und dass es dafiir zwei Optionen in Form von ap-
proximierenden bayes’schen und nicht-bayes’schen Ansétzen gibt. Mit dem Dropout-
und dem Ensemble-Ansatz wurde fiir jede der beiden moglichen Vorgehensweisen ein
vielversprechender Erweiterungsansatz ausgewédhlt und im weiteren Verlauf der Mas-

terarbeit implementiert. Weiterhin wurden im Rahmen der State-of-the-Art-Analyse
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Mafe zur Modellierung der Unsicherheiten recherchiert, auf deren Basis moglichst in-
formative, neue Trainingsbeispiele ausgewéhlt werden konnen. Die zugehdrigen expe-
rimentellen Untersuchungen auf dem GAPs-Datensatz haben gezeigt, dass sich beide
Erweiterungsansitze zur Realisierung von intelligenten inkrementellen Lernprozessen
eignen. Die mit Hilfe des Ensemble-Ansatzes erweiterten Klassifikatoren sind jedoch
deutlich schwerer zu trainieren und fithren im Vergleich zum Dropout-Ansatz zu gering-
fiigig schlechteren Klassifikationsergebnissen!. Das beste inkrementelle Lernverhalten
konnte mit Hilfe des Dropout-Ansatzes in Verbindung mit einer Unsicherheitsmodel-
lierung mittels Variationsrate erzielt werden.

Anschliefsend wurde das anhand der Untersuchungen auf dem GAPs-Datensatz abge-
leitete Gesamtsystem zur Realisierung von intelligentem inkrementellem Lernen auf die
verfiigbaren Fahrbahnbilder angewendet. Bevor diese jedoch verwendet werden konn-
ten, mussten zundchst mehrere Vorverarbeitungsschritte umgesetzt werden. Damit die
verfiigbaren Labelinformationen den korrekten Bildbereichen in den Fahrbahnbildern
zugeordnet werden konnen, musste ein Verfahren zur Bestimmung der genauen Fahr-
bahnposition in einem Bild realisiert werden. Weiterhin musste ein Algorithmus zur
Erkennung und Maskierung der in den Bildern enthaltenen Stitching-Kanten umge-
setzt werden. Dieser Schritt ist notwendig, um Fehlklassifikationen infolge der starken
Ahnlichkeit der Kanten zu Rissen vorbeugen zu kénnen. Beide Verfahren wurden auf
den verfiigharen Fahrbahnbildern evaluiert und kénnen durch ihren allgemeingiiltigen
Ansatz iiber diese Masterarbeit hinaus auch auf andere Fahrbahnbilder angewendet
werden. Die durchgefiihrten experimentellen Untersuchungen auf den Fahrbahnbil-
dern haben jedoch gezeigt, dass die verfiigharen Labelinformationen zu grofflachig
sind und die Realisierung des angestrebten inkrementellen Lernprozesses massiv er-
schweren. Ausschlaggebend fiir das Ausbleiben von Verbesserungen ist dabei, dass
dem Trainingsdatensatz aufgrund der zu ungenauen Labelinformationen nur wenige

korrekt gelabelte Beispiele fiir die Schadklasse hinzugefiigt werden kénnen. Das zu-

! Die fiir den Ensemble-Ansatz verwendeten Lernparameter wurden groftenteils anhand des in |EI-
SENBACH et al., 2017| vorgestellten Klassifikators abgeleitet. Es kann daher nicht ausgeschlossen
werden, dass eine andere Parameterwahl zu einem besseren Lernverhalten gefiihrt hitte. Durch den
begrenzten zeitlichen Rahmen der Masterarbeit konnten jedoch keine ausgiebigen Parametertests

durchgefiihrt werden.
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sitzliche Beriicksichtigen der Unsicherheiten konnte dieses Verhalten ebenfalls nicht
verbessern. Aus diesem Grund wurden ergénzende Untersuchungen auf den Basisbil-
dern des GAPs-Datensatzes durchgefiihrt. Diese haben gezeigt, dass eine inkrementelle
Verbesserung mit genauen Schadensmarkierungen moglich ist und dass das Einbezie-
hen der Unsicherheiten das Lernverhalten verbessern kann. Die Experimente haben
aber auch gezeigt, dass die Auswirkungen von widerspriichlich gelabelten und nur
schwer von Schiden zu unterscheidenden Bildausschnitten durch die Beriicksichtigung

der Unsicherheiten verstarkt werden.

7.2 Weiterfiihrende Arbeiten

Aufbauend auf den Ergebnissen und Erkenntnissen dieser Masterarbeit ergeben sich
zahlreiche Ansatzpunkte fiir anschliefende Arbeiten. So konnten weiterfithrende Un-
tersuchungen zu den zur Extraktion von Unsicherheitsinformationen verwendeten Er-
weiterungsansétzen durchgefithrt werden. Speziell fiir den Ensemble-Ansatz wiirde
sich eine systematische Evaluierung der Lernparameter anbieten. Die Verwendung des
Ensemble-Ansatzes zur Extraktion von Unsicherheitsinformationen hétte den Vorteil,
dass sich die in der Anwendungsphase erforderliche Zeit zur Verarbeitung eines Bildes
im Gegensatz zum Dropout-Ansatz kaum verlingert?. Fiir den Dropout-Ansatz kénn-
te die kiirzlich in |L1 und GAL, 2017| publizierte Erweiterung zur Verbesserung der
Qualitat der extrahierten Unsicherheitsinformationen betrachtet werden. In dieser Pu-
blikation wird gezeigt, dass das fiir Variational Inference typische Unterschétzen der
Unsicherheiten durch die Verwendung einer erweiterten, aber dennoch auf Variatio-
nal Inference aufbauenden Inferenzmethode vermieden werden kann. Die Anwendung
der vorgeschlagenen Vorgehensweise impliziert jedoch auch, dass in der Trainingspha-
se fiir die Verarbeitung eines Mini-Batches bis zu zehn Vorwértsprozesse durch das
Netzwerk betrachtet werden miissen. Daher sollte an dieser Stelle eine zusétzliche Ab-
wagung zwischen Aufwand und Nutzen erfolgen. Nicht zuletzt wére eine Kombination

beider Ansatze zur Extraktion von Unsicherheitsinformationen ebenfalls denkbar.

2 Die Zeitersparnis ergibt sich durch die verwendete geteilte Netzwerkstruktur. Gleichzeitig muss

jedoch mit einem erhohten Zeitbedarf fiir das Training gerechnet werden.
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Unabhédngig vom genutzten Erweiterungsansatz sollte ebenso die Verwendung grofe-
rer Bildausschnitte untersucht werden. Im Rahmen der Masterarbeit konnte immer
wieder beobachtet werden, dass bei einer Patchgrofse von 64x64 Pixel Bildausschnitte
existieren, welche durch Menschen kaum unterschieden werden kénnen und fiir dessen
korrekte Labelbestimmung das Einbeziehen angrenzender Bildbereiche notwendig ist.
Die Verwendung grofterer Patches ergibt sich als mogliche Konsequenz dieser Beobach-
tung. Alternativ konnten auch Netzwerkstrukturen genutzt werden, welche zusétzlich
raumliche Zusammenhénge zwischen einzelnen Patches beriicksichtigen konnen.

Obwohl sich in dieser Masterarbeit herausgestellt hat, dass die Fahrbahnbilder nicht
direkt fiir die Realisierung von inkrementellen Lernprozessen genutzt werden kénnen,
ergeben sich auf Basis der umgesetzten Verfahren mehrere Moglichkeiten, wie die Bil-
der dennoch zur Verbesserung der Klassifikationsleistung eingesetzt werden konnen.
Zum einen konnten menschliche Operatoren in den inkrementellen Lernprozess einge-
bunden werden, mit deren Hilfe die dem Datensatz hinzugefiigten Patches vor dem
Nachtraining des Klassifikators iiberpriift werden. Die Klassifikatorausgaben und die
extrahierten Unsicherheiten konnten diesen Validierungsprozess zusétzlich unterstiit-
zen. Zum anderen konnte das im Rahmen der Vorverarbeitung realisierte Verfahren
zur Bestimmung der Fahrbahnposition in den Fahrbahnbildern genutzt werden, um die
Labelinformationen konkreten Bildteilen zuzuordnen. Durch eine gezielte Extraktion
der als Schaden markierten Bereiche aus dem Gesamtbestand der Fahrbahnbilder und
einem anschlieffenden héndischen Labeln mit genauen Schadensmarkierungen, konnte
ein Datensatz mit deutlich groferer Diversitdt und moglicherweise besseren Generali-

sierungseigenschaften erstellt werden.
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Anhang A

Erganzungen zu den Experimenten

Im Folgenden werden Ergénzungen zu den durchgefiihrten experimentellen Untersu-

chungen beschrieben.

A.1 Ensemble aus mehreren Netzwerken

In diesem Abschnitt wird die Klassifikationsleistung von Ensembles bestehend aus
einem geteilten Netzwerk und verschiedenen Heads mit der von herkémmlichen En-
sembles aus mehreren eigenstiandigen Netzwerken verglichen. Ziel ist es, den Einfluss
der geteilten Netzwerkarchitektur auf die Klassifikationsleistung zu untersuchen.

Fiir den Vergleich mit den in Abschnitt (Seite beschriebenen Referenz-
Klassifikatoren wurden zehn Einzelnetzwerke ohne Adversarial Training und sieben
eigenstindige Netzwerke mit Adversarial Training trainiert. Zur Gewéhrleistung von
Diversitit wurden die Gewichte der Netzwerke unterschiedlich initialisiert und die be-
schriebenen bindren Sample Weights ebenfalls auf das Einzeltraining {ibertragen. Alle
weiteren Lernparameter wurden unveridndert aus Abschnitt (Seite [97]) iibernom-
men. Da das Training einzelner Klassifikatoren deutlich zeitaufwendiger ist, wurden
lediglich die Klassifikatoren fiir 10.240 und 50.000 Trainingsbeispiele trainiert und fiir
den Vergleich herangezogen. Die zusatzlich trainierten Ensembles wurden zunéchst in
Anlehnung an die Vorgehensweise bei einem Ensemble mit einer geteilten Netzwerkar-

chitektur evaluiert. Dafiir wurde fiir jede Epoche die mittlere Klassifikatorausgabe
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bestimmt und die Epoche mit der besten Gesamtleistung gewahlt. Zusatzlich wurden
die Einzelnetzwerke, wie bei einem herkommlichen Ensemble-Ansatz iiblich, getrennt
evaluiert und ausschlieflich die Klassifikatoren in ihrer jeweils besten Konfiguration

zur Bestimmung der mittleren Ausgabe genutzt. Tabelle zeigt die Ergebnisse der

Untersuchungen.
Ensemble-Realisierung
geteilt (Abschnitt eigenstandig eigenstandig*

S 4 Heads/Netzwerke 0,8318 (220) 0,8328 (464) 0,8417
7 Heads/Netzwerke 0,8333 (227) 0,8377 (692)  0,8486
— 10 Heads/Netzwerke 0,8337 (234) 0,8363 (690) 0,8483
= 4 Heads/Netzwerke 0,8580 (091) 0,8657 (697) 0,8773
S 7 Heads/Netzwerke 0,8583 (183) 0,8653 (662) 0,8820
10 Heads/Netzwerke 0,8607 (095) 0,8678 (794)  0,8840
S 4 Heads/Netzwerke (AT) 0,8415 (651) 0,8573 (352)  0,3680
S 7 Heads/Netzwerke (AT) 0,8323 (606) 0,8574 (352)  0,8694
§ 4 Heads/Netzwerke (AT) 0,8638 (463) 0,8789 (453) 0,8873
%' 7 Heads/Netzwerke (AT) 0,8567 (788) 0,8799 (432) 0,8918

Tabelle A.1: Erzielte F1-Scores der Referenz-Klassifikatoren

Dargestellt sind die von den Referenz-Klassifikatoren erzielten F1-Scores in Abhdn-
gigkeit der Headanzahl und der Gréfie des Trainingsdatensatzes. Die jeweils beste
Epoche ist in Klammern angegeben. ,AT* zeigt die Verwendung von Adversarial

k

Training an. Zur Generierung der mit ,*“ gekennzeichneten Ergebnisse wurden aus-

schliefllich die Klassifikatoren in threr jeweils besten Konfiguration verwendet.

Die in Tabelle dargestellten Ergebnisse zeigen, dass sich die geteilte Netzwerkarchi-
tektur in allen Fillen negativ auf die Klassifikationsleistung auswirkt. So konnen mit
einem Ensemble aus mehreren eigenstandigen Netzwerken trotz gleicher Vorgehenswei-
se bei der Evaluation bessere Ergebnisse erzielt werden (erste und zweite Spalte in Ta-
belle . Die Verwendung der Einzelnetzwerke in ihrer jeweils besten Konfiguration
(dritte Spalte in Tabelle fithrt des Weiteren zu dem von einem Ensemble erwar-
teten Zugewinn in der Klassifikationsleistung. Die Ergebnisse fiir die mit Adversarial

Training trainierten Klassifikatoren zeigen zudem, dass die in Abschnitt (Sei-
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te beschriebenen Probleme bei der Nutzung von Adversarial Training durch die
geteilte Netzwerkarchitektur bedingt sind und durch Verwendung von Einzelnetzwer-
ken vermieden werden konnen. Das Ensemble aus sieben eigenstindigen Netzwerken
in ihrer jeweils besten Konfiguration erzielt mit einem F1-Score von 0,8918 das bislang
beste Ergebnis fiir einen Klassifikator auf Basis von 64x64 Pixel grofen Patches. Ein
permanentes Training mehrerer Netzwerke ist jedoch sehr zeitintensiv und daher nicht

realisierbar.

A.2 Beriicksichtigung der Adversarial Examples

Die in Abschnitt (Seite dargestellten Experimente haben gezeigt, dass bei
Verwendung des Dropout-Ansatzes in Verbindung mit Adversarial Training auch un-
ter Zuhilfenahme der Unsicherheiten kein inkrementeller Lernprozess realisiert werden
kann. Daher wurde fiir eine Modellierung der Unsicherheiten mittels Variationsrate
erganzend untersucht, ob das Lernverhalten durch eine zusétzliche Beriicksichtigung
der Adversarial Examples bei der Auswahl neuer Beispiele verbessert werden kann.

Sowohl fiir den Erstellungsprozess als auch fiir die Beriicksichtigung ergeben sich meh-
rere Moglichkeiten. In jeder Iteration konnen entweder deterministische (ohne Drop-
out) oder aber auch probabilistische (mit Dropout) Adversarial Examples erzeugt und
zusétzlich mit in den Entscheidungsprozess eingebracht werden. Probabilistische Ad-
versarial Examples konnen zudem einmalig oder fiir jeden Vorwéartsprozess separat
erstellt werden. Wiahrend eine einmalige Erzeugung die fiir die Bestimmung neuer
Trainingsbeispiele benotigte Zeit ungefihr verdoppelt, fiihrt die fiir jeden Vorwérts-
prozess getrennte Erstellung zu deutlich ldngeren Verarbeitungszeiten. Im Rahmen
dieser Masterarbeit wurden alle drei Erstellungsmethoden getestet. Hierbei hat sich
herausgestellt, dass deterministisch erzeugte Adversarial Examples am aussagekréf-
tigsten sind!. Abbildung zeigt den von den in der ersten Iteration verfiigharen
Beispielen aufgespannten Raum der Unsicherheiten und veranschaulicht die ohne Be-

riicksichtigung der Adversarial Examples gewahlten neuen Trainingsbeispiele.

! Diese Erkenntnis legt nahe, dass Adversarial Examples auch in der Trainingsphase ohne Dropout

erzeugt werden sollten.
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Abbildung A.1: Raum der Unsicherheiten
Dargestellt ist der von den in der ersten Iteration verfligharen Beispielen aufge-
spannte Raum der Unsicherheiten und die ohne Beriicksichtigung der Adversarial

Ezxamples gewdhlten neuen Trainingsbeispiele.

Der in Abbildung dargestellte Raum der Unsicherheiten zeigt, dass nur sehr we-
nige Bildausschnitte existieren, bei denen der Klassifikator sowohl bei den normalen
Beispielen als auch bei den Adversarial Examples unsicher ist (Bereich oben rechts).
Die Visualisierung der ohne Beriicksichtigung der Adversarial Examples ausgewéhlten
Beispiele in Abbildung zeigt, dass nur ein kleiner Teil dieser moglichst informati-
ven Bildausschnitte gewahlt wird. Der Grofteil der fiir das Training ausgewéhlten Bei-
spiele besitzt eine Variationsrate von Null bei den Adversarial Examples. Aus diesem
Grund wurde in verschiedenen Auswahlstrategien getestet, wie die Unsicherheiten fiir
die Adversarial Examples besser beriicksichtigt werden kénnen. Bei den Experimenten
hat sich herausgestellt, dass das arithmetische und das geometrische Mittel aus beiden
fiir ein Beispiel bestimmten Unsicherheiten zu den besten Ergebnissen fithrt?. Abbil-
dung veranschaulicht die anhand dieser beiden Auswahlstrategien ausgewéhlten
neuen Trainingsbeispiele. Die Ergebnisse werden in Abbildung dargestellt.

2 Es wurden weiterhin verschiedene Wichtungsfaktoren getestet.
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Abbildung A.2: Mdoglichkeiten zur Berticksichtigung der Adversarial Examples
Dargestellt sind die getesteten Mdglichkeiten zur Bertcksichtigung der Adversarial

Examples bei der Auswahl neuer Trainingsbeispiele.

0.86

Referenz-Klassifikatoren
084 70240 - - - 30.720
--- 20.480 - 50.000

0.82 —— max. Variationsrate (ohne Beriicksichtigung)
—— max. Variationsrate (arithmetisches Mittel)
—— max. Variationsrate (geometrisches Mittel)

F1-Score Validierungsdaten

10240 12288 14336 16384 18432 20480
Anzahl Beispiele im Trainingsdatensatz

Abbildung A.3: Ergebnisse Beriicksichtigung Adversarial Examples
Dargestellt sind die Ergebnisse (mittlerer F1-Score und einfache Standardabwei-
chung) der experimentellen Untersuchungen zur Beriicksichtigung der Adversarial

Examples bei der Auswahl neuer Trainingsbeispiele.

Die dargestellten Ergebnisse zeigen, dass das Lernverhalten verbessert werden kann.
Die Probleme koénnen jedoch nicht vollstéandig iiberwunden werden. Zudem erfordert

diese Vorgehensweise deutlich mehr Aufwand und benotigt exakte Labelinformationen.
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A.3 FErganzungen zu Abschnitt 6.3.2

In diesem Abschnitt wird ergédnzendes Material zu den in Abschnitt (Seite
vorgestellten experimentellen Untersuchungen dargestellt. Die nachfolgenden Abbil-
dungen [A.4A 9] visualisieren die den Trainingsdaten hinzugefiigten Beispiele. Patches
fiir Klasse 0 werden dabei gelb und Ausschnitte fiir Klasse 1 blau iiberlagert dargestellt.

Verbotene Bereiche sind weiterhin rot und gelabelte Schiaden griin gekennzeichnet.

Abbildung A.4: Fahrbahnbilder Patches héchste Unsicherheit Klasse 0
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Abbildung A.5: GAPs-Basisbilder Patches hochste Unsicherheit Klasse 0
Fiir eine Erliuterung der farbigen Uberlagerungen sei auf Seite verwiesen.
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Abbildung A.6: Fahrbahnbilder Patches hochste Unsicherheit Klasse 1
Fiir eine Erliuterung der farbigen Uberlagerungen sei auf Seite verwiesen.
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Abbildung A.7: GAPs-Basisbilder Patches hichste Unsicherheit Klasse 1
Fiir eine Erliuterung der farbigen Uberlagerungen sei auf Seite verwiesen.
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Abbildung A.8: Fahrbahnbilder Patches héchste Unsicherheit
Fiir eine Erliuterung der farbigen Uberlagerungen sei auf Seite verwiesen.




A.3 ERGANZUNGEN ZU ABSCHNITT 6.3.2 139

Abbildung A.9: GAPs-Basisbilder Patches hochste Unsicherheit
Fiir eine Erliuterung der farbigen Uberlagerungen sei auf Seite verwiesen.
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A.4 FErganzungen zu Abschnitt 6.3.3

In diesem Abschnitt wird ergédnzendes Material zu den in Abschnitt (Seite
vorgestellten Untersuchungen dargestellt. Die nachfolgenden Abbildungen [A.TOHA TT]
visualisieren die den Trainingsdaten hinzugefiigten Beispiele. Patches fiir Klasse 0 wer-
den dabei gelb und Ausschnitte fiir Klasse 1 blau iiberlagert dargestellt. Verbotene

Bereiche sind weiterhin rot und gelabelte Schiaden griin gekennzeichnet.

Abbildung A.10: Fahrbahnbilder Patches als Klasse 1 klassifiziert obwohl Klasse 0




A.4 ERGANZUNGEN ZU ABSCHNITT 6.3.3 141

Abbildung A.11: GAPs-Basisbilder Patches falsch klassifiziert (niedrigste Unsi-
cherheit)
Fiir eine Erliuterung der farbigen Uberlagerungen sei auf Seite verwiesen.
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